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4.4 RównolegÃly ukryty model Markowa . . . . . . . . . . . . . . . . . . . 61
4.5 Podsumowanie . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63

5 Rozpoznawanie pojedynczych sÃlów 65
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6.3 Podsumowanie . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 86

7 Podsumowanie 88

Dodatki 95

A Stanowisko do rozpoznawania wyrazów i zdań PJM 95
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RozdziaÃl 1

Wst ↪ep

1.1 Motywacja

W ostatnich latach duże zainteresowanie wzbudzaj ↪a komputerowe metody inter-
pretacji dziaÃlania i zachowań ludzi. Jeden z ważnych elementów badań dotyczy
gestów wykonywanych r ↪ekami. Rozumienie przez maszyn ↪e wydawanych tak poleceń
może stanowić atrakcyjne uzupeÃlnienie obecnych sposobów komunikacji czÃlowieka z
komputerem (robotem). Systemy interpretacji gestów wykonywanych r ↪ekami maj ↪a
szereg istotnych, potencjalnych zastosowań, jak np.:

• uÃlatwienie pracy oraz kontaktu z otoczeniem osobom niepeÃlnosprawnym i w
podeszÃlym wieku,

• zdalne sterowanie maszynami w środowisku uniemożliwiaj ↪acym komunikacj ↪e
dźwi ↪ekow ↪a,

• poprawa warunków pracy z komputerem,

• dziaÃlanie czÃlowieka w środowisku wirtualnej rzeczywistości.

Niniejsza praca nawi ↪azuje do pierwszego z wymienionych zagadnień i zmierza do
opracowania metod i narz ↪edzi informatycznych, które mogÃlyby pomóc osobom gÃlu-
choniemym w Polsce. Niemożność porozumiewania si ↪e za pomoc ↪a gÃlosu stanowi duż ↪a
barier ↪e w kontaktach spoÃlecznych. Należy dodać, że osoby niesÃlysz ↪ace od urodzenia
lub od wczesnego dzieciństwa maj ↪a też spore trudności w wyrażaniu myśli na písmie,
bo nie zetkn ↪eÃly si ↪e z charakterystyczn ↪a dla ojczystego j ↪ezyka skÃladni ↪a i gramatyk ↪a.
Dla nich j ↪ezyk migowy, który jest ich j ↪ezykiem naturalnym, pozostaje podstawowym
narz ↪edziem komunikacji, zarówno mi ↪edzy sob ↪a jak i z osobami sÃlysz ↪acymi. Uzasad-
nione staj ↪a si ↪e wi ↪ec badania zmierzaj ↪ace do zastosowania technik informatycznych
w rozpoznawaniu j ↪ezyków migowych, co w konsekwencji w przyszÃlości umożliwiÃloby
budow ↪e translatorów z j ↪ezyka migowego do mówionego lub pisanego. W pierwszej
kolejności translator taki miaÃlby ograniczony sÃlownik wyrazów oraz ustalony zbiór
predefiniowanych wypowiedzi, typowych w wybranej sytuacji życiowej, np. w firmie,
u lekarza, na poczcie. Tak skonstruowany system, mógÃlby sÃlużyć także jako inter-
fejs użytkownika do komputerów PC lub elektronicznych serwerów informacji, które
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staj ↪a si ↪e obecnie staÃlym elementem dworców, terminali lotniczych i innych miejsc
użyteczności publicznej. ByÃlby to krok w kierunku, zalecanego przez Deklaracj ↪e
na temat Praw Osób NiepeÃlnosprawnych ONZ [83] oraz ratyfikowan ↪a przez kraje
czÃlonkowskie UE Europejsk ↪a Kart ↪e SpoÃleczn ↪a [84], wyrównywania szans w dost ↪epie
osób upośledzonych do informacji i najnowszych technologii.

Innym zastosowaniem mogÃlaby być redukcja pasma komunikacyjnego przy prze-
kazywaniu sygnaÃlu w j ↪ezyku migowym. Po stronie nadawcy przekaz migowy byÃlby
przeksztaÃlcany do formalnego opisu gestów, który to opis przesyÃlany byÃlby do odbior-
cy i odtwarzany z wykorzystaniem grafiki komputerowej.

Doświadczenia z rozpoznawaniem j ↪ezyków migowych mog ↪a być również pomocne
w pracach nad wykorzystaniem gestów wykonywanych r ↪ekami w zagadnieniach in-
terakcji czÃlowieka z obiektami rzeczywistości wirtualnej i komunikacji z robotem.

1.2 Przegl ↪ad literatury

Komputerowe metody rozpoznawania gestów s ↪a intensywnie rozwijane na świecie.
Prace w tym zakresie pojawiaj ↪a si ↪e na konferencjach z zakresu wizji i robotyki oraz
specjalnych konferencjach ”Face and Gesture Recognition”.

W zależności od sposobu pozyskiwania danych do rozpoznawania prace te mo-
żemy podzielić na takie, w których wykorzystuje si ↪e czujniki przymocowane do spe-
cjalnie skonstruowanych r ↪ekawic [17, 25, 33, 44, 50, 57, 62, 74, 75, 77, 78] oraz na
rozwi ↪azania z wykorzystaniem kamer [2, 3, 10, 26, 27, 30, 41, 49, 61, 68, 69, 80]. Za-
let ↪a zastosowania specjalnych czujników jest precyzja wynikaj ↪aca z bezpośredniego
pomiaru, wad ↪a natomiast ograniczenie swobody użytkownika, który musi ubierać
specjalne r ↪ekawice, najcz ↪eściej poÃl ↪aczone z kr ↪epuj ↪acym jego ruchy okablowaniem. W
nowoczesnych rozwi ↪azaniach powinno si ↪e d ↪ażyć do tego, aby komunikacja czÃlowieka
z komputerem odbywaÃla si ↪e w sposób przypominaj ↪acy porozumiewanie si ↪e z drug ↪a
osob ↪a.

W literaturze dost ↪epne s ↪a publikacje dotycz ↪ace rozpoznawania j ↪ezyków migo-
wych: amerykańskiego (ASL) [10, 25, 61, 75, 80], japońskiego (JSL) [30, 41, 49,
50, 57, 68, 69], niemieckiego (GSL) [3], chińskiego (CSL) [17, 77, 78], tajwańskiego
(TSL) [27, 44, 62], holenderskiego (NSL) [2] i australijskiego (Auslan) [26, 33, 74].
Każdy j ↪ezyk ma swoj ↪a wÃlasn ↪a specyfik ↪e. Świadczy o tych chociażby fakt, że j ↪ezyki
migowe: amerykański i angielski s ↪a zupeÃlnie inne, pomimo iż j ↪ezyk mówiony jest
praktycznie ten sam. Jak wynika z wiedzy autora, nie istniej ↪a dotychczas opraco-
wania dotycz ↪ace rozpoznawania j ↪ezyka używanego w Polsce. Pokrewne zagadnie-
nie rozpoznawania Polskiego Alfabetu Palcowego przedstawiono w pracy [47]. W
pracach [63, 64] rozważano natomiast problem odwrotny polegaj ↪acy na graficznej
syntezie sekwencji w Polskim J ↪ezyku Miganym na podstawie zapisanej w formie
tekstowej wypowiedzi w j ↪ezyku ojczystym.

Do rozpoznawania j ↪ezyków migowych wybierane byÃly podzbiory gestów. Ich li-
czebność zestawiono w tab. 1.1. Najliczniejszy skÃladaj ↪acy si ↪e z 5119 wyrazów CSL
badano w pracy [77]. W pracy [78] rozpoznawano 274 wyrazów CSL, w [2] 262
wyrazów NSL, w [44] - 250 wyrazów TSL, [17] - 208 zdań CSl, [25] - 176 wyrazów
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Tab. 1.1. Charakterystyka ukÃladów rozpoznawania j ↪ezyków migowych

praca j ↪ezyk sÃl./zd. wielkość dÃlonie źródÃlo metoda skuteczność
sÃlownika danych klasyfikacji [%]

Hernandez, 2004 [25] ASL sÃl. 176 1 rc inna7 94
Yang, 2002 [80] ASL sÃl. 40 2 k NN1 96.2
Vogler, 2001 [75] ASL zd. 22 2 rc HMM 95.5
Cui, 2000 [10] ASL sÃl. 28 1 k inna9 93.2

Starner, 1998 [61] ASL zd. 40 2 k HMM 98
Holden, 2000 [26] Auslan sÃl. 22 1 k + rk inna4 95

Vamplew, 1998 [74] Auslan sÃl. 52 1 rc NN5 94.2
Kadous, 1996 [33] Auslan sÃl. 95 1 rc inna7 80
Wang, 2002 [77] CSL sÃl. 5119 2 rc HMM 92.8
Fang, 2001 [17] CSL zd. 208 2 rc HMM 92.1
Bauer, 2002 [3] GSL sÃl. 100 2 k + rk HMM 92.5

Tanibata, 2002 [69] JSL sÃl. 65 2 k HMM 100
Imagawa, 2000 [30] JSL sÃl. 33 2 k inna8 94
Sagawa, 2000 [57] JSL zd. 17 2 rc inna10 86.6

Kobayashi, 1997 [41] JSL sÃl. 6 1 k HMM 98.8
Matsuo, 1997 [49] JSL sÃl. 38 2 k + rk inna4 79

Murakami, 1991 [50] JSL sÃl. 10 1 rc NN3 96
Tamura, 1988 [68] JSL sÃl. 10 1 k inna4 45
Assan, 1997 [2] NSL sÃl. 262 2 k + rk HMM 91.3
Su, 2000 [62] TSL sÃl. 90 2 rc NN6 94.1

Huang, 1998 [27] TSL sÃl. 15 1 k NN2 96
Liang, 1998 [44] TSL sÃl. 250 1 rc HMM 84.7

sÃl. - pojedyncze sÃlowa / zd. - zdania
rc - r ↪ekawice z czujnikami / rk - r ↪ekawice kolorowe / k - kamera
1z opóźnieniem, 2Hopfielda, 3rekurencyjna, 4zbiór reguÃl, 5perceptron wielowarstwowy,
6ukÃlad sieci generuj ↪acy reguÃly rozmyte, 7warunkowe dopasowanie wzorca, 8PCA+klasteryzacja,
9PCA, MDA + drzewa decyzyjne, 10dopasowanie do wzorca

ASL, natomiast w [3] 100 wyrazów GSL. W pozostaÃlych znanych autorowi opra-
cowaniach liczebność rozpatrywanego sÃlownika byÃla mniejsza od 100. Charaktery-
styczne jest, że w zadaniach z obszerniejszymi sÃlownikami wykorzystywano r ↪ekawice
z czujnikami [77, 78] lub kolorowe [2]. Wad ↪a wi ↪ekszości z dost ↪epnych w literaturze
opracowań jest to, że wybór sÃlownika podyktowany byÃl raczej prostot ↪a aniżeli przy-
datności ↪a i cz ↪estości ↪a wyst ↪epowania wybranych wyrazów i sekwencji w typowych
sytuacjach życiowych. Nagranie odpowiednio licznej bazy danych jest zadaniem
kluczowym i wymagaj ↪acym sporego nakÃladu pracy. W dotychczasowych pracach
bardzo rzadko wykorzystywano gesty wykonywane przez profesjonalistów, którzy
posÃluguj ↪a si ↪e j ↪ezykiem migowym na codzień i wykonuj ↪a gesty w sposób sponta-
niczny. Cz ↪esto, a szczególnie w odniesieniu do liczniejszych sÃlowników, opierano si ↪e
na gestach przygotowanych przez jednego wykonawc ↪e.

Znak migowy pokazany w sekwencji może odbiegać znacznie od wykonania poje-
dynczego, zwÃlaszcza w przypadku, gdy przekaz migowy ma charakter spontaniczny.
Dlatego fakt, że dany wyraz jest bardzo dobrze rozpoznawany podczas wykonywa-
nia pojedynczo nie oznacza, że b ↪edzie on tak samo dobrze rozpoznawany w caÃlym
zdaniu. W przypadku rozpoznawania caÃlych zdań pojawia si ↪e dodatkowy problem
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segmentacji ci ↪agÃlej sekwencji gestów. Pojedyncze wyrazy rozpoznawane byÃly w pra-
cach [2, 3, 10, 25, 26, 27, 30, 33, 41, 44, 49, 50, 62, 68, 69, 74, 77, 78, 80], caÃle
sekwencje natomiast w [2, 17, 44, 57, 61, 75, 77].

W pracach [10, 25, 26, 27, 33, 41, 44, 50, 68, 74] rozważano jedynie gesty wykony-
wane jedn ↪a r ↪ek ↪a, natomiast w pracach [2, 3, 17, 30, 49, 57, 61, 62, 69, 75, 77, 78, 80]
uwzgl ↪edniano także gesty dwur ↪eczne.

Przy wyznaczaniu wektorów cech z wykorzystaniem ukÃladów wizyjnych przyj-
mowano szereg zaÃlożeń wst ↪epnych. Najcz ↪eściej zakÃladano, że osoba wykonuj ↪aca gest
ma ubranie z dÃlugim r ↪ekawem [2, 3, 27, 30, 61, 68, 69, 80]. Cz ↪esto osoba wykonuj ↪aca
gest miaÃla kolorowe r ↪ekawice uÃlatwiaj ↪ace identyfikacj ↪e dÃloni i poszczególnych palców
w obrazie [2, 3, 26, 49]. ZakÃladano, że tÃlo musi być jednorodne [2, 3, 26, 27, 49, 68, 80]
albo zÃlożone lecz stacjonarne [10, 30, 61, 69]. Przyjmowano także, że gÃlowa osoby
wykonuj ↪acej gest pozostaje nieruchoma, albo jej ruchy s ↪a znikome w porównaniu z
ruchami dÃloni [10, 27, 30, 61, 68, 69]. W pracy [10] dÃlonie musz ↪a być w ci ↪agÃlym
ruchu, natomiast w pracach [61, 69] musz ↪a one przyjmować pewn ↪a ustalon ↪a pozycj ↪e
pocz ↪atkow ↪a przed rozpocz ↪eciem nagrywania. W metodach [10, 27, 68] przyj ↪eto, że
kamera obserwuje tylko jedn ↪a dÃloń.

KsztaÃlty przyjmowane przez dÃlonie i ich ruchy maj ↪a charakter przestrzenny. W
wi ↪ekszości dost ↪epnych w literaturze rozwi ↪azań do wyznaczania wektorów cech sto-
sowano jednak ukÃlady wizyjne z jedn ↪a kamer ↪a. UkÃlad stereowizyjny wykorzystano
w pracach [26, 49].

Klasyfikacj ↪e przeprowadzano najcz ↪eściej za pomoc ↪a różnych wariantów sztu-
cznych sieci neuronowych [27, 50, 62, 74, 80] i ukrytych modeli Markowa [2, 3, 17, 41,
44, 61, 69, 75, 77]. Sieci neuronowe wykorzystywano przede wszystkim do rozpozna-
wania ksztaÃltu dÃloni w gestach statycznych. Ponieważ wi ↪ekszość znaków migowych
to gesty dynamiczne, ich rozpoznawanie wi ↪aże si ↪e z klasyfikacj ↪a szeregów czasowych.
Tu zastosowanie sieci neuronowych jest trudniejsze. Spotyka si ↪e podej́scia polegaj ↪ace
na uwzgl ↪ednieniu na wej́sciu sieci danych reprezentatywnych tylko dla trzech etapów,
tj. pocz ↪atkowej, środkowej i końcowej fazy gestu [76]. Inne rozwi ↪azania polegaj ↪a na
zastosowaniu sieci rekurencyjnej [50] lub sieci z opóźnieniem [80]. Jak widać z tab.
1.1, sieci neuronowe sÃlużyÃly raczej do rozpoznawania sÃlów. W przypadku zdań ko-
nieczne jest uprzednie wyodr ↪ebnienie poszczególnych sÃlów. Propozycj ↪e segmentacji
szeregu czasowego opart ↪a na detekcji zmiany kierunku ruchu dÃloni przedstawiono w
pracy [57].
Przeważaj ↪aca liczba prac wykorzystuje ukryte modele Markowa. Jest to mi ↪edzy in-
nymi konsekwencj ↪a doświadczeń wynikaj ↪acych z szerokiego stosowania tego narz ↪edzia
w systemach rozpoznawania mowy, które potwierdzaj ↪a, że ukryte modele Markowa
dobrze sprawdzaj ↪a si ↪e w zadaniach modelowania i rozpoznawania szeregów czaso-
wych, wykazuj ↪ac wÃlaściwości automatycznego dokonywania nieliniowej transformacji
czasowej i segmentacji. Skuteczności rozpoznawania uzyskane w ukÃladach rozpozna-
wania j ↪ezyków migowych zestawiono w tab. 1.1.

Na podstawie przegl ↪adu literatury można sformuÃlować nast ↪epuj ↪ace wnioski.

• Poza niektórymi intuicyjnymi znakami o uniwersalnym zastosowaniu j ↪ezyki
migowe używane w różnych krajach s ↪a znacz ↪aco odmienne.
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• W literaturze nie podaje si ↪e na ogóÃl wyczerpuj ↪acych informacji dotycz ↪acych
szczegóÃlów rozwi ↪azań. Trudno też a priori ocenić uniwersalność rozwi ↪azań
publikowanych w odniesieniu do konkretnych j ↪ezyków.

• Zachodzi potrzeba badań nad rozpoznawaniem j ↪ezyka migowego używanego
w Polsce, a w pierwszej kolejności zaproponowania metody pozwalaj ↪acej na
rozpoznawanie izolowanych sÃlów i prostych zdań wykorzystywanych w typo-
wej sytuacji życiowej i opracowania jej najistotniejszych elementów, popartego
praktyczn ↪a weryfikacj ↪a w rzeczywistym systemie, najlepiej umożliwiaj ↪acym
bezpośredni ↪a interakcj ↪e użytkownika z komputerem. Spośród istotnych za-
gadnień należy wskazać nast ↪epuj ↪ace:

– wybór i sposób wyznaczania wektora cech,

– syntez ↪e klasyfikatora rozpoznaj ↪acego pojedyncze wyrazy,

– syntez ↪e klasyfikatora zdań, z uwzgl ↪ednieniem problemów przej́sć mi ↪edzy
s ↪asiednimi wyrazami i możliwości rozpoznawania nowych, nieznanych
zdań wykorzystuj ↪acych znane wyrazy,

– przygotowanie reprezentatywnej bazy danych uwzgl ↪edniaj ↪acej z jednej
strony praktyczn ↪a przydatność rozważanego sÃlownika, z drugiej zaś możliwie
szerok ↪a gam ↪e elementów rzutuj ↪acych na trudność rozpoznawania, wÃl ↪acznie
z wykonywaniem gestów przez osoby biegle posÃluguj ↪ace si ↪e j ↪ezykiem mi-
gowym,

– przygotowanie narz ↪edzi programowych i uruchomienie stanowiska badaw-
czego pozwalaj ↪acego na weryfikacj ↪e zaproponowanych rozwi ↪azań oraz sta-
nowi ↪acego baz ↪e do kontynuacji badań,

– zasygnalizowanie kierunków tych badań.

1.3 Cel i zakres pracy

Celem pracy jest opracowanie i weryfikacja metody przybliżaj ↪acej zbudowanie sys-
temu wizyjnego do rozpoznawania sÃlów i zdań Polskiego J ↪ezyka Miganego (PJM),
stanowi ↪acego w Polsce podstawow ↪a form ↪e komunikacji osób z uszkodzeniem narz ↪adu
sÃluchu ze środowiskiem sÃlysz ↪acych. J ↪ezyk ten powstaÃl w wyniku ujednolicenia
znaków migowych stosowanych w rożnych regionach kraju i dodania zasad gramatyki
j ↪ezyka polskiego [24, 65, 66]. W pracy poÃlożono nacisk na wybór i wyznaczanie wek-
torów cech, konstrukcj ↪e klasyfikatorów opartych na teorii ukrytych modeli Markowa
oraz eksperymentaln ↪a ocen ↪e ich przydatności. ŹródÃlo informacji stanowiÃly obrazy
ze stereowizyjnego ukÃladu kamer kolorowych. Przyj ↪eto, że nie b ↪ed ↪a wykorzystywane
żadne środki pomocnicze (np. r ↪ekawice z różnokolorowymi palcami). ZaÃlożono, że
osoba wykonuj ↪aca gest stoi przodem do kamery w staÃlej odlegÃlości od niej, a w tle
nie pojawiaj ↪a si ↪e inne osoby. Skoncentrowano si ↪e na rozpoznawaniu zamkni ↪etego
sÃlownika wyrazów i zdań wyst ↪epuj ↪acych w wybranej sytuacji życiowej: u lekarza i
na poczcie. W niniejszej pracy przyj ↪eto, że gest utożsamiany jest z przedstawieniem
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wyrazu, a sekwencja gestów z przedstawieniem zdania. Ograniczono si ↪e do manu-
alnych środków wyrazu, pomijaj ↪ac informacje przekazywan ↪a ruchami ust, gÃlowy,
torsu czy ukÃladem ciaÃla. ZaÃlożono także, że rozpatrywane wypowiedzi nie b ↪ed ↪a,
wymagaÃly użycia znaków Polskiego Alfabetu Palcowego. Integralnym elementem
pracy byÃlo przygotowanie narz ↪edzi programowych i bazy danych.

SÃlowa PJM s ↪a gestami dynamicznymi prawie zawsze wykonywanymi dwiema re-
kami. Wyst ↪epuje wtedy ruch jednej dÃloni (tzw. dominuj ↪acej), podczas gdy druga po-
zostaje nieruchoma, albo też obie r ↪ece poruszaj ↪a si ↪e. Podczas wykonywania gestów
dÃlonie mog ↪a si ↪e wzajemnie dotykać i przysÃlaniać oraz pojawiać na tle twarzy. Ruch
może być jednokrotny albo powtarzany.

Tez ↪e pracy można sformuÃlować nast ↪epuj ↪aco: Z użyciem ukrytych modeli
Markowa możliwe jest rozpoznawanie pojedynczych sÃlów i zdań Polskiego
J ↪ezyka Miganego na podstawie sekwencji wizyjnych. Jeżeli speÃlnione
s ↪a ograniczenia odnośnie do ubioru i otoczenia osoby przedstawiaj ↪acej,
gesty ze zbioru wykorzystywanego w typowej sytuacji życiowej mog ↪a
być rozpoznawane z wysok ↪a skuteczności ↪a w ukÃladzie pozwalaj ↪acym na
bezpośredni ↪a interakcj ↪e z komputerem.

ZaÃlożony cel pracy i uzasadnienie tezy wyznaczaj ↪a nast ↪epuj ↪ace zadania badaw-
cze:

• zaproponowanie schematu przetwarzania obrazów pozyskiwanych w stereowi-
zyjnym ukÃladzie kamer kolorowych w celu wyznaczenia wektorów cech,

• opracowanie i eksperymentalna weryfikacja metody identyfikacji dÃloni i twarzy
w obrazach kolorowych pod k ↪atem jakości obrazów binarnych otrzymywanych
w zmiennych warunkach oświetlenia oraz czasu przetwarzania umożliwiaj ↪acego
zastosowanie metody w trybie on-line,

• wybór metody wyznaczania mapy gÃl ↪ebi na podstawie obrazów stereo z uwzgl ↪e-
dnieniem jakości otrzymywanych map oraz czasu przetwarzania pozwalaj ↪acego
na zastosowanie w trybie on-line,

• opracowanie algorytmu identyfikacji dÃloni prawej, lewej i twarzy w otrzyma-
nych obrazach binarnych,

• analiza wyników badań lingwistycznych dotycz ↪acych cech dystynktywnych
znaków migowych, zaproponowanie wektora cech wykorzystywanego przez kla-
syfikator,

• opracowanie i eksperymentalna weryfikacja metody rozpoznawania wybranych
wyrazów PJM z wykorzystaniem ukrytych modeli Markowa,

• opracowanie i weryfikacja metody rozpoznawania zdań PJM z wykorzystaniem
ukrytych modeli Markowa.

Cz ↪eść badawcza pracy dotyczy przetwarzania i rozpoznawania obrazów cyfrowych i
sekwencji wizyjnych, ze szczególnym uwzgl ↪ednieniem zastosowania ukrytych modeli
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Markowa w zadaniach interakcji czÃlowiek-maszyna ukierunkowanych na interpre-
tacj ↪e przez komputer gestów wykonywanych r ↪ekami. Oczekiwanym praktycznym
rezultatem jest zaś zbiór narz ↪edzi programowych o ogólniejszym przeznaczeniu oraz
powstaÃla z ich wykorzystaniem aplikacja umożliwiaj ↪aca rozpoznawanie wybranych
wyrazów i zdań PJM w trybie on-line, a także obszerna baza sekwencji wizyjnych,
która może być przydatna także innym badaczom.

1.4 Przegl ↪ad pracy

Podstaw ↪e pracy stanowi ↪a cztery dalsze rozdziaÃly. RozdziaÃl 2 zawiera zwi ↪ezÃle omówie-
nie kluczowych zagadnień dotycz ↪acych Polskiego J ↪ezyka Miganego. Przedstawiono
charakterystyk ↪e PJM zwracaj ↪ac szczególn ↪a uwag ↪e na zagadnienia ważne ze wzgl ↪edu
na rozpoznawanie w ukÃladzie wizyjnym. Wi ↪ekszość znaków PJM to gesty dyna-
miczne, w których integralnym elementem jest ruch. Wykonywane s ↪a na ogóÃl w
obr ↪ebie klatki piersiowej, twarzy i pasa. W przedstawieniu znaku bierze udziaÃl
jedna r ↪eka (niekiedy na podstawie utworzonej z drugiej r ↪eki, która nie ma czyn-
nego udziaÃlu w ruchu), albo obie r ↪ece, poruszaj ↪ace si ↪e symetrycznie lub asyme-
trycznie. Bardziej precyzyjne zdefiniowanie sposobu wykonywania poszczególnych
gestów uÃlatwia tzw. zapis gestograficzny, który w odniesieniu do PJM jest wy-
nikiem stosunkowo nowych badań. Omówienie tego zapisu pozwoliÃlo przedstawić
przyj ↪ete do eksperymentów gesty. Poszczególne wyrazy i zdania zostaÃly starannie
wybrane po konsultacji z osobami zajmuj ↪acymi si ↪e tÃlumaczeniem PJM w Polskim
Zwi ↪azku GÃluchych w Rzeszowie. Wybór uwzgl ↪edniaÃl, oprócz przydatności w typo-
wych sytuacjach życiowych (u lekarza i na poczcie) także reprezentatywność pod
wzgl ↪edem sposobu wykonywania i zÃlożoności rzutuj ↪acej na trudność rozpoznawania
w ukÃladzie wizyjnym. Wzi ↪eto wi ↪ec pod uwag ↪e przypadki, gdy dochodzi do wza-
jemnego przysÃlaniania si ↪e dÃloni lub pojawienia si ↪e dÃloni na tle twarzy, gdy zachodzi
podobieństwo niektórych gestów do innych, b ↪adź utrata cz ↪eści informacji w wyniku
projekcji z przestrzeni trójwymiarowej do pÃlaszczyzny obrazu.

W rozdziale 3 przedstawiono schemat przetwarzania obrazów pozyskiwanych w
ukÃladzie stereowizyjnym w celu wyznaczenia wektorów cech. Dokonano wyboru me-
tody identyfikacji dÃloni i twarzy w obrazie kolorowym, przyjmuj ↪ac jako kryterium
jakość otrzymanych obrazów binarnych i czas przetwarzania. Opisano eksperymenty
z wykorzystaniem kilku metod identyfikacji i wybranych przestrzeni barw. Przed-
stawiono także zaproponowany przez autora algorytm pozwalaj ↪acy na identyfikacj ↪e
dÃloni prawej, lewej i twarzy w otrzymywanych obrazach binarnych oraz dokonano
wyboru metody generowania mapy dysparycji. Wybór poprzedzono eksperymen-
tami z różnymi metodami, bior ↪ac pod uwag ↪e jakość otrzymywanych map dysparycji
oraz czas przetwarzania. Starano si ↪e tak dobrać poszczególne metody, aby możliwe
byÃlo przetwarzanie sekwencji wizyjnych w trybie on-line z cz ↪estotliwości ↪a 25 kla-
tek/s. W końcowej cz ↪eści rozdziaÃlu zaproponowano warianty wektorów cech, na
których oparto później budow ↪e klasyfikatorów. Wyboru cech dokonano wzoruj ↪ac
si ↪e na wynikach badań lingwistycznych nad tzw. cechami dystynktywnymi znaków
migowych.
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RozdziaÃl 4 opisuje ukryte modele Markowa (HMM), które zastosowano w ni-
niejszej pracy do rozpoznawania wyrazów i zdań PJM. Przedstawiono tutaj ma-
tematyczny opis ukrytych modeli Markowa, omówiono w jaki sposób mog ↪a być
używane do rozpoznawania wyrazów i zdań oraz opisano równolegÃly ukryty model
Markowa, którego zastosowanie okazuje si ↪e uzasadnione w przypadku rozpoznawa-
nia przekazu migowego, maj ↪acego charakter równolegÃly. Najmniejsze, niepodzielne
jednostki różnicuj ↪ace, b ↪ed ↪ace odpowiednikami fonemów z j ↪ezyka mówionego, mog ↪a
w tym przypadku zmieniać si ↪e równolegle. Duża cz ↪eść gestów migowych wyko-
nywana jest dwiema r ↪ekami, podczas ruchu dÃloni jednocześnie może zmieniać si ↪e
jej ksztaÃlt i orientacja. Zwrócono uwag ↪e na algorytm Viterbiego w wersji z prze-
kazywaniem znaczników, który znacznie uÃlatwia rozpoznawanie z wykorzystaniem
sieci równolegÃlych modeli Markowa. Przedstawiono metod ↪e uczenia z wbudowanym
wyodr ↪ebnianiem elementów skÃladowych w ci ↪agu ucz ↪acym, np. wyrazów w zdaniu
(embedded training), która jest szczególnie użyteczna w przypadku rozpoznawania
sekwencji gestów, ponieważ nie wymaga precyzyjnej segmentacji zdań wykorzysta-
nych w uczeniu, a jedynie informacji o kolejności wyst ↪epuj ↪acych w nich wyrazów.

RozdziaÃl 5 dotyczy rozpoznawania pojedynczych sÃlów PJM. Opisano tutaj wy-
niki rozpoznawania podzbioru 101 wyrazów PJM wyst ↪epuj ↪acych w typowych sytu-
acjach: u lekarza i na poczcie. Gesty wykonywane byÃly przez lektork ↪e PJM oraz
przez autora, który wyuczyÃl si ↪e ich na użytek niniejszej pracy. ÃL ↪acznie wykorzy-
stano 6060 wykonań, zarejestrowanych w korzystnych i niekorzystnych warunkach
oświetlenia. Przebadano 32 różne warianty wektora cech, uwzgl ↪edniaj ↪ac przypadki,
gdy uczenie i testowanie odbywaÃlo si ↪e na gestach tej samej osoby, uczenie i testowa-
nie odbywaÃlo si ↪e na gestach różnych osób oraz gdy zbiór ucz ↪acy zostaÃl zbudowany
z wykonań poszczególnych gestów przez obie osoby. W rozdziale przeanalizowano
także kwesti ↪e doboru liczby stanów HMM oraz fuzji klasyfikatorów opartych na
różnych wektorach cech.

W rozdziale 6 opisano wyniki rozpoznawania 35 zdań pokazanych w wariancie
użytkowym PJM, wyst ↪epuj ↪acych w typowych sytuacjach: u lekarza i na poczcie.
Zdania wykonywane byÃly przez lektork ↪e PJM oraz autora pracy. ÃL ↪acznie wykorzy-
stano 1400 wykonań, zarejestrowanych w korzystnych i niekorzystnych warunkach
oświetlenia. Przebadano 15 różnych konfiguracji sieci ukrytych modeli Markowa
uwzgl ↪edniaj ↪ac statystyczny model lingwistyczny bigram oraz modele przej́sć mi ↪edzy
wyrazami skÃladaj ↪acymi si ↪e na rozpatrywan ↪a wypowiedź. Przeprowadzono także eks-
perymenty z wykorzystaniem równolegÃlych ukrytych modeli Markowa oraz ekspe-
ryment uogólniaj ↪acy polegaj ↪acy na odrzuceniu cz ↪eści lub wszystkich sekwencji ze
zbioru ucz ↪acego i uczeniu modeli tylko na wykonaniach pojedynczych wyrazów.

Podsumowanie wyników oraz kierunki dalszych badań przedstawiono w roz-
dziale 7.

UzupeÃlnienie pracy stanowi ↪a dodatki: (A, B, C, D) omawiaj ↪ace oprogramowa-
nie, które skÃlada si ↪e na przygotowany przez autora system gromadzenia danych i
rozpoznawania, (E) przedstawiaj ↪acy rozpoznawane wyrazy i zdania oraz (F) opi-
suj ↪acy zawartość zaÃl ↪aczonej pÃlyty DVD z wybranymi elementami bazy danych oraz
wynikami eksperymentów.



RozdziaÃl 2

Polski J ↪ezyk Migany

Podstawow ↪a form ↪a porozumiewania si ↪e osób niesÃlysz ↪acych pomi ↪edzy sob ↪a jest kla-
syczny j ↪ezyk migowy, zwany też naturalnym, swoistym lub tradycyjnym j ↪ezykiem
migowym. Klasyczny j ↪ezyk migowy wytworzony zostaÃl przez środowisko niesÃlysz ↪a-
cych do zaspokojenia naturalnej potrzeby porozumiewania si ↪e. Jest on wi ↪ec dla tego
środowiska j ↪ezykiem naturalnym, tak jak j ↪ezyk mówiony dla osób sÃlysz ↪acych. Bo-
gaty zasób znaków migowych, obejmuj ↪acy także poj ↪ecia abstrakcyjne sprawia, że nie
ma problemów w porozumiewaniu si ↪e mi ↪edzy sob ↪a osób niesÃlysz ↪acych. Bariera ko-
munikacyjna pojawia si ↪e dopiero wtedy, gdy j ↪ezyki naturalne porozumiewaj ↪acych si ↪e
osób s ↪a różne, a wi ↪ec w sytuacji, gdy np. osoba z uszkodzeniem sÃluchu próbuje poro-
zumieć si ↪e z osob ↪a sÃlysz ↪ac ↪a. Dlatego w poszczególnych krajach opracowano sztuczne,
bimodalne systemy komunikacji nazywane systemami j ↪ezykowo-migowymi [66]. W
systemach tych ta sama treść przekazywana jest równolegle z wykorzystaniem kanaÃlu
gÃlosowego i znaków migowych. Dzi ↪eki dwukanaÃlowej percepcji odbierane elementy
wzajemnie si ↪e uzupeÃlniaj ↪a i wzmacniaj ↪a. Cz ↪eść niefoniczna takiego przekazu nazy-
wana jest j ↪ezykiem miganym. J ↪ezyk migany wykorzystuje znaki migowe z klasycz-
nego j ↪ezyka migowego i zasady gramatyczne z ojczystego j ↪ezyka mówionego.

2.1 Ogólna charakterystyka Polskiego J ↪ezyka

Miganego

Polski J ↪ezyk Migany (PJM) zostaÃl opracowany w latach 1964-65. Dokonano ujed-
nolicenia znaków migowych stosowanych w różnych regionach kraju i dodano za-
sady gramatyki j ↪ezyka polskiego. PJM używany jest w sytuacjach formalnych,
w tÃlumaczeniach programów telewizyjnych, na konferencjach i w nauczaniu dzieci
niesÃlysz ↪acych. W PJM gest odpowiada jednemu wyrazowi. Zdania buduje si ↪e Ãl ↪acz ↪ac
poszczególne gesty w sekwencje. Wyróżnia si ↪e dwa warianty przekazu: system
j ↪ezykowo-migowy peÃlny i system j ↪ezykowo-migowy użytkowy. W systemie peÃlnym
przekazuje si ↪e poszczególne wyrazy wraz z końcówkami fleksyjnymi. Zalet ↪a tego
przekazu jest dokÃladność i precyzja sprzyjaj ↪ace ksztaÃltowaniu prawidÃlowego myślenia
j ↪ezykowego, wad ↪a zaś tempo o okoÃlo 30% wolniejsze od normalnego mówienia.
W wariancie użytkowym używa si ↪e tylko form podstawowych przekazywanych za po-
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moc ↪a znaku ideograficznego bez końcówek fleksyjnych. Dla prawidÃlowego funkcjono-
wania systemu j ↪ezykowo-migowego konieczna jest synchronizacja mowy i przekazu
migowego. Dlatego w porozumiewaniu si ↪e osób niesÃlysz ↪acych znacznie wi ↪eksze za-
stosowanie ma wariant użytkowy, gdyż nie pozwala na opóźnienia toru miganego w
stosunku do mowy. Wariant ten zostaÃl przyj ↪ety w niniejszej pracy.

W PJM nośnikiem informacji jest znak migowy. Wyróżniamy znaki migowe
ideograficzne i daktylograficzne. Znaki ideograficzne odpowiadaj ↪a poszczególnym
sÃlowom lub niekiedy krótkim zwrotom. Na znaki daktylograficzne skÃlada si ↪e: alfa-
bet palcowy, znaki liczebników gÃlównych i porz ↪adkowych, znaki uÃlamków zwykÃlych
i dziesi ↪etnych oraz znaki interpunkcyjne [24]. Znaki ideograficzne stanowi ↪a gÃlówn ↪a
cz ↪eść przekazu migowego, podczas gdy znaki daktylograficzne peÃlni ↪a funkcj ↪e po-
mocnicz ↪a i uzupeÃlniaj ↪ac ↪a. Ponieważ znaki ideograficzne nie odmieniaj ↪a si ↪e przez
przypadki i osoby, struktury gramatyczne wyrażane s ↪a za pomoc ↪a odpowiedniego
szyku wyrazów i luźnych gestów pomocniczych. TÃlumaczenie wypowiedzi z klasycz-
nego j ↪ezyka migowego na ojczysty j ↪ezyk foniczny nie może zatem odbywać si ↪e sÃlowo
po sÃlowie i wymaga uwzgl ↪ednienia odmienności gramatyk obu j ↪ezyków. Nieco ponad
30% znaków Polskiego J ↪ezyka Miganego to znaki ikoniczne czyli takie, w których
ukÃlad dÃloni i palców jest podobny do opisywanego ksztaÃltu albo ruch wykonywany
dÃlońmi jest zbliżony do ruchu charakterystycznego dla opisywanej czynności. OkoÃlo
40% stanowi ↪a znaki ezoteryczne, w których analogie do opisywanego przedmiotu
albo czynności nie s ↪a Ãlatwo dostrzegalne ale istniej ↪a i mog ↪a zostać wytÃlumaczone.
PozostaÃle 30% to znaki arbitralne, dla których nie można dopatrzeć si ↪e żadnych
analogii do rzeczywistości. Gest migowy może zostać scharakteryzowany za po-
moc ↪a tzw. cech dystynktywnych, do których zaliczymy: ksztaÃlt dÃloni, orientacj ↪e
dÃloni i palców, poÃlożenie dÃloni, charakter wykonywanego ruchu i udziaÃl drugiej r ↪eki.
KsztaÃlt, orientacja i poÃlożenie określaj ↪a statyczn ↪a konfiguracj ↪e dÃloni.
KsztaÃlt dÃloni określa poÃlożenie palców wzgl ↪edem siebie. W PJM wyróżnia si ↪e 48
różnych ukÃladów palców dla każdej z r ↪ak (rys. 2.1). 22 ukÃlady dÃloni odpowiadaj ↪a
znakom Polskiego Alfabetu Palcowego (PAP). S ↪a to znaki liter: A, B, C, CZ, E,
F, G, H, I, K, L, M, N, O, P, R, S, T, U, W, Y i Z. Pi ↪eć konfiguracji odpowiada
znakom liczebników gÃlównych: 1, 2, 4, 5 i 100. Siedem ukÃladów dÃloni to znaki
mi ↪edzynarodowego alfabetu palcowego oznaczone w literaturze dodatkow ↪a liter ↪a m.
S ↪a to znaki: Bm, Cm, Em, Om, Tm, Um i Xm. Dziesi ↪eć ksztaÃltów dÃloni powstaje
w wyniku modyfikacji liter polskiego alfabetu palcowego. Zmodyfikowane znaki
oznacza si ↪e: Aw, Bk, Bz, Bkz, Cw, Eo, Ik, Nw, Ps i Yk. PozostaÃle cztery ukÃlady to
zmodyfikowane znaki liczebników gÃlównych, oznaczane w literaturze odpowiednio:
1z, 4z, 5s i 5z. Teoretycznie, dla dwóch dÃloni daje to wi ↪ec 482 = 2304 możliwości.
W praktycznym przekazie migowym wykorzystuje si ↪e okoÃlo 200 różnych ksztaÃltów
dÃloni. Przy rozpoznawaniu gestów migowych ukÃlady dÃloni s ↪a cz ↪esto grupowane w
pewne klasy ksztaÃltów, np.: pi ↪astka, dÃloń pÃlaska, pojedynczy wysuni ↪ety palec, itp.

Do jednoznacznego określenia uÃlożenia dÃloni w stosunku do pionu i poziomu
konieczne jest określenie jej orientacji oraz orientacji poszczególnych palców. W
PJM istniej ↪a 32 różne uÃlożenia dÃloni, co oznacza 322 = 1024 różnych orientacji dla
gestów dwur ↪ecznych. W praktyce wykorzystuje si ↪e okoÃlo 180 możliwości.

PoÃlożenie dÃloni, zwane też miejscem artykulacji, określa si ↪e podaj ↪ac cz ↪eść ciaÃla,
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Rys. 2.1. KsztaÃlty dÃloni wyst ↪epuj ↪ace w Polskim J ↪ezyku Miganym

na tle której wykonywany jest gest. Gest może być wykonywany na tle klatki pier-
siowej, twarzy, brzucha. Informacj ↪e t ↪e uzupeÃlnia si ↪e precyzuj ↪ac, po której stronie
ciaÃla odbywa si ↪e artykulacja (na prawo, na lewo, w środku). Podaje si ↪e także od-
legÃlość dÃloni od ciaÃla. W PJM można wyróżnić 37 pozycji dla każdej z r ↪ak: 17 przed
lub obok twarzy, 18 przed klatk ↪a piersiow ↪a i dwie w dolnej cz ↪eści ciaÃla. Każde z
tych miejsc może być mniej lub bardziej wysuni ↪ete do przodu, co zwi ↪eksza liczb ↪e
możliwości do 74. Ponadto 26 miejsc może być w kontakcie dotykowym z ciaÃlem.
ÃL ↪acznie daje to 100 możliwości i wszystkie one wykorzystywane s ↪a w praktyce. W
PJM ponad 78% znaków migowych wykonywane jest w obr ↪ebie klatki piersiowej,
17% w okolicach twarzy, prawie 3% jednocześnie w obr ↪ebie twarzy i klatki piersio-
wej i niecaÃle 2% w innych miejscach.
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Blisko 98% znaków PJM ma charakter dynamiczny. Wyst ↪epuj ↪acy w nich ruch
opisywany jest za pomoc ↪a przybliżonego ksztaÃltu trajektorii, kierunku, wielkości,
sposobu wykonania, pr ↪edkości. Określa si ↪e także, czy podczas wykonywania ruchu
wyst ↪epuje powtarzanie i kontakt dÃloni z inn ↪a cz ↪eści ↪a ciaÃla. Niekiedy podaje si ↪e
także przegub, w którym ma miejsce ruch. Decyduj ↪acymi parametrami s ↪a ksztaÃlt
i kierunek. KsztaÃlt najcz ↪eściej przybliża si ↪e za pomoc ↪a linii prostej, linii prostej z
zaÃlamaniem pod k ↪atem 45, 90 lub 135 stopni, fali, okr ↪egu, Ãluku lub spirali. Kieru-
nek ruchu definiuje si ↪e co 45 stopni. W znakach dynamicznych PJM wyróżnia si ↪e
okoÃlo 100 możliwych ruchów, które można opisać za pomoc ↪a 21 ruchów prostych i
ich kombinacji. Sposób wykonania ruchu może być zróżnicowany. Ruch może być
dÃluższy lub krótszy od standardowego. Pr ↪edkość wykonania może być wi ↪eksza lub
mniejsza od typowej. Podczas wykonywania ruchu dÃloń może pozostawać w ci ↪agÃlym
kontakcie z drug ↪a dÃloni ↪a b ↪adź z inn ↪a cz ↪eści ↪a ciaÃla. Zetkni ↪ecie może mieć także cha-
rakter chwilowy i wyst ↪epować najcz ↪eściej w pocz ↪atkowej lub końcowej fazie ruchu.
Po zakończeniu ruchu dÃloń może zatrzymywać si ↪e w sposób energiczny lub Ãlagodnie.
Niekiedy zÃlożona sekwencja ruchu może być kilkakrotnie powtarzana.

Gesty mog ↪a być wykonywane jedn ↪a lub dwiema r ↪ekami. W przypadku gestów
dwur ↪ecznych wyróżnia si ↪e dÃloń dominuj ↪ac ↪a i niedominuj ↪ac ↪a. Przy wykonywaniu
gestu może obowi ↪azywać reguÃla dominacji lub symetrii. W przypadku reguÃly domi-
nacji obie dÃlonie maj ↪a różny ksztaÃlt. DÃloń niedominuj ↪aca przyjmuje wtedy jeden z
ksztaÃltów z pewnego nielicznego zbioru i pozostaje nieruchoma, stanowi ↪ac podstaw ↪e
dla poruszaj ↪acej si ↪e dÃloni dominuj ↪acej. W przypadku gestów symetrycznych obie
dÃlonie przyjmuj ↪a ten sam ksztaÃlt i poruszaj ↪a si ↪e w sposób symetryczny. W zależności
od rodzaju symetrii rozróżniamy gesty równolegÃle, lustrzanie symetryczne, punk-
towo symetryczne i naprzemienne.

Zestaw parametrów opisuj ↪acych manualn ↪a cz ↪eść przekazu migowego pokazano
na rys. 2.2.

Po uwzgl ↪ednieniu wszystkich możliwych kombinacji cech dystynktywnych otrzy-
mujemy 2304 ∗ 1024 ∗ 100 ∗ 100 = 23592960000 możliwych konfiguracji znaków mi-
gowych. Dla porównania aparat foniczny czÃlowieka może wytworzyć zaledwie okoÃlo
90 różnych gÃlosek.



ROZDZIAÃL 2. POLSKI J ↪EZYK MIGANY 16

Rys. 2.2. Opis manualnej cz ↪eści przekazu migowego.

2.2 Zapis gestograficzny

J ↪ezyk mówiony można Ãlatwo zapisać za pomoc ↪a alfabetu fonetycznego. Znaki mi-
gowe nie maj ↪a odpowiedników w formie pisemnej a ich opis sÃlowny musi być roz-
budowany i nie zawsze jest jednoznaczny. Do precyzyjnego odwzorowania gestu
migowego konieczne jest zatem wykorzystanie nagrania wideo albo animacji kom-
puterowej. Dlatego opracowywane s ↪a metody opisu, w których znak określa si ↪e
podaj ↪ac zapisane schematycznie wartości wszystkich cech dystynktywnych. Taki
sposób opisu nazywamy zapisem gestograficznym, zaś opis pojedynczego znaku ge-
stogramem.

Polski zapis gestograficzny opracowano w 1988 roku [65] i zmodyfikowano w 1998
roku, w trakcie prac na stworzeniem translatora tekstu pisanego na j ↪ezyk migowy
[63]. W zapisie tym, odpowiadaj ↪acy pojedynczemu znakowi gestogram opisany jest
za pomoc ↪a jednej, dwóch, trzech lub czterech cz ↪eści rozdzielonych znakami ’#’.

W cz ↪eści pierwszej zdefiniowana jest statyczna konfiguracja dÃloni. Dla znaków
dynamicznych jest to konfiguracja na pocz ↪atku gestu. Obejmuje ona ksztaÃlt, orien-
tacj ↪e i poÃlożenie.

Opis ksztaÃltu skÃlada si ↪e z dużej litery L lub P, oznaczaj ↪acej odpowiednio dÃloń
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lew ↪a b ↪adź praw ↪a, po której wyst ↪epuje jedno- lub dwuznakowe oznaczenie jednego
z 48 możliwych ksztaÃltów (patrz rys. 2.1). Przed liter ↪a L lub P może pojawić si ↪e
dodatkowo maÃla litera p, gdy nast ↪epuje zetkni ↪ecie dÃloni z przedramieniem lub r w
przypadku, gdy dÃloń dotyka ramienia.

Orientacj ↪e dÃloni i palców zapisuje si ↪e po znaku ’:’ za pomoc ↪a liczby dwucyfrowej,
w której pierwsza cyfra określa orientacj ↪e zgrubnie, natomiast druga j ↪a precyzuje.
Znaczenie poszczególnych cyfr podano w tab. 2.1. Jeżeli drug ↪a cyfr ↪a zapisu jest 1,

Tab. 2.1. Opis orientacji dÃloni w zapisie gestograficznym
pierwsza cyfra znaczenie pierwszej cyfry

1 dÃloń poziomo, wn ↪etrzem w gór ↪e
2 dÃloń poziomo, wn ↪etrzem w dóÃl
3 dÃloń pionowo, końce palców skierowane w gór ↪e
4 dÃloń pionowo, końce palców skierowane w dóÃl
5 dÃloń pionowo, kantem w dóÃl
6 dÃloń pionowo, kantem w gór ↪e
7 dÃloń ukośnie w gór ↪e, oś dÃloni pod k ↪atem 45◦

8 dÃloń ukośnie w dóÃl, oś dÃloni pod k ↪atem 45◦

druga cyfra znaczenie drugiej cyfry

1 końce palców skierowane do przodu
2 końce palców skierowane skośnie do przodu i w gór ↪e,

wn ↪etrzami dÃloni do siebie
3 końce palców skierowane skośnie do przodu i do wewn ↪atrz

(przedramiona po k ↪atem 90◦)
4 końce palców skierowane do tyÃlu
5 kant dÃloni skierowany do przodu
6 kant dÃloni skierowany do tyÃlu
7 wn ↪etrze dÃloni skierowane do przodu
8 grzbiet dÃloni skierowany do przodu
9 kanty dÃloni skierowane do wewn ↪atrz

(lewej r ↪eki w prawo, a prawej w lewo)
0 kanty dÃloni skierowane na zewn ↪atrz

(prawej r ↪eki w prawo, a lewej w lewo)

5, 7 lub 8, to może być przed ni ↪a umieszczony znak ’/’, który oznacza odchylenie
dÃloni w prawo lub znak ’\’ oznaczaj ↪acy odchylenie dÃloni w lewo.

PoÃlożenie dÃloni w stosunku do ciaÃla opisuje si ↪e za pomoc ↪a jednej lub kliku maÃlych
liter umieszczonych bezpośrednio po opisie orientacji. Znaczenie poszczególnych liter
przedstawiono na rys. 2.3. Pierwsza litera (na rysunku podkreślona) oznacza cz ↪eść
ciaÃla, przed któr ↪a znajduje si ↪e dÃloń. Może to być litera t dla twarzy, s dla szyi lub
k dla klatki piersiowej. Jeżeli dÃloń ustawiona jest przed środkiem danej cz ↪eści ciaÃla,
to jednoliterowy opis pozycji jest wystarczaj ↪acy. W przeciwnym razie dodaje si ↪e
nast ↪epne litery, które precyzuj ↪a przesuni ↪ecie dÃloni. Litera p oznacza przesuni ↪ecie w
prawo, l - w lewo, g - w gór ↪e i d - w dóÃl. Jeżeli dÃloń znajduje si ↪e poza obr ↪ebem
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Rys. 2.3. Opis pozycji dÃloni wzgl ↪edem ciaÃla w zapisie gestograficznym

danej cz ↪eści ciaÃla, to liter ↪e określaj ↪ac ↪a jej przesuni ↪ecie powtarza si ↪e. W niektórych
znakach jako druga litera może wyst ↪apić także w oznaczaj ↪ace wierzch gÃlowy oraz t
oznaczaj ↪ace tyÃl gÃlowy. W przypadku gdy wyst ↪epuje zetkni ↪ecie dÃloni z drug ↪a dÃloni ↪a
lub z inn ↪a cz ↪eści ↪a ciaÃla, do opisu konfiguracji statycznej dodaje si ↪e znak ’+’.

Dla gestów dwur ↪ecznych należy jeszcze określić wzajemne poÃlożenie dÃloni wzgl ↪e-
dem siebie. W tym celu wykorzystuje si ↪e znaki interpunkcyjne (tab. 2.2) umiesz-
czone pomi ↪edzy opisami dÃloni prawej i lewej.

Tab. 2.2. Opis wzajemnego poÃlożenia dÃloni w zapisie gestograficznym
zapis wzajemne poÃlożenie dÃloni
L )( P obie dÃlonie obok siebie w bezpośrednim styku pÃlaszczyznami lub kantami
L }{ P obie dÃlonie obok siebie stykaj ↪a si ↪e punktowo lub na maÃlej powierzchni
L . P obie dÃlonie obok siebie oddalone o ok. 15 cm
L .. P obie dÃlonie obok siebie oddalone o ok. 30 cm
L ... P obie dÃlonie daleko od siebie (40 cm lub wi ↪ecej)
L X P obie dÃlonie krzyżuj ↪a si ↪e w przegubach pod k ↪atem prostym
L x P obie dÃlonie krzyżuj ↪a si ↪e wyprostowanymi palcami pod k ↪atem prostym

L ++ P dÃloń lub palce wsuwaj ↪a si ↪e mi ↪edzy palce drugiej dÃloni z zetkni ↪eciem si ↪e
L +|+ P dÃloń lub palce wsuwaj ↪a si ↪e mi ↪edzy palce drugiej dÃloni bez dotykania si ↪e
L )| P lewa dÃloń przed praw ↪a w bezpośrednim styku pÃlaszczyznami lub kantami
L }| P lewa dÃloń przed praw ↪a w bezpośrednim styku punktowo lub na maÃlej

powierzchni
L | P lewa dÃloń przed praw ↪a w odlegÃlości ok. 15 cm
L || P lewa dÃloń przed praw ↪a w odlegÃlości ok. 30 cm
P )/ L prawa dÃloń na lewej w bezpośrednim styku pÃlaszczyznami lub kantami
P }/ L prawa dÃloń na lewej w bezpośrednim styku punktowo lub na maÃlej

powierzchni
P X)/ L prawa dÃloń na lewej w bezpośrednim styku skrzyżowane w przegubach
P x}/ L prawa dÃloń na lewej w bezpośrednim styku skrzyżowane wyprostowanymi

palcami
P / L prawa dÃloń nad lew ↪a o ok. 15 cm
P // L prawa dÃloń nad lew ↪a o ok. 30 cm

W tabeli 2.2 zapisy gestograficzne ksztaÃltu, orientacji i poÃlożenia obu dÃloni zast ↪apiono
dla uproszczenia literami L i P.

Dla znaków statycznych zapis gestograficzny zÃlożony jest tylko z jednej cz ↪eści.
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Na rys. 2.4 przedstawiono wybrane gesty statyczne PJM wraz z odpowiadaj ↪acymi
im gestogramami.

gÃlowa: PZ:25tppg+ ja: PZ:54k+ leżeć: PU:13k)/LBk:13k w: LBk:58k++PBk:23k

Rys. 2.4. Wybrane gesty statyczne PJM wraz z odpowiadaj ↪acymi im gestogramami

Druga cz ↪eść zapisu gestograficznego opisuje kierunek i sposób wykonania ruchu.
Proste ruchy dÃloni oznacza si ↪e cyframi rzymskimi (tab. 2.3). Ruchy zÃlożone opisuje
si ↪e Ãl ↪acz ↪ac cyfry z tab. 2.3 za pomoc ↪a znaku ’\’, gdy ruch jest wypadkow ↪a ruchów
prostych, ’\\’, w przypadku gdy ruchy proste s ↪a wykonywane niezależnie od siebie
i ’;’, gdy ruchy proste wyst ↪epuj ↪a sekwencyjnie.

Tab. 2.3. Opis prostych ruchów w zapisie gestograficznym
zapis kierunek ruchu

I ruch w gór ↪e
II ruch w dóÃl
III ruch do przodu
IV ruch do tyÃlu
V ruch w prawo
VI ruch w lewo
VII ruch na zewn ↪atrz (rozchodzenie si ↪e r ↪ak)
VIII ruch do wewn ↪atrz (schodzenie si ↪e r ↪ak)
IX ruch po okr ↪egu poziomym
X ruch po okr ↪egu pionowym
XI ruch po Ãluku poziomym
XII ruch po Ãluku pionowym
XIII ruch wahadÃlowy dÃloni w przegubie
XIV ruch wahadÃlowy palców (swobodne poruszanie palcami)
XV ruch obu dÃloni razem w tym samym kierunku
XVI ruch obu dÃloni na przemian (mijanie si ↪e)
XVII ruch tam i z powrotem
XVIII ruch obrotowy wzgl ↪edem osi przedramienia
XIX ruch falisty
XX ruch pocierania palcami (kciuk o pozostaÃle)
XXI nakreślenie krzyża w powietrzu (najpierw linia pionowa)

W przypadku gdy ruch wykonywany jest w sposób nietypowy, umieszcza si ↪e po
jego opisie jeden lub kilka znaków z tab. 2.4.

Dla niektórych bardziej zÃlożonych ruchów nie podaje si ↪e kierunku i sposobu
wykonania ruchu, lecz kolejne konfiguracje statyczne oddzielone znakami ’##’.
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Tab. 2.4. Opis nietypowych ruchów w zapisie gestograficznym
zapis sposób wykonania ruchu

> ruch wi ↪ekszy niż przeci ↪etny
À ruch znacznie wi ↪ekszy niż przeci ↪etny
< ruch mniejszy niż przeci ↪etny
¿ ruch znacznie mniejszy niż przeci ↪etny
≥ ruch szybszy niż przeci ↪etny
≤ ruch wolniejszy niż przeci ↪etny
! ruch z energicznym zatrzymaniem r ↪eki
+ ruch z dotkni ↪eciem drugiej r ↪eki lub innej cz ↪eści ciaÃla
- ruch wzdÃluż innej cz ↪eści ciaÃla (przesuwanie)
= ruch tam i z powrotem
” ruch wykonany dwukrotnie w tym samym miejscu

Trzecia cz ↪eść zapisu gestograficznego zawiera opis końcowej konfiguracji statycz-
nej dÃloni. Cz ↪eść ta wyst ↪epuje tylko wtedy, gdy konfiguracja ta jest inna od konfigu-
racji pocz ↪atkowej.

Jeżeli z wykonywanym gestem zwi ↪azana jest odpowiednia mimika twarzy, do
opisu gestograficznego dodaje si ↪e czwart ↪a cz ↪eść zÃlożon ↪a ze znaku ’@’.

Zapis gestograficzny pozwala na jednoznaczne odwzorowanie okoÃlo 98% znaków
migowych. Tylko w nielicznych przypadkach ruch dÃloni jest zbyt zÃlożony, aby uzy-
skać wierny opis. Oznacza to, że użyte w nim cechy dystynktywne mogÃlyby być
podstaw ↪a do zbudowania wektora cech wykorzystywanego w automatycznym roz-
poznawaniu. Trudność polega jednak na tym, że w ukÃladzie wizyjnym nast ↪epuje
redukcja cz ↪eści informacji i wi ↪azka cech, która dla czÃlowieka jednoznacznie identy-
fikuje dany gest, może tutaj utracić swe wÃlaściwości dystynktywne. Ten sam prze-
strzenny ksztaÃlt dÃloni b ↪edzie w przetworzonym obrazie wygl ↪adać zupeÃlnie inaczej
w zależności od orientacji dÃloni i ustawienia osoby wzgl ↪edem kamery. Dlatego bez
przeprowadzenia dostatecznej liczby eksperymentów trudno wskazać wektor cech
wystarczaj ↪acy do rozpoznawania znaków migowych.

2.3 PrzykÃladowe wyrazy i zdania

Do rozpoznawania wybrano 101 wyrazów i 35 zdań używanych w typowych sytu-
acjach życiowych: u lekarza i na poczcie. Wyboru dokonano przy udziale konsul-
tantki z Polskiego Zwi ↪azku GÃluchych, która jest lektorem PJM i na co dzień uczest-
niczy we wspomnianych sytuacjach peÃlni ↪ac rol ↪e tÃlumacza. Przy wyborze wyrazów
zwracano uwag ↪e nie tylko na ich aspekt praktyczny i cz ↪estość wyst ↪epowania ale także
na to, aby stanowiÃly one reprezentatywny podzbiór znaków migowych. 72 spośród
wybranych znaków wykonywane jest w obr ↪ebie klatki piersiowej, 15 w obr ↪ebie twa-
rzy, 11 w obr ↪ebie twarzy i klatki piersiowej oraz 3 w okolicach szyi. 88 znaków wi ↪aże
si ↪e z ruchem dÃloni, zaś 13 ma charakter statyczny. Obie dÃlonie uczestnicz ↪a w wyko-
nywaniu 62 znaków, pozostaÃle 39 wyrazów to gesty jednor ↪eczne. PrzykÃladowe sÃlowa
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PJM przedstawiono na rys. 2.5. Dla znaków dynamicznych pokazano pocz ↪atkow ↪a i
końcow ↪a faz ↪e gestu.

lekarz gardÃlo gÃlowa

gor ↪aczka piel ↪egniarka

poczta rachunek

Rys. 2.5. Wybrane sÃlowa PJM

Zdania tworzone byÃly wedÃlug zasady obowi ↪azuj ↪acej w wariancie użytkowym sys-
temu j ↪ezykowo-migowego z wykorzystaniem tylko podstawowych form wyrazów bez
końcówek fleksyjnych. Najkrótsze zdanie zÃlożone byÃlo z dwóch a najdÃluższe z 10
wyrazów. PrzykÃladowe zdanie przedstawiono na rys. 2.6. Wykaz wszystkich roz-
poznawanych wyrazów wraz z ich opisami gestograficznymi oraz list ↪e wszystkich
rozważanych zdań wraz z ich transkrypcjami do form użytych w ukÃladzie rozpo-
znaj ↪acym zamieszczono w dodatku E.

2.4 Problemy zwi ↪azane z rozpoznawaniem PJM

w ukÃladzie wizyjnym

Każdy obraz jest dwuwymiarowym odwzorowaniem trójwymiarowej sceny. Brakuje
mu wi ↪ec informacji o gÃl ↪ebi. Na podstawie obrazu 2D nie jest możliwe jednoznaczne
określenie poÃlożenia dÃloni w przestrzeni oraz dokÃladne odwzorowanie trajektorii wy-
konywanej przez dÃloń. Każde przemieszczenie si ↪e lub obrót osoby wykonuj ↪acej gest
prowadzi do odmiennego widoku na obrazie. Ponadto różne ksztaÃlty dÃloni mog ↪a
mieć to samo odwzorowanie 2D.
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pan być

chory

Rys. 2.6. Zdanie ”Pan jest chory.”w wariancie użytkowym PJM

Wi ↪ekszość gestów PJM ma charakter dynamiczny i wykonywana jest dwiema
r ↪ekami, dlatego bardzo cz ↪este s ↪a sytuacje, w których dÃlonie przysÃlaniaj ↪a si ↪e wza-
jemnie, albo pojawiaj ↪a si ↪e na tle twarzy. Utrudnia to zadanie identyfikacji dÃloni i
twarzy w obrazie.

Gesty wykonywane s ↪a w sposób subiektywny z charakterystycznym dla danej
osoby ”akcentem“. Różnice w wykonaniu mog ↪a objawiać si ↪e w wielkości i szybkości
ruchu, sposobie realizacji ksztaÃltu dÃloni, nieznacznych przesuni ↪eciach miejsca arty-
kulacji, itp. Wykonania danego gestu przez t ↪e sam ↪a osob ↪e także mog ↪a si ↪e różnić,
zależnie od nastroju b ↪adź kontekstu.

W przypadku rozpoznawania zdań zachodzi konieczność segmentacji ci ↪agÃlej se-
kwencji gestów w celu wyodr ↪ebnienia poszczególnych wyrazów. Utrudnione jest to
przez zjawisko koartykulacji polegaj ↪ace na tym, że w końcowej fazie danego gestu
dÃloń zaczyna już przygotowywać si ↪e do wykonania gestu nast ↪epnego. Objawia si ↪e to
znieksztaÃlceniami ksztaÃltu i ruchu w pocz ↪atkowych i końcowych fazach gestów wy-
konywanych w sekwencji. Dodatkowy ruch maj ↪acy charakter spontaniczny pojawia
si ↪e także wtedy, gdy miejsca artykulacji kolejnych gestów s ↪a od siebie odlegÃle.

UkÃlad dÃloń-rami ↪e ma wiele stopni swobody, co wpÃlywa na zÃlożoność możliwych
ruchów. DÃloń musi być widziana jako ciaÃlo niesztywne z mniej lub bardziej silnymi
zmianami k ↪atów w stawach palców w zależności od gestu. KsztaÃlt dÃloni może także
zmieniać si ↪e w trakcie wykonywania gestu, gdy wynika to z jego specyfiki.

Spory problem w rozpoznawaniu gestów wykonywanych r ↪ekami wi ↪aże si ↪e z tym,
że badania nad j ↪ezykami migowymi znajduj ↪a si ↪e dopiero w fazie pocz ↪atkowej. Ogól-
nie akceptowany model fonologiczny na razie nie zostaÃl opracowany. Struktura
j ↪ezyka migowego nie jest szeroko zbadana a znaczenie niemanualnych środków wy-
razu nie zostaÃlo dokÃladnie wyjaśnione.

DokÃladna definicja poprawnego wykonania pojedynczych sÃlów nie istnieje. Do-
datkowe utrudnienie stanowi brak j ↪ezyka pisanego dla j ↪ezyka migowego. SÃlowa
nie mog ↪a wi ↪ec być ujednolicone w takim zakresie, jak w odniesieniu do j ↪ezyka
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mówionego.
Brakuje wystarczaj ↪acego i ustandaryzowanego materiaÃlu badawczego. Niezb ↪edne

sekwencje gestów do trenowania i testowania ukÃladów automatycznego rozpoznawa-
nia musz ↪a zostać przygotowane.

Duży wpÃlyw na jakość przetwarzanych obrazów a tym samym także na skutecz-
ność rozpoznawania maj ↪a zmieniaj ↪ace si ↪e warunki oświetlenia.

Rozpoznawanie gestów w ukÃladzie wizyjnym wymaga przetwarzania dużej ilości
danych o charakterze wizyjnym i wykonywania zÃlożonych obliczeniowo algorytmów.

2.5 Podsumowanie

W rozdziale dokonano charakterystyki Polskiego J ↪ezyka Miganego, zwracaj ↪ac szcze-
góln ↪a uwag ↪e na te jego wÃlasności, które s ↪a istotne z punktu widzenia rozpoznawania
w ukÃladzie wizyjnym. Opisano tzw. wi ↪azki cech dystynktywnych, a wi ↪ec grupy cech,
które jednoznacznie identyfikuj ↪a dany gest i mog ↪a być pomocne przy wyborze wek-
torów cech do rozpoznawania. Przedstawiono, oparty na cechach dystynktywnych,
gestograficzny zapis znaków migowych. W końcowej cz ↪eści rozdziaÃlu zasygnalizo-
wano problemy istotne w przypadku rozpoznawania PJM w ukÃladzie wizyjnym.



RozdziaÃl 3

Problemy przetwarzania obrazu

Pierwszym etapem w rozpoznawaniu wyrazów i zdań PJM w ukÃladzie wizyjnym jest
przetwarzanie obrazów w celu wyznaczenia wektorów cech. W rozdziale opisano
wi ↪aż ↪ace si ↪e z tym problemy dotycz ↪ace rozpoznawania koloru skóry, wyznaczania
mapy gÃl ↪ebi i identyfikacji dÃloni i twarzy. Omówiono wyniki przeprowadzonych eks-
perymentów oraz przedstawiono warianty wektorów cech, które uwzgl ↪edniane b ↪ed ↪a
podczas klasyfikacji.

3.1 Rozpoznawanie koloru skóry

Duży wpÃlyw na jakość otrzymywanych obrazów binarnych, a tym samym także na
skuteczność rozpoznawania maj ↪a zmieniaj ↪ace si ↪e warunki oświetlenia. Poci ↪aga to za
sob ↪a konieczność stosowania metod przetwarzania obrazów, które s ↪a mniej zależne
od nat ↪eżenia docieraj ↪acego światÃla. Progowanie obrazów monochromatycznych nie
daje niezawodnych rezultatów. W przypadku niejednorodnego tÃla i zmieniaj ↪acych
si ↪e warunków oświetlenia nie można ustalić a priori, czy dÃlonie i twarz maj ↪a być
jaśniejsze, czy ciemniejsze od innych obiektów. Inne rozwi ↪azanie, polegaj ↪ace na wy-
korzystaniu informacji o gradiencie, wi ↪aże si ↪e z konieczności ↪a rozstrzygania, które
z wyodr ↪ebnionych kraw ↪edzi należ ↪a do dÃloni i twarzy. Nie jest to zadanie Ãlatwe,
ponieważ kraw ↪edzie wygl ↪adaj ↪a zupeÃlnie inaczej, nawet dla tego samego obiektu, ob-
serwowanego pod różnymi k ↪atami. Dlatego w niniejszej pracy zdecydowano si ↪e na
wykorzystanie obrazów kolorowych, w których poszukuje si ↪e obszarów o chromi-
nancji zbliżonej do skóry ludzkiej [32]. Metoda umożliwia poprawn ↪a identyfikacj ↪e
pod warunkiem, że ubranie osoby wykonuj ↪acej gesty i inne obiekty pojawiaj ↪ace si ↪e
w tle maj ↪a barwy odmienne od koloru skóry ludzkiej. SpeÃlnienie tych wymagań
w warunkach praktycznych jest znacznie prostsze aniżeli zapewnienie, aby dÃlonie
i twarz osoby byÃly najjaśniejszymi obiektami w obrazie. Przyj ↪ecie takich zaÃlożeń
wst ↪epnych jest dodatkowo uzasadnione tym, że osoby uczestnicz ↪ace w nagrywaniu
tÃlumaczeń w j ↪ezyku miganym także s ↪a proszone o ubieranie ciemniejszych ubrań z
dÃlugim r ↪ekawem i wyst ↪epuj ↪a najcz ↪eściej na jednorodnym tle. W przypadku, gdy w
tle mog ↪a si ↪e pojawić obiekty o barwach zbliżonych do skóry ludzkiej, np. twarze i
dÃlonie innych osób, można zaproponować metod ↪e b ↪ed ↪ac ↪a poÃl ↪aczeniem przetwarzania
obrazów kolorowych i uzyskanych w ukÃladzie stereowizyjnym map gÃl ↪ebi (podrozdziaÃl

24
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3.3). Mapy gÃl ↪ebi wykorzystywane byÃlyby do wybierania tylko tych obiektów o ko-
lorze skóry ludzkiej, które znajduj ↪a si ↪e najbliżej ukÃladu kamer.

Skóra ludzka ma charakterystyczn ↪a budow ↪e, co wpÃlywa na spektrum odbitego
od niej światÃla. Należy ona do powierzchni dielektrycznych, dla których zjawisko
odbicia światÃla może zostać zamodelowane za pomoc ↪a tzw. dwubarwnego modelu
odbicia (dichromatic reflection model) [58]. Zgodnie z t ↪a teori ↪a światÃlo odbite docie-
raj ↪ace do obserwatora (kamery) jest sum ↪a światÃla odbitego od powierzchni obiektu
(surface reflection) i światÃla, które wnikn ↪eÃlo w gÃl ↪ab materiaÃlu, ulegÃlo tam wielo-
krotnemu rozszczepieniu i w cz ↪eści wydostaÃlo si ↪e z powrotem na zewn ↪atrz obiektu
(body reflection). Ponieważ skóra jest materiaÃlem o dużej zawartości wody, można w
stosunku do niej zastosować zaÃlożenie, że odbicie od powierzchni ma rozkÃlad spek-
tralny w przybliżeniu odpowiadaj ↪acy rozkÃladowi źródÃla oświetlenia. Rzeczywisty
kolor obiektu zależy wtedy od odbicia od wn ↪etrza materiaÃlu. Odbicie powierzch-
niowe zachodzi w cienkiej warstwie naskórka i stanowi zaledwie 5% docieraj ↪acego
do kamery światÃla. PozostaÃle 95% to odbicie od wn ↪etrza materiaÃlu zachodz ↪ace już
w warstwie skóry wÃlaściwej. Jest to dodatkowy argument przemawiaj ↪acy za tym,
aby wykorzystać kolor wÃlaśnie w odniesieniu do skóry, ponieważ zawiera on gÃlównie
informacje o rzeczywistym kolorze obiektu.

Jakość segmentacji dÃloni i twarzy zależy od wykorzystanej przestrzeni barw. Z
analizy dost ↪epnych w literaturze testów wynika, że nie ma przestrzeni barw uni-
wersalnej, daj ↪acej najlepsze rezultaty niezależnie od warunków oświetlenia, zasto-
sowanej metody segmentacji i typu kamery. W pewnym stopniu uniezależnienie si ↪e
od zmian warunków oświetlenia uzyskuje si ↪e w tych przestrzeniach, w których da
si ↪e odseparować chrominancj ↪e od zależnej od poziomu oświetlenia luminancji. Do-
datkow ↪a zalet ↪a takiego podej́scia jest redukcja wymiarowości uzyskiwana w wyniku
liniowej b ↪adź nieliniowej transformacji z trójwymiarowej przestrzeni RGB do dwuwy-
miarowej przestrzeni chrominancji. Wybór przestrzeni barw jest zadaniem ważnym,
ponieważ ksztaÃlt rozkÃladu barwy skóry ludzkiej zależy od przestrzeni chrominancji.
Dlatego w niniejszej pracy przeprowadzono testy dla różnych przestrzeni barw, które
wykorzystywane byÃly w metodach opisywanych w literaturze i maj ↪a pewne wÃlasności
istotne z punktu widzenia segmentacji. Do eksperymentów wybrano przestrzenie:

• znormalizowan ↪a RGB,

• YUV,

• YIQ,

• barw przeciwstawnych OCS,

• barw przeciwstawnych w wersji logarytmicznej OCSL,

• I1I2I3,

• IHS,

• Lab.
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W przestrzeni barw RGB kolor reprezentowany jest za pomoc ↪a trzech skÃladowych:
czerwonej R, zielonej G i niebieskiej B. W ukÃladzie wspóÃlrz ↪ednych prostok ↪atnych,
w którym na poszczególnych osiach odÃlożono wartości skÃladowych R, G i B zbiór
wszystkich możliwych barw tworzy sześcian. Na przek ↪atnej tego sześcianu znajduj ↪a
si ↪e odcienie szarości (rys. 3.1). Kolor punktu skÃlada si ↪e z informacji ilościowej (lu-

R

G

B

czerñ

biel

Rys. 3.1. Przestrzeń bar RGB

minancji) określonej za pomoc ↪a sumy poszczególnych skÃladowych L = R + G + B i
informacji jakościowej (chrominancji) zdefiniowanej za pomoc ↪a stosunku skÃladowych
podstawowych R : G : B. W celu zmniejszenia zależności od nat ↪eżenia oświetlenia
dokonuje si ↪e zalecanej przez Mi ↪edzynarodow ↪a Komisj ↪e Oświetlenia CIE (Commis-
sion International d’Eclairage) normalizacji polegaj ↪acej na podzieleniu każdej skÃla-
dowej przez wartość luminancji: r = R

L
, g = G

L
, b = B

L
[5]. Ponieważ otrzymane w

ten sposób wspóÃlrz ↪edne trójchromatyczne speÃlniaj ↪a równanie r + g + b = 1, do dal-
szego przetwarzania wybrano dwie z nich r i g. Otrzymane w wyniku normalizacji
wartości wspóÃlrz ↪ednych trójchromatycznych r i g mog ↪a być zakÃlócone przez szum
w przypadku, gdy luminancja piksela jest niewielka. Dlatego zaprogramowano też
drugi wariant segmentacji z wykorzystaniem znormalizowanej przestrzeni RGB, w
którym piksele o jasnościach zbliżonych do zera nie zostaÃly uwzgl ↪ednione w procesie
segmentacji.

Testy wykonano także dla dwóch przestrzeni wykorzystywanych w telewizji:
YUV i YIQ. Przestrzeń YUV wykorzystywana jest w standardzie PAL. Kolor repre-
zentowany jest za pomoc ↪a jednego kanaÃlu achromatycznego Y i dwóch kanaÃlów
chromatycznych U , V . Wartości Y , U , V można otrzymać w wyniku liniowego
przeksztaÃlcenia wartości R, G i B [58].




Y
U
V


 =




0.299 0.587 0.114
−0.147 −0.289 0.437

0.615 −0.515 −0.100


 ·




R
G
B


 (3.1)

W celu uniezależnienia si ↪e od zmieniaj ↪acego si ↪e poziomu oświetlenia segmentacj ↪e
przeprowadzono z wykorzystaniem tylko skÃladowych chromatycznych U i V .

Przestrzeń YIQ wykorzystywana jest w standardzie kodowania NTSC. Kolor
punktu reprezentowany jest za pomoc ↪a jednego kanaÃlu achromatycznego Y i dwóch
kanaÃlów chromatycznych I i Q. PrzeksztaÃlcenie z przestrzeni RGB do przestrzeni
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YIQ jest operacj ↪a liniow ↪a.




Y
I
Q


 =




0.299 0.587 0.114
0.596 −0.273 −0.322
0.212 −0.522 0.315


 ·




R
G
B


 (3.2)

Podobnie jak w poprzednim przypadku, do segmentacji wykorzystano skÃladowe chro-
matyczne I i Q. Ponieważ niektórzy autorzy zwracali uwag ↪e na to, że skÃladowa I
przestrzeni YIQ jest wrażliwa na kolor skóry, zaprogramowano też wersj ↪e algorytmu
segmentacji dla przypadku jednowymiarowego z wykorzystaniem jedynie skÃladowej
I [12].

Przestrzeń barw przeciwstawnych zainspirowana zostaÃla badaniami fizjologiczny-
mi ludzkiego systemu wzrokowego. Obserwowane u czÃlowieka zjawiska kontrastu
barwy nast ↪epczej pozwoliÃly na wysuni ↪ecie hipotezy, że kolor czerwony jest kolorem
“przeciwnym” do koloru zielonego i analogicznie kolor niebieski jest “przeciwny” do
koloru żóÃltego [52]. W przestrzeni tej kolor punktu określony jest za pomoc ↪a jednego
kanaÃlu achromatycznego WhBl (czarny-biaÃly) i dwóch kanaÃlów chromatycznych: RG
(czerwony-zielony) i YeB (żóÃlty-niebieski). PrzeksztaÃlcenie z przestrzeni RGB jest
transformacj ↪a liniow ↪a.




WhBl
RG
Y eB


 =




1 1 1
1 −1 0

−1 −1 2


 ·




R
G
B


 (3.3)

Do segmentacji wykorzystano kanaÃly chromatyczne RG i YeB. W systemie wzroko-
wym czÃlowieka sygnaÃl przy wyj́sciu z receptorów na nerw optyczny poddawany jest
przeksztaÃlceniu, którego charakterystyka jest w przybliżeniu logarytmiczna. Dlatego
do testów wykorzystano także logarytmiczn ↪a wersj ↪e przestrzeni barw przeciwstaw-
nych.

WhBllog = log (G) (3.4)

RGlog = log (R)− log (G) (3.5)

Y eBlog = log (B)− log (R) + log (G)

2
(3.6)

W procesie segmentacji także uwzgl ↪edniono tylko skÃladowe chromatyczne RGlog i
Y eBlog.

Przestrzeń I1I2I3 wprowadzona zostaÃla jako wynik badań statystycznych na
dużym zbiorze obrazów. W przestrzeni tej kolor punktu opisany jest za pomoc ↪a
skÃladowej achromatycznej I1 i dwóch skÃladowych chromatycznych I2 i I3. Prze-
ksztaÃlcenie z przestrzeni RGB jest transformacj ↪a liniow ↪a.




I1
I2
I3


 =




1
3

1
3

1
3

1
2

0 −1
2

−1
4

1
2
−1

4


 ·




R
G
B


 (3.7)

Do segmentacji koloru skóry wykorzystano skÃladowe chromatyczne I2 i I3.
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biel

czerñ

H

I

S

Rys. 3.2. Przestrzeń bar IHS

Przestrzeń barw IHS wykorzystywana jest w komputerowych programach do
edycji barw. Kolor punktu reprezentowany jest tutaj za pomoc ↪a intensywności I,
która jest skÃladow ↪a achromatyczn ↪a i dwóch skÃladowych chromatycznych: barwy
H i nasycenia S (rys. 3.2) [72]. Odpowiada to intuicyjnemu postrzeganiu koloru
przez czÃlowieka. Transformacja z przestrzeni RGB do przestrzeni IHS ma charakter
nieliniowy.

I =
1

3
(R + G + B) (3.8)

S = 1− 3

R + G + B
[min (R,G, B)] (3.9)

H = cos−1


 0.5 [(R−G) + (R−B)]√

(R−G)2 + (R−B) (G−B)


 , dlaB > G : H = 2π −H (3.10)

Do segmentacji wykorzystano skÃladowe chromatyczne: barw ↪e i nasycenie.
W 1976 roku CIE wprowadziÃla przestrzeń barw Lab. W przestrzeni tej ko-

lor reprezentowany jest za pomoc ↪a skÃladowej achromatycznej L i dwóch skÃladowych
chromatycznych a∗ i b∗. Cech ↪a charakterystyczn ↪a tej przestrzeni jest to, że różnicom
kolorów postrzeganym przez oko ludzkie jako jednakowe odpowiadaj ↪a takie same od-
legÃlości euklidesowe [14]. Uznaj ↪ac, że wÃlaściwość ta może mieć znaczenie w procesie
segmentacji wykonano testy także dla tej przestrzeni wykorzystuj ↪ac skÃladowe chro-
matyczne a∗ i b∗. PrzeksztaÃlcenie z przestrzeni RGB jest transformacj ↪a nieliniow ↪a.

L = 116 ∗ fy − 16 (3.11)

a∗ = 500 (fx − fy) (3.12)

b∗ = 200 (fy − fz) (3.13)

gdzie:

fx =

{
X

1
3 X > 0.00865

7.787X + 16
116

X ≤ 0.00865
(3.14)

fy =

{
Y

1
3 Y > 0.00865

7.787Y + 16
116

Y ≤ 0.00865
(3.15)
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fz =

{
Z

1
3 Z > 0.00865

7.787Z + 16
116

Z ≤ 0.00865
(3.16)

zaś X, Y i Z s ↪a wspóÃlrz ↪ednymi opisuj ↪acymi barw ↪e w przestrzeni CIE XYZ i mog ↪a
być wyznaczone nast ↪epuj ↪aco:




X
Y
Z


 =




0.490 0.310 0.200
0.177 0.812 0.011
0.000 0.010 0.990


 ·




R
G
B


 (3.17)

W testowanych metodach przyj ↪eto, że na pocz ↪atku użytkownik systemu “przed-
stawia si ↪e” prezentuj ↪ac do kamery wewn ↪etrzn ↪a cz ↪eść dÃloni z wyprostowanymi pal-
cami skierowanymi ku górze (konfiguracja odpowiadaj ↪aca znakowi daktylograficzne-
mu dla litery B, rys. 2.1). Z dÃloni tej wycinany jest r ↪ecznie prostok ↪atny obszar
zawieraj ↪acy tylko piksele należ ↪ace do skóry. Obszar ten wykorzystywany jest do
budowania modelu rozkÃladu chrominancji skóry ludzkiej. W eksperymentach wyko-
rzystano:

• metod ↪e opart ↪a o histogram kolorów z aproksymacj ↪a histogramu za pomoc ↪a
rozkÃladu normalnego (G),

• metod ↪e opart ↪a o histogram kolorów z wygÃladzaniem histogramu filtrem Gaussa
(H),

• metod ↪e najwi ↪ekszej wiarygodności (ML, Maximum Likelihood),

• metod ↪e maksimum prawdopodobieństwa a posteriori (MAP, Maximum A Po-
steriori Probability).

W metodach opartych o histogram kolorów, po transformacji wyci ↪etego fragmentu
obrazu do ż ↪adanej przestrzeni barw, wybierane s ↪a dwie skÃladowe opisuj ↪ace chro-
minancj ↪e i generowana jest dwuwymiarowa tablica histogramu. Tablica ta zawiera
informacj ↪e o rozkÃladzie cechy ”chrominancja” w klasie ”skóra ludzka”. Histogram
może nie być dostatecznie reprezentatywny, ponieważ wyznaczany jest na podsta-
wie niewielkiego fragmentu obrazu. Pewne wartości chrominancji niewyst ↪epuj ↪ace
we wzorcu mog ↪a pojawić si ↪e w innych obrazach zawieraj ↪acych dÃloń i twarz. Dlatego
zaprogramowano dwa warianty metody. Pierwszy z nich polegaÃl na aproksymacji
histogramu za pomoc ↪a rozkÃladu normalnego:

G(ξ) =
1

2π
√
|C|

e−
1
2
(ξ−µ)T C−1(ξ−µ) (3.18)

gdzie: ξ =

[
ξ1

ξ2

]
, µ =

[
µ1

µ2

]
, C =

[
σ11 σ12

σ21 σ22

]
oznaczaj ↪a odpowiednio dwuele-

mentowy wektor chrominancji, wartość oczekiwan ↪a i kowariancj ↪e. Drugi wariant
polegaÃl na wygÃladzeniu histogramu filtrem Gaussa o masce 3× 3.

Po przygotowaniu modelu, wej́sciowy obraz kolorowy transformowany jest do
ż ↪adanej przestrzeni barw i przeksztaÃlcany w obraz prawdopodobieństwa wg reguÃly
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(3.19) dla wariantu z aproksymacj ↪a histogramu i reguÃly (3.20) dla wariantu z wygÃla-
dzaniem filtrem Gaussa.

z (i, j) = G (ξ) (3.19)

z (i, j) = h (ξ) (3.20)

gdzie: i, j - oznaczaj ↪a wspóÃlrz ↪edne piksela, h - dwuwymiarowy wygÃladzony hi-
stogram, z - wynikowy obraz prawdopodobieństwa. Po przeskalowaniu wartości
do zakresu 0 - 255 otrzymuje si ↪e obraz z poziomami szarości, w którym im piksel
jaśniejszy, tym wi ↪eksze prawdopodobieństwo, że należy on do skóry ludzkiej. Obraz
ten poddany zostaÃl filtracji dolnoprzepustowej za pomoc ↪a maski Gaussa o wymia-
rach 3 × 3. Nast ↪epnie wyznaczono jego histogram i ustalono adaptacyjnie wartość
progu binaryzacji z wykorzystaniem metody opartej na aproksymacji histogramu za
pomoc ↪a krzywych Gaussa [9, 45, 53]. PowstaÃly po progowaniu obraz poddano mor-
fologicznej filtracji OC polegaj ↪acej na wykonaniu kolejno otwarcia i zamkni ↪ecia [51].
W ten sposób usuni ↪eto drobne dziury i wygÃladzano brzegi na obrazie dÃloni i twarzy.
Schemat przetwarzania dla metod opartych o histogram kolorów przedstawiono na
rys. 3.3.

a) b) c)

d) e) f)

Rys. 3.3. Segmentacja dÃloni metod ↪a opart ↪a o histogram kolorów: a) fragment obrazu wy-
korzystywany do generowania modelu (przeksztaÃlcony do poziomów szarości), b), c) model
chrominancji skóry, d) obraz wej́sciowy (przeksztaÃlcony do poziomów szarości), e) obraz
prawdopodobieństwa f) obraz e) po binaryzacji i morfologicznej filtracji OC.

W metodach opartych o twierdzenie Bayesa [16, 21, 43] zakÃlada si ↪e, że piksele
obrazu mog ↪a należeć do dwóch klas: klasa skóra - S i klasa tÃlo - T . Jako wyróżnik
klas wykorzystuje si ↪e chrominancj ↪e ξ, jako kryterium klasyfikacji wynik porównania
prawdopodobieństw warunkowych P (S|ξ) i P (T |ξ). Jeżeli

P (S|ξ) > P (T |ξ) (3.21)

to wektor ξ jest klasyfikowany jako należ ↪acy do skóry. Jeżeli zaś

P (S|ξ) < P (T |ξ) (3.22)
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wektor ξ jest klasyfikowany jako należ ↪acy do tÃla. Zgodnie z reguÃl ↪a Bayesa [21] mamy:

P (S|ξ) =
p (ξ|S) P (S)

p (ξ)
, P (T |ξ) =

p (ξ|T ) P (T )

p (ξ)
(3.23)

gdzie p (ξ) jest funkcj ↪a g ↪estości rozkÃladu wektora ξ, a p (ξ|S) i p (ξ|T ), s ↪a funkcjami
g ↪estości rozkÃladu prawdopodobieństw warunkowych. Można wi ↪ec zapisać warunki
równoważne z (3.21) i (3.22):

p (ξ|S) P (S) > p (ξ|T ) P (T ) (3.24)

i
p (ξ|S) P (S) < p (ξ|T ) P (T ) (3.25)

RozkÃlady cechy chrominancja ξ w klasie skóra S: p (ξ|S) i w klasie T : p (ξ|T )
przybliżono za pomoc ↪a znormalizowanych histogramów wygenerowanych dla obrazu
wzorcowego, odpowiednio dla pikseli należ ↪acych do skóry i dla pikseli należ ↪acych
do tÃla. Możliwe s ↪a dwa zaÃlożenia dotycz ↪ace prawdopodobieństw wyst ↪apienia klasy
skóra P (S) i klasy tÃlo P (T ). Przyj ↪ecie, że P (S) = P (T ) prowadzi do metody ML.
Inny sposób polega na wyznaczeniu wartości prawdopodobieństw P (S) i P (T ) na
podstawie analizy liczb pikseli należ ↪acych do skóry i do tÃla w obrazie wzorcowym.
Prowadzi to do metody MAP. W wyniku zastosowania metody ML i MAP otrzymu-
jemy od razu obrazy binarne. Obrazy te podobnie jak w przypadku metod opartych
na histogramie kolorów poddane zostaÃly morfologicznej filtracji OC.

Analogiczne metody zastosowano także do przypadku wykorzystania tylko skÃla-
dowej I przestrzeni barw YIQ. Histogram byÃl wtedy tablic ↪a jednowymiarow ↪a i aprok-
symowano go za pomoc ↪a jednowymiarowej krzywej Gaussa.

Eksperymenty wykonano w pomieszczeniu zamkni ↪etym. Przygotowano baz ↪e da-
nych dla sześciu różnych warunków: 1) dla oświetlenia dziennego w dzień pochmurny
i jednorodnego tÃla, 2) dla oświetlenia dziennego w dzień sÃloneczny i jednorodnego
tÃla, 3) dla oświetlenia sztucznego otrzymanego z neonówek i jednorodnego tÃla, 4)
oświetlenia dziennego w dzień pochmurny i niejednorodnego tÃla, 5) oświetlenia dzien-
nego w dzień sÃloneczny i niejednorodnego tÃla i 6) oświetlenia sztucznego z neonówek
i niejednorodnego tÃla. Przez tÃlo jednorodne rozumie si ↪e tutaj tÃlo o jednolitej barwie.
Wykorzystano w tym celu: biaÃl ↪a ścian ↪e laboratorium, biaÃl ↪a tablic ↪e szkoln ↪a, niebiesk ↪a
tablic ↪e szkoln ↪a i zielona tablic ↪e ogÃloszeniow ↪a. Jako tÃlo niejednorodne wykorzystano
biaÃl ↪a tablic ↪e szkoln ↪a zapisan ↪a za pomoc ↪a różnokolorowych markerów oraz typow ↪a
sceneri ↪e w laboratorium. W eksperymencie uczestniczyÃly dwie osoby o różnej kar-
nacji skóry. PrzykÃladowe obrazy wykorzystane w eksperymentach przedstawiono na
rysunku 3.4.

Przeprowadzono 8 testów (tab. 3.1). Modele rozkÃladu chrominancji genero-
wano oddzielnie dla każdych warunków oświetlenia z wyj ↪atkiem testu 7 i 8, gdzie
obowi ↪azywaÃl jeden model rozkÃladu.

Dwa ważne kryteria dla detektora pikseli skóry to:

• dokÃladność z jak ↪a dany model chrominancji opisuje zÃlożony rzeczywisty rozkÃlad
w danej przestrzeni,
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Rys. 3.4. PrzykÃladowe obrazy wykorzystane w testach różnych przestrzeni barw (prze-
ksztaÃlcone do poziomów szarości).

Tab. 3.1. Wykaz przeprowadzonych testów różnych przestrzeni barw
Nr testu Oświetlenie TÃlo Liczba obrazów testowych

1 Dzienne (pochmurno) Jednorodne 36
2 Dzienne (sÃlonecznie) Jednorodne 36
3 Sztuczne (świetlówki) Jednorodne 36
4 Dzienne (pochmurno) Niejednorodne 18
5 Dzienne (sÃlonecznie) Niejednorodne 18
6 Sztuczne (świetlówki) Niejednorodne 18
7 Wszystkie obrazy z testów 1 - 6 162

model wzorcowy skóry jak dla testu 2
8 Wszystkie obrazy z testów 1 - 6 162

model skóry otrzymany na podstawie
danych wzorcowych z testów 1, 2, 3

• wielkość obszaru nakÃladania si ↪e rozkÃladów barw dla skóry i tÃla.

Wygenerowane obrazy binarne porównywane byÃly z obrazami wzorcowymi otrzy-
manymi w wyniku r ↪ecznej segmentacji obrazów testowych. Obszary bÃl ↪edów zostaÃly
naniesione na obrazy wej́sciowe, dzi ↪eki czemu możliwe byÃlo także wyci ↪agni ↪ecie wnio-
sków na temat selektywności segmentacji i niewrażliwości na cienie i odblaski. W
celu oceny jakości segmentacji wyznaczono nast ↪epuj ↪ace wskaźniki: SE - skin error,
liczba pikseli należ ↪acych do skóry, które zostaÃly mylnie zaliczone do tÃla, NSE - non-
skin error, liczba pikseli należ ↪acych do tÃla, które zostaÃly mylnie zaliczone do skóry,
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E - liczba pikseli sklasyfikowanych niepoprawnie. Wymienione wskaźniki rozpatry-
wano w odniesieniu do Ãl ↪acznej liczby pikseli. Na rys. 3.5, 3.6, 3.7 przedstawiono
wyniki dotycz ↪ace kolejno wzgl ↪ednych wartości wskaźników SE, NSE i E dla testu
8. Omawiaj ↪ac wyniki wykorzystano nast ↪epuj ↪ace oznaczenia (w nawiasach podano
wspóÃlrz ↪edne chromatyczne zastosowane do modelowania koloru skóry):

rgb - znormalizowana przestrzeń RGB; (r,g),
rgb1 - znormalizowana przestrzeń RGB z pomini ↪eciem pikseli o maÃlych

jasnościach; (r,g),
YUV - przestrzeń YUV; (U,V),
YIQ - przestrzeń YIQ; (I,Q),
YIQ1 - przestrzeń YIQ z wykorzystaniem tylko skÃladowej I,
OCS - przestrzeń barw przeciwstawnych; (R-G , Ye-B),
OCSL - logarytmiczna wersja przestrzeni barw przeciwstawnych;

(log R-log G, log B-(log R+log G)/2),
I1I2I3 - przestrzeń I1I2I3; (I2,I3),
IHS - przestrzeń IHS; (H, S),
Lab - przestrzeń CIELab; (a*, b*),
G - metoda z aproksymacj ↪a histogramu za pomoc ↪a rozkÃladu normalnego,
H - metoda z wygÃladzaniem histogramu,
ML - metoda najwi ↪ekszej wiarogodności,
MAP - metoda maksimum prawdopodobieństwa a posteriori.

Dla przestrzeni YIQ z wykorzystaniem tylko skÃladowej I otrzymano dużo gorsze
wyniki, dlatego pomini ↪eto j ↪a na rys. 3.5 - 3.7.

Podsumowanie wyników wszystkich eksperymentów zawiera tab. 3.2. Synte-
tyczne omówienie poszczególnych testów zamieszczono w [35]. Tabel ↪e sporz ↪adzono
wybieraj ↪ac kryteria E > 5% , NSE, SE > 2.5%. Stwierdzono, że rezultat E > 2.5%
dotyczy zdecydowanej wi ↪ekszości przypadków. Analizuj ↪ac biaÃle pola można wskazać
przestrzenie barw i metody detekcji, które okazaÃly si ↪e najlepsze. S ↪a to przestrzenie
rgb, rgb1, IHS z metodami detekcji skóry MAP, rgb, rgb1 dla metody ML, OCSL
dla metod H, ML, MAP oraz I1I2I3 z metod ↪a G i Lab z metod ↪a MAP. W tabeli
zauważa si ↪e przewag ↪e bÃl ↪edów typu SE tzn. tendencj ↪e do klasyfikowania fragmentów
skóry jako tÃla. BÃl ↪edy te objawiaj ↪a si ↪e w formie dziur w obszarze dÃloni lub jako
efekt erozji morfologicznej. BÃl ↪edy typu NSE z kolei objawiaj ↪a si ↪e jako niewielkie
obiekty w obszarze tÃla oraz podobnie jak efekt dylatacji morfologicznej powoduj ↪a
np. sklejanie si ↪e palców.

Testy wykonano na komputerze PC z procesorem AMD Athlon 1,81GHz i 1
GB pami ↪eci RAM pracuj ↪acym pod kontrol ↪a systemu operacyjnego Windows XP.
Oprogramowanie napisano w C++ z wykorzystaniem platformy Visual C++ .NET.
Czasy przetwarzania otrzymane dla obrazów o wymiarach 320×240 zamieszczono w
tab. 3.3. Na podstawie przeprowadzonych testów można wyróżnić znormalizowan ↪a
przestrzeń RGB, logarytmiczn ↪a przestrzeń barw przeciwstawnych OCSL, przestrze-
nie IHS, Lab i I1I2I3, dla których otrzymywano najmniejsze bÃl ↪edy. Wśród metod
segmentacji nieco lepsze okazaÃly si ↪e metody bayesowskie. Metody te jednak wyma-
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Rys. 3.5. Wzgl ↪edna wartość wskaźnika NSE dla testu 8

Rys. 3.6. Wzgl ↪edna wartość wskaźnika SE dla testu 8

Rys. 3.7. Wzgl ↪edna wartość wskaźnika E dla testu 8
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Tab. 3.2. Podsumowanie wyników eksperymentów dla różnych przestrzeni barw

Kolor szary dotyczy wyników, w których wartość wskaźnika E przekroczyÃla 0.05,
n - NSE > 0.025, s - SE > 0.025, 2 = n & s, L = ML, A = MAP.

Tab. 3.3. Czasy przetwarzania w ms
- rgb rgb1 YUV YIQ YIQ1 OCS OCSL I1I2I3 IHS Lab

G 10 11 16 16 21 16 21 33 11 11
H 10 10 15 14 23 15 21 33 11 11
ML 12 14 14 14 - 14 20 31 10 10
MAP 12 14 14 14 - 14 20 31 10 10

gaj ↪a znajomości rozkÃladu chrominancji dla tÃla w obrazie wzorcowym i zakÃladaj ↪a, że
rozkÃlad ten nie ulega później zmianom. W przypadku gestów dynamicznych, poru-
szaj ↪a si ↪e nie tylko dÃlonie ale także przedramiona i ramiona co wpÃlywa na zmiany
rozkÃladu chrominancji dla tÃla. Dlatego do dalszych eksperymentów z rozpoznawa-
niem wyrazów i zdań PJM zdecydowano si ↪e wybrać metody oparte o aproksymacj ↪e
histogramu za pomoc ↪a rozkÃladu Gaussa (G). Analizuj ↪ac otrzymywane bÃl ↪edy i bior ↪ac
pod uwag ↪e czasy wykonania do dalszych eksperymentów wybrano znormalizowan ↪a
przestrzeń RGB.

Podobne eksperymenty przeprowadzono także dla przypadku detekcji twarzy
w obrazie kolorowym. Wykorzystano baz ↪e 108 obrazów twarzy, zarejestrowanych
przez dwie osoby w różnorodnych warunkach oświetleniowych oraz przy różnych
tÃlach. Otrzymano zbliżone wyniki.

3.2 Segmentacja dÃloni i twarzy

W wyniku zastosowania metod opisanych w podrozdziale 3.1 otrzymujemy obrazy
binarne zawieraj ↪ace od jednego do trzech obiektów o dominuj ↪acych rozmiarach,
odpowiadaj ↪acych twarzy i dÃloniom osoby wykonuj ↪acej gest. Trzy obiekty wyst ↪epuj ↪a
wtedy, gdy dÃlonie nie dotykaj ↪a si ↪e, nie przysÃlaniaj ↪a si ↪e wzajemnie, nie dotykaj ↪a twa-
rzy i nie pojawiaj ↪a si ↪e na tle twarzy. Jeżeli obie dÃlonie dotykaj ↪a si ↪e lub przysÃlaniaj ↪a
si ↪e wzajemnie, albo jedna z dÃloni dotyka twarzy, b ↪adź pojawia si ↪e na tle twa-
rzy, to otrzymujemy dwa obiekty. Jeden obiekt wyst ↪epuje wtedy, gdy obie dÃlonie
równocześnie dotykaj ↪a twarzy lub pojawiaj ↪a si ↪e na tle twarzy. W celu rozróżnienia,
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który z obiektów odpowiada dÃloni prawej, dÃloni lewej i twarzy, zastosowano na-
st ↪epuj ↪acy heurystyczny algorytm, wykorzystuj ↪acy informacj ↪e o pozycjach i polach
powierzchni obiektów w bież ↪acej i poprzedniej ramce:

Algorytm 3.1: Rozróżnienie dÃloni prawej, lewej i twarzy w obrazie bi-
narnym

1. Wykonaj segmentacj ↪e i wyznacz pola powierzchni i środki ci ↪eżkości otrzyma-
nych obiektów.

2. Odrzuć obiekty o polach powierzchni < MIN HAND SURFACE (usuni ↪ecie
zakÃlóceń nieodfiltrowanych przez filtracj ↪e OC).

3. Jeżeli liczba pozostaÃlych obiektów jest równa trzy, idź do 4. Jeżeli liczba
pozostaÃlych obiektów wynosi dwa, idź do 5. Jeżeli pozostaÃl jeden obiekt, idź
do 6. W innych przypadkach idź do 7.

4. DÃlonie i twarz nie dotykaj ↪a si ↪e. Podstaw: TWARZ := obiekt o najwi ↪ekszej
powierzchni. Jeżeli jest to pierwsza klatka w sekwencji, idź do 4.1. W prze-
ciwnym razie idź do 4.2.

4.1 Podstaw: DÃLOŃ PRAWA := obiekt leż ↪acy bardziej na prawo z pozosta-
Ãlych dwóch obiektów, DÃLOŃ LEWA := obiekt leż ↪acy bardziej na lewo z
pozostaÃlych dwóch obiektów.

4.2 Podstaw: DÃLOŃ PRAWA := ten z dwóch pozostaÃlych obiektów, który
leży bliżej pozycji dÃloni prawej w poprzedniej ramce, DÃLOŃ LEWA :=
ten z dwóch pozostaÃlych obiektów, który leży bliżej pozycji dÃloni lewej w
poprzedniej ramce.

5. Nast ↪apiÃlo zetkni ↪ecie dÃloni dominuj ↪acej i twarzy b ↪adź dÃloni dominuj ↪acej z dÃloni ↪a
niedominuj ↪ac ↪a. Jeżeli powierzchnia wi ↪ekszego obiektu >
MAX FACE SURFACE, idź do 5.1; w przeciwnym razie idź do 5.2.

5.1 DÃloń dominuj ↪aca dotyka twarzy. Podstaw: TWARZ := obiekt odpowia-
daj ↪acy twarzy z poprzedniej klatki, DÃLOŃ PRAWA := obiekt odpowiada-
j ↪acy dÃloni prawej z poprzedniej klatki, DÃLOŃ LEWA := obiekt o mniej-
szej powierzchni.

5.2 DÃloń dominuj ↪aca i niedominuj ↪aca dotykaj ↪a si ↪e. Podstaw: TWARZ :=
obiekt o wi ↪ekszej powierzchni, DÃLOŃ PRAWA := obiekt odpowiadaj ↪acy
dÃloni prawej z poprzedniej klatki, DÃLOŃ LEWA := obiekt odpowia-
daj ↪acy dÃloni prawej z poprzedniej klatki

6. Nast ↪apiÃlo zetkni ↪ecie obu dÃloni i twarzy. Podstaw: TWARZ := obiekt odpowia-
daj ↪acy twarzy z poprzedniej klatki, DÃLOŃ PRAWA := obiekt odpowiadaj ↪acy
dÃloni prawej z poprzedniej klatki, DÃLOŃ LEWA := obiekt odpowiadaj ↪acy
dÃloni lewej z poprzedniej klatki.

7. Wykryto niewÃlaściw ↪a liczb ↪e obiektów. Zasygnalizuj bÃl ↪ad.
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Algorytm wymaga ustalenia wartości dla dwóch zmiennych: MIN HAND SURFACE
i MAX FACE SURFACE. Pierwsza oznacza minimaln ↪a powierzchni ↪e binarnego obie-
ktu odpowiadaj ↪acego dÃloni. Wartość t ↪e ustalono eksperymentalnie, obserwuj ↪ac bi-
narne obrazy odpowiadaj ↪ace dÃloniom dla wszystkich rozważanych gestów. Przyj ↪eto,
że MIN HAND SURFACE b ↪edzie równe powierzchni najmniejszego obrazu dÃloni,
pomniejszonej jeszcze o 5%. Wszystkie obiekty o powierzchniach mniejszych od tej
staÃlej traktowane s ↪a jako zakÃlócenia. MAX FACE SURFACE jest maksymaln ↪a po-
wierzchni ↪a binarnego obiektu odpowiadaj ↪acego twarzy. Wartość ta zostaÃla ustalona
podczas “przedstawiania si ↪e” użytkownika w fazie generowania modelu (podroz-
dziaÃl 3.1). Po obliczeniu parametrów modelu wykorzystano go do wygenerowania
binarnego obrazu twarzy użytkownika i przyj ↪eto, że MAX FACE SURFACE b ↪edzie
równa powierzchni otrzymanego obiektu binarnego powi ↪ekszonej jeszcze o 5%, aby
uwzgl ↪ednić ewentualne wahania rozmiaru w kolejnych klatkach. Wszystkie obiekty o
powierzchniach wi ↪ekszych od MAX FACE SURFACE traktowane s ↪a jako zetkni ↪ecie
twarzy i dÃloni dominuj ↪acej.
W przypadku gestów rozpoczynaj ↪acych si ↪e od zetkni ↪ecia lub skrzyżowania dÃloni,
algorytm rozpoczyna swe dziaÃlanie jeszcze przed rozpocz ↪eciem wykonywania wÃlaści-
wego gestu, gdy dÃlonie i twarz nie stykaj ↪a si ↪e, dÃloń prawa jest po prawej a lewa
po lewej stronie ciaÃla. Przeprowadzone eksperymenty wykazaÃly, że dla rozważanego
sÃlownika gestów PJM, przy typowym tempie wykonywania i pr ↪edkości przetwarza-
nia 25 ramek/s, opisywany algorytm poprawnie identyfikuje obiekty w obrazie bi-
narnym.

3.3 Stereowizja

Statyczna konfiguracja dÃloni i jej ruch maj ↪a charakter przestrzenny. W wyniku
dokonywanej przez ukÃlad obrazuj ↪acy projekcji do pÃlaszczyzny obrazu spora cz ↪eść
informacji 3D zostaje utracona. Pomimo, iż cz ↪eściowa informacja o skÃladowej ru-
chu zgodnej z osi ↪a optyczn ↪a kamery przekazywana jest w postaci zmieniaj ↪acych si ↪e
rozmiarów dÃloni, zdecydowano si ↪e na wzbogacenie wektora cech o informacj ↪e 3D.
Do wyznaczenia mapy dysparycji wykorzystywano monochromatyczne obrazy o wy-
miarach 320× 240 pikseli, zarejestrowane z wykorzystaniem stereowizyjnego ukÃladu
kamer firmy Videre Design (rys. 3.8).
Gwarantuje on, że obrazy z obu kamer s ↪a rejestrowane równocześnie, co ma duże
znaczenie w przypadku szybko zmieniaj ↪acej si ↪e sceny. Kalibracj ↪e ukÃladu kamer
przeprowadzono prezentuj ↪ac przygotowan ↪a specjalnie plansz ↪e w pi ↪eciu różnych po-
zycjach (rys. 3.9). Wykorzystano procedury z biblioteki Small Vision System, do-
starczanej wraz z kamer ↪a stereowizyjn ↪a [42]. Parametry wewn ↪etrzne i zewn ↪etrzne
ukÃladu stereowizyjnego wyznaczane byÃly za pomoc ↪a metody opartej o algorytm Tsai
[48, 73]. Znajomość tych parametrów potrzebna jest do dokonania tzw. rektyfika-
cji obrazów stereo, czyli sprowadzenia ich do takiej formy, jakby otrzymane byÃly
w idealnym kanonicznym ukÃladzie stereowizyjnym, w którym osie optyczne kamer
s ↪a równolegÃle a obrazy leż ↪a na tej samej pÃlaszczyźnie. Dla obrazów otrzymanych
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Rys. 3.8. Stanowisko laboratoryjne ze sterowizyjnym ukÃladem kamer.

para nr 1: para nr 2:

para nr 3: para nr 4:

para nr 5:

Rys. 3.9. Uj ↪ecia planszy kalibracyjnej (z lewej i prawej kamery) wykorzystywane w pro-
cesie kalibracji.

w idealnym kanonicznym ukÃladzie stereowizyjnym odpowiadaj ↪ace sobie linie epipo-
larne s ↪a wspóÃlliniowe, co znacznie upraszcza proces poszukiwania odpowiedników.
Zrektyfikowane obrazy wykorzystano do wyznaczania map dysparycji, zawieraj ↪acych
informacj ↪e o gÃl ↪ebi.

W tym celu przetestowano korelacyjn ↪a metod ↪e generowania zwartej mapy dys-
parycji dla 10 miar dopasowania uj ↪etych w tab. 3.4 [7, 11].
Przyj ↪eto nast ↪epuj ↪ace oznaczenia:
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Tab. 3.4. Miary dopasowania uwzgl ↪ednione w testach
nazwa formuÃla

SAD
∑

(i,j)∈U

|I1 (x + i, y + j)− I2 (x + dx + i, y + dy + j)|

ZSAD
∑

(i,j)∈U

∣∣(I1 (x + i, y + j)− I1 (x, y)
)
− I2

(
(x + dx + i, y + dy + j)− I2 (x + dx, y + dy)

)∣∣

SSD
∑

(i,j)∈U

(I1 (x + i, y + j)− I2 (x + dx + i, y + dy + j))2

ZSSD
∑

(i,j)∈U

[(
I1 (x + i, y + j)− I1 (x, y)

)
− I2

(
(x + dx + i, y + dy + j)− I2 (x + dx, y + dy)

)]2

SSD-N

∑
(i,j)∈U

[I1 (x + i, y + j)− I2 (x + dx + i, y + dy + j)]2

√ ∑
(i,j)∈U

I1 (x + i, y + j)2 ·
∑

(i,j)∈U

I2 (x + dx + i, y + dy + j)2

ZSSD-N

∑
(i,j)∈U

[(
I1 (x + i, y + j)− I1 (x, y)

)
−

(
I2 (x + dx + i, y + dy + j)− I2 (x + dx, y + dy)

)]2

√ ∑
(i,j)∈U

(
I1 (x + i, y + j)− I1 (x, y)

)2 ·
∑

(i,j)∈U

(
I2 (x + dx + i, y + dy + j)− I2 (x + dx, y + dy)

)2

SCP
∑

(i,j)∈U

I1 (x + i, y + j) · I2 (x + dx + i, y + dy + j)

SCP-N

∑
(i,j)∈U

I1 (x + i, y + j) · I2 (x + dx + i, y + dy + j)

√ ∑
(i,j)∈U

I1 (x + i, y + j)2 ·
∑

(i,j)∈U

I2 (x + dx + i, y + dy + j)2

CoVar

∑
(i,j)∈U

(
I1 (x + i, y + j)− I1 (x, y)

)
·
(
I2 (x + dx + i, y + dy + j)− I2 (x + dx, y + dy)

)

√ ∑
(i,j)∈U

(
I1 (x + i, y + j)− I1 (x, y)

)2 ·
∑

(i,j)∈U

(
I2 (x + dx + i, y + dy + j)− I2 (x + dx, y + dy)

)2

Census
∑

(i,j)∈U

IC1 (x + i, y + j)⊗ IC2 (x + dx + i, y + dy + j)

• I1 (x, y) i I2 (x, y) - wartości intensywności piksela o wspóÃlrz ↪ednych (x, y), od-
powiednio dla obrazu z kamery lewej i prawej,

• I1 (x, y) i I2 (x, y) - średnie wartości intensywności w pewnym otoczeniu punktu
o wspóÃlrz ↪ednych (x, y), odpowiednio dla obrazu z kamery lewej i prawej,

• IC1 (x, y) i IC2 (x, y) - wartości miary Census wyznaczone w punkcie o wspóÃl-
rz ↪ednych (x, y), odpowiednio dla obrazu z kamery lewej i prawej,

• i, j - indeksy przyjmuj ↪ace wartości ze zbioru liczb caÃlkowitych,

• dx, dy - wartości dysparycji (mog ↪a także być ujemne),

• U - zbiór par liczb caÃlkowitych wyznaczaj ↪acych lokalne s ↪asiedztwo pewnego
punktu o wspóÃlrz ↪ednych (x, y),



ROZDZIAÃL 3. PROBLEMY PRZETWARZANIA OBRAZU 40

• ⊗ - operator Hamminga (liczba różnych bitów w porównywanych sÃlowach bi-
narnych).

Wartość miary Census IC (i, j) dla danego wewn ↪etrznego piksela obrazu o wspóÃlrz ↪e-
dnych lokalnych (i, j) oraz jego najbliższego n-s ↪asiedztwa wyraża si ↪e ci ↪agiem bitów:

IC (i, j) = bn2−1...bk...b3b2b1b0 (3.26)

dla k ∈ [0, ..., n2 − 1] /
{
bn2

2
c
}
, gdzie b k

n
c oznacza dzielenie caÃlkowitoliczbowe k przez

n. Wartość bk wyznacza si ↪e nast ↪epuj ↪aco:

bk =

{
1 ⇔ I

(
i− bn

2
c+ b k

n
c, j − bn

2
c+ k mod n

)
≥ I (i, j)

0 w przeciwnym razie
(3.27)

gdzie i (i, j) jest wartości ↪a intensywności obrazu w punkcie o wspóÃlrz ↪ednych (i, j),
zaś k mod n oznacza reszt ↪e z dzielenia caÃlkowitoliczbowego k przez n.

Dopasowanie pikseli wyznaczano dla okien o wymiarach 3x3, 5x5, ..., 31x31.
Dla rozmiarów mniejszych od 17x17 otrzymywano bÃl ↪edne wartości dysparycji dla
niektórych punktów należ ↪acych do dÃloni, twarzy oraz tÃla. BÃl ↪edy te pojawiaÃly si ↪e dla
każdej z testowanych miar dopasowania. Przy wi ↪ekszych rozmiarach okien wci ↪aż
pojawiaÃly si ↪e niepoprawne wartości w charakteryzuj ↪acych si ↪e sÃlabsz ↪a tekstur ↪a ob-
szarach tÃla, ale bÃl ↪edy w obszarach należ ↪acych do dÃloni i twarzy wyst ↪epowaÃly tylko dla
miar SCP i Census. Dlatego w kolejnych eksperymentach zmodyfikowano procedur ↪e
wyznaczania zwartej mapy dysparycji, tak aby dopasowania odbywaÃly si ↪e jedynie
dla pikseli należ ↪acych do dÃloni i twarzy, wyznaczonych na podstawie wej́sciowych
obrazów kolorowych (podrozdziaÃl 3.1). Na rys. 3.10 przedstawiono zrektyfikowane
obrazy wej́sciowe oraz wygenerowane na ich podstawie mapy dysparycji dla każdej
z testowanych miar dopasowania. Okno korelacji miaÃlo rozmiar 17. Przedstawione
obrazy pochodz ↪a z sekwencji odpowiadaj ↪acej sÃlowu skierowanie. Wyznaczanie dys-
parycji tylko dla pikseli należ ↪acych do dÃloni i twarzy znacznie przyspieszyÃlo oblicze-
nia ale nadal czasy przetwarzania otrzymywane na typowym komputerze PC (AMD
Athlon 1,81GHz i 1 GB RAM) nie pozwalaÃly na zastosowanie metody w trybie
on-line z cz ↪estotliwości ↪a akwizycji 25 klatek/s. W tab. 3.5 przedstawiono czasy
generowania zwartych map dysparycji dla różnych miar dopasowania.

Tab. 3.5. Czasy generowania zwartych map dysparycji na podstawie różnych miar dopa-
sowania [s]; wielkość obrazu 320× 240, wielkość okna korelacji: 17× 17

SAD ZSAD SSD ZSSD SSD-N ZSSD-N SCP SCP-N CoVar Census

1.3 4.3 1.3 4.4 3.7 9.7 1.2 3.6 7.0 3.4

Wraz z przesuwaniem okna dopasowania dochodzi do powtarzania tych samych
obliczeń. Dlatego w pracy [19] zaproponowano optymalizacj ↪e algorytmu, polegaj ↪ac ↪a
na zapami ↪etaniu pośrednich sum, wyst ↪epuj ↪acych we wzorach na miary dopasowań
(patrz tab. 3.4), a nast ↪epnie dodawaniu do tych sum wartości obliczonych dla pik-
seli, które w wyniku przesuni ↪ecia okna znalazÃly si ↪e w obszarze dopasowania i odj ↪eciu



ROZDZIAÃL 3. PROBLEMY PRZETWARZANIA OBRAZU 41

kamera lewa kamera prawa SAD ZSAD

SSD ZSSD SSD-N ZSSD-N

SCP SCP-N CoVar Census

Rys. 3.10. Obrazy oryginalne oraz zwarte mapy dysparycji dla różnych miar dopasowania.

Rys. 3.11. Graficzne przedstawienie zaÃlożeń uproszczenia algorytmu wyznaczania miar
dopasowań.

wartości dla pikseli, które przestaÃly należeć do tego obszaru (rys. 3.11).
W tab. 3.6 przedstawiono czasy obliczeń otrzymane po zastosowaniu opisywanej
metody.
Otrzymane czasy wyznaczania map dysparycji nadal nie pozwalaÃly na zastosowanie
metody w trybie on-line.
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Tab. 3.6. Czasy generowania zwartych map dysparycji dla różnych miar dopasowań po
optymalizacji algorytmu [s]; wielkość obrazu 320× 240, wielkość okna korelacji: 17× 17

SAD ZSAD SSD ZSSD SSD-N ZSSD-N SCP SCP-N CoVar Census

0.4 1.3 0.4 1.4 1.1 2.5 0.4 1.1 2.2 1.0

W zwi ↪azku z tym przetestowano także metod ↪e wyznaczania mapy dysparycji z wyko-
rzystaniem algorytmu opracowanego przez Stana Birchfielda [4]. W metodzie tej po-
szukiwanie odpowiadaj ↪acych sobie pikseli odbywa si ↪e niezależnie dla poszczególnych
linii epipolarnych z wykorzystaniem programowania dynamicznego i dodatkowego
przetwarzania otrzymanych map w celu wyeliminowania bÃl ↪edów. Dla metody tej
otrzymano czasy przetwarzania rz ↪edu 800 ms. Wad ↪a algorytmu jest jednak koniecz-
ność doboru kilku parametrów steruj ↪acych procesem dodatkowego przetwarzania,
otrzymywanych w pierwszej fazie map dysparycji. Okazuje si ↪e, że jakość otrzymy-
wanych map dysparycji jest zależna od wartości tych parametrów. Dynamiczny
charakter wykonywanych gestów i zmienność k ↪atów nachylenia powierzchni dÃloni
powoduje, że trudno jest dobrać jeden zestaw parametrów, który dawaÃlby zadawa-
laj ↪ace rezultaty dla wszystkich obrazów w rozpatrywanej sekwencji. Na rys. 3.12
przedstawiono trzy przykÃladowe mapy dysparycji pochodz ↪ace z sekwencji odpowia-
daj ↪acej sÃlowu skierowanie, wyznaczone dla tych samych wartości parametrów.

Rys. 3.12. PrzykÃladowe mapy dysparycji dla obrazów z sekwencji odpowiadaj ↪acej sÃlowu
skierowanie wyznaczone z wykorzystaniem algorytmu S. Birchfielda.

Widoczne na pierwszym i trzecim obrazie zakÃlócenia w postaci poziomych pasów
wynikaj ↪a z niewÃlaściwego doboru parametrów.

Dlatego przetestowano także metod ↪e generowania rzadkiej mapy dysparycji, w
której miar ↪e SAD zastosowano do obrazu kraw ↪edzi otrzymanego w wyniku filtracji
LOG [42]. Metoda ta przy czasie przetwarzania 15 ms dla obrazów o rozdzielczości
320×240 i okna korelacji o wymiarach 17×17 daÃla mapy dysparycji o zadowalaj ↪acej
jakości (rys. 3.13) i zostaÃla ostatecznie wybrana do dalszych eksperymentów.

3.4 Wyznaczanie cech

Obrazy binarne zawieraj ↪ace obiekty odpowiadaj ↪ace dÃloniom i twarzy oraz mapy
dysparycji wykorzystano do budowy wektorów cech. Przyj ↪ete skÃladowe wektora
cech można podzielić na cztery grupy: (1) opisuj ↪ac ↪a poÃlożenie dÃloni, (2) opisuj ↪ac ↪a
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Rys. 3.13. PrzykÃladowe rzadkie mapy dysparycji otrzymane z wykorzystaniem pakietu
SVS.

ksztaÃlt dÃloni, (3) opisuj ↪ac ↪a orientacj ↪e dÃloni, (4) zawieraj ↪ac ↪a informacj ↪e przestrzenn ↪a.
PoÃlożenie dÃloni zostaÃlo określone z wykorzystaniem nast ↪epuj ↪acych parametrów (rys.
3.14):

• lr - odlegÃlość środka ci ↪eżkości prawej dÃloni od środka ci ↪eżkości twarzy,

• ϕr - orientacja odcinka Ãl ↪acz ↪acego środki ci ↪eżkości prawej dÃloni i twarzy,

• ll, ϕl - analogicznie dla dÃloni lewej.

Rys. 3.14. SkÃladowe wektora cech opisuj ↪ace poÃlożenie i orientacj ↪e dÃloni.

Do opisu ksztaÃltu dÃloni wykorzystano nast ↪epuj ↪ace parametry:

• Sr - pole powierzchni prawej dÃloni,

• γr - wspóÃlczynnik zwartości prawej dÃloni,

• εr - ekscentryczność (niecentryczność) prawej dÃloni,

• Sl, γl, εl - analogicznie dla dÃloni lewej.

WspóÃlczynniki zwartości i ekscentryczności wyznaczano na podstawie wzorów [45,
71]:

γ =
P 2

4πS
, ε =

(m20 −m02)
2 + 4m2

11

S4
(3.28)
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gdzie: S - pole powierzchni, P - obwód, m11, m20, m02 - momenty centralne, które
dla danego obiektu O w obrazie binarnym określa zależność [67]:

mpq =
∑

i∈O

∑

j∈O

(i− ī)
p
(j − j̄)

q
(3.29)

a ī, j̄ to wspóÃlrz ↪edne środka ci ↪eżkości obiektu O. Dla koÃla parametry γ i ε s ↪a równe
odpowiednio: 1 i 0. Dla elipsy s ↪a one funkcjami stosunku dÃlugości jej osi gÃlównych.
Orientacj ↪e dÃloni wyznaczono jako orientacj ↪e osi gÃlównej binarnego obiektu odpowia-
daj ↪acego dÃloni, korzystaj ↪ac ze wzoru [28, 71]:

ψ = 0, 5tan−1 2m11

m20 −m02

(3.30)

SkÃladowe wektora cech zawieraj ↪ace informacj ↪e przestrzenn ↪a zostaÃly określone jako:

∆Zr = Z̄f − Z̄r, ∆Zl = Z̄f − Z̄l (3.31)

gdzie: Z̄f , Z̄r, Z̄l oznaczaj ↪a, kolejno, średni ↪a wartość gÃl ↪ebi dla obiektów odpowiada-
j ↪acych twarzy, dÃloni prawej i dÃloni lewej. Ponieważ wykorzystywano rzadkie mapy
dysparycji, przy obliczaniu średniej wartości gÃl ↪ebi twarzy i dÃloni uwzgl ↪edniano je-
dynie te piksele, dla których wartość dysparycji byÃla określona.

Dla każdej dÃloni mamy zatem po 7 parametrów. Teoretycznie daje to wi ↪ec 214

możliwych kombinacji cech. Jeżeli zaÃlożymy, że dla obu dÃloni uwzgl ↪edniamy te
same cechy (wi ↪ekszość gestów PJM ma charakter dwur ↪eczny i cz ↪esto obie dÃlonie s ↪a
równorz ↪edne przy wykonywaniu danego znaku), to otrzymamy 27 możliwości. Gdy
nast ↪epnie uznamy, że informacja o poÃlożeniu dÃloni (l i ϕ) jest niezb ↪edna otrzymamy
25 = 32 warianty wektora cech (tab. 3.7). Na potrzeby niniejszej pracy oznaczono
je numerami 1-32. Każdy z wektorów zawiera informacj ↪e o poÃlożeniu. Wektory 2-8
wykorzystuj ↪a informacj ↪e o ksztaÃlcie, wektory 9-15 utworzono, odpowiednio, z wek-
torów 2-8 przez dodanie informacji o gÃl ↪ebi, wektory 16 - 29 utworzono z wektorów 2
- 15 przez dodanie informacji o orientacji. PozostaÃle 3 wektory zawieraj ↪a informacj ↪e
o: 30 - poÃlożeniu i gÃl ↪ebi, 31 - poÃlożeniu i orientacji i 32 poÃlożeniu, gÃl ↪ebi i orientacji.

3.5 Podsumowanie

W rozdziale zaproponowano schemat przetwarzania obrazów w celu wyznaczania
wektorów cech. Jego elementy uwidacznia przedstawiony dalej rys. 3.15. Wy-
korzystano obrazy kolorowe pozyskiwane w ukÃladzie stereowizyjnym. Do identy-
fikacji dÃloni i twarzy osoby wykonuj ↪acej gest wykorzystano metod ↪e opart ↪a o zbu-
dowany uprzednio model rozkÃladu chrominancji skóry ludzkiej w znormalizowanej
przestrzeni barw RGB. Wybór metody poprzedzony byÃl studiami literaturowymi
oraz opisanymi w rozdziale eksperymentami dla czterech różnych metod identyfika-
cji i dziewi ↪eciu wybranych przestrzeni barw o wÃlaściwościach istotnych z punktu wi-
dzenia segmentacji. Testy przeprowadzono z wykorzystaniem, przygotowanej w tym
celu bazy danych, zawieraj ↪acej 162 obrazy testowe, zarejestrowane przez dwie osoby
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Tab. 3.7. Warianty wektora cech
Wykorzystywane cechy

poÃlożenie ksztaÃlt gÃl ↪ebia orientacja opis
Nr lr, ϕr, ll, ϕl Sr, Sl γr, γl εr, εl ∆Zr, ∆Zl ψr, ψl

1 + - - - - - poÃlożenie
2 + + - - - -
3 + - + - - -
4 + - - + - - poÃlożenie
5 + + + - - - +
6 + + - + - - ksztaÃlt
7 + - + + - -
8 + + + + - -
9 + + - - + -

10 + - + - + - poÃlożenie
11 + - - + + - +
12 + + + - + - ksztaÃlt
13 + + - + + - +
14 + - + + + - gÃl ↪ebia
15 + + + + + -
16 + + - - - +
17 + - + - - + poÃlożenie
18 + - - + - + +
19 + + + - - + ksztaÃlt
20 + + - + - + +
21 + - + + - + orientacja
22 + + + + - +
23 + + - - + + poÃlożenie
24 + - + - + + +
25 + - - + + + ksztaÃlt
26 + + + - + + +
27 + + - + + + gÃl ↪ebia
28 + - + + + + +
29 + + + + + + orientacja

poÃlożenie
30 + - - - - + +

orientacja
poÃlożenie

31 + - - - + - +
gÃl ↪ebia

poÃlożenie +
32 + - - - + + gÃl ↪ebia +

orientacja

o odmiennej karnacji skóry, w pomieszczeniu zamkni ↪etym, w dzień sÃloneczny i po-
chmurny oraz w nocy przy oświetleniu sztucznym. Przetestowano metod ↪e z aproksy-
macj ↪a histogramu kolorów za pomoc ↪a rozkÃladu normalnego, metod ↪e z wygÃladzaniem
histogramu kolorów filtrem Gaussa, metod ↪e najwi ↪ekszej wiarygodności i metod ↪e
maksimum prawdopodobieństwa a posteriori. Rozważano znormalizowan ↪a prze-
strzeń RGB, przestrzeń YUV, przestrzeń YIQ, przestrzeń barw przeciwstawnych
OCS, przestrzeń barw przeciwstawnych w wersji logarytmicznej OCSL, przestrzeń
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Rys. 3.15. Schemat przetwarzania obrazów

I1I2I3, przestrzeń IHS oraz przestrzeń Lab. Jakość otrzymywanych obrazów bi-
narnych oceniano porównuj ↪ac je z obrazami otrzymanymi w wyniku r ↪ecznej seg-
mentacji wszystkich obrazów testowych. Przy wyborze metody i przestrzeni barw
uwzgl ↪edniono także czasy wykonania poszczególnych metod na typowym kompute-
rze PC.

W rozdziale zaproponowano algorytm identyfikacji dÃloni prawej, lewej i twarzy
w otrzymanym obrazie binarnym. Algorytm ten wykorzystuje informacj ↪e o po-
lach powierzchni i środkach ci ↪eżkości otrzymanych obiektów binarnych w bież ↪acej
i poprzedniej klatce. Przeprowadzone eksperymenty wykazaÃly, że dla rozważanego
sÃlownika gestów, typowego tempa wykonywania oraz cz ↪estotliwości przetwarzania 25
klatek/s obiekty identyfikowane s ↪a poprawnie przy zaÃlożeniu, że jeżeli gest rozpo-
czyna si ↪e od zetkni ↪ecia lub przysÃloni ↪ecia obiektów, algorytm rozpoczyna dziaÃlanie
wcześniej, w sytuacji gdy dÃlonie i twarz daj ↪a w obrazie rozÃl ↪aczne obiekty i dÃloń prawa
znajduje si ↪e po prawej, a lewa po lewej stronie osi ciaÃla (dokÃladniej linii pionowej
przechodz ↪acej przez środek ci ↪eżkości twarzy).

Ponieważ ksztaÃlty przyjmowane przez dÃlonie oraz trajektorie ruchu dÃloni maj ↪a
charakter przestrzenny, dodano do wektora cech informacj ↪e 3D. W tym celu wy-
korzystano, otrzymane w wyniku przetworzenia obrazów stereo, rzadkie mapy dys-
parycji. Wybór odpowiedniej metody poprzedzony byÃl, opisanymi w niniejszym
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rozdziale, testami różnych algorytmów. Przetestowano: (1) daj ↪ace zwarte mapy
dysparycji, korelacyjne metody poszukiwania odpowiedników dla okien korelacji o
rozmiarach 3x3, 5x5, ..., 31x31 i dziesi ↪eciu różnych miar dopasowania scharakte-
ryzowanych w tab. 3.4, (2) metody korelacyjne zmodyfikowane w ten sposób aby
mapy dysparycji generowane byÃly tylko dla obszarów dÃloni i twarzy, (3) metod ↪e za-
proponowan ↪a przez S. Birchfielda [4], polegaj ↪ac ↪a na poszukiwaniu odpowiedników
niezależnie dla poszczególnych linii epipolarnych z wykorzystaniem programowa-
nia dynamicznego i dodatkowego przetwarzania otrzymywanych map dysparycji i
(4) metod ↪e generowania rzadkiej mapy dysparycji na podstawie obrazów kraw ↪edzi
otrzymanych w wyniku filtracji LOG. Oceniano wizualnie jakości otrzymywanych
map dysparycji oraz czasy przetwarzania. Metody korelacyjne dla okien o rozmia-
rach 17x17 i wi ↪ekszych umożliwiaÃly otrzymywanie map dobrej jakości, ale czasy
przetwarzania, nawet po zastosowaniu zaproponowanej w pracy [19] optymaliza-
cji algorytmu lub ograniczeniu poszukiwania odpowiedników tylko do obszarów o
barwie skóry, byÃly dÃluższe niż 400 ms, co uniemożliwiÃlo zastosowanie tych metod
do przetwarzania w trybie on-line. W przypadku metody S. Birchfielda problema-
tyczny okazaÃl si ↪e dobór takich parametrów algorytmu, które pozwoliÃlyby uzyskiwać
mapy dysparycji dobrej jakości dla wszystkich klatek w danej sekwencji wideo. Czas
przetwarzania 800 ms także nie pozwalaÃl na zastosowanie tej metody w czasie rze-
czywistym. Dopiero metoda generowania rzadkiej mapy dysparycji na podstawie
obrazów kraw ↪edzi daÃla mapy zadowalaj ↪acej jakości przy czasie przetwarzania rz ↪edu
15 ms na typowym komputerze PC.

W rozdziale zaproponowano wektory cech, na podstawie których b ↪edzie dokony-
wane rozpoznawanie. PrzesÃlank ↪a do ich wyboru byÃly dost ↪epne w literaturze wyniki
badań lingwistycznych nad tzw. wi ↪azkami cech dystynktywnych, pozwalaj ↪acymi
jednoznacznie opisać znak migowy. Cechy podzielono na cztery grupy opisuj ↪ace
miejsce artykulacji, ksztaÃlt dÃloni, gÃl ↪ebi ↪e i orientacje dÃloni. Miejsce artykulacji, ana-
logicznie jak w przypadku gestogramów (patrz podrozdziaÃl 2.2), określono wzgl ↪edem
innej cz ↪eści ciaÃla. Jako odniesienie wybrano twarz, ponieważ podczas konwersacji
przeprowadzanej z wykorzystaniem j ↪ezyka migowego zazwyczaj jest ona statyczna
i musi być zwrócona w kierunku odbiorcy, tak aby możliwa byÃla obserwacja wyko-
nywanych gestów i ewentualnie czytanie z ruchu ust. Dodatkowym uzasadnieniem
takiego wyboru, z punktu widzenia przetwarzania, jest fakt, że chrominancja twarzy
jest zbliżona do chrominancji dÃloni, co pozwala na zastosowanie tych samych me-
tod identyfikacji. Przyj ↪eto, że poÃlożenie dÃloni wzgl ↪edem twarzy b ↪edzie określone za
pomoc ↪a dÃlugości odcinka Ãl ↪acz ↪acego środki ci ↪eżkości dÃloni i twarzy i orientacji prze-
chodz ↪acej przez nie prostej. W odróżnieniu od rozpoznawania Polskiego Alfabetu
Palcowego [47] rozpoznawanie wyrazów i zdań PJM wymaga, aby pole widzenia ka-
mer obejmowaÃlo sylwetk ↪e osoby wykonuj ↪acej gest co najmniej od pasa w gór ↪e. W
takim przypadku rozmiary dÃloni w obrazie s ↪a zbyt maÃle, aby możliwa byÃla dokÃladna
analiza ich ksztaÃltu z uwzgl ↪ednieniem ukÃladu i orientacji poszczególnych palców,
tak jak ma to miejsce w zapisie gestograficznym. Dlatego przy wyborze cech opi-
suj ↪acych ksztaÃlt dÃloni zdecydowano si ↪e na opis zgrubny z wykorzystaniem jedynie
przybliżonego opisu danego ksztaÃltu. Zastosowano trzy miary: pole powierzchni,
wspóÃlczynnik zwartości i ekscentryczność i rozważono różne ich kombinacje. Po-
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nieważ ksztaÃlt dÃloni i wykonywane ruchy maj ↪a charakter przestrzenny, dodano do
wektora cech informacj ↪e o wzajemnym usytuowaniu dÃloni i twarzy osoby wyko-
nuj ↪acej gesty. Opis dÃloni uzupeÃlniono o orientacj ↪e osi gÃlównej odpowiadaj ↪acego jej
obiektu binarnego.

Wektor cech zawiera wi ↪ec maksymalnie 14 elementów, po 7 na każd ↪a dÃloń. Ce-
chy, które z lingwistycznego punktu widzenia s ↪a dystynktywne, mog ↪a w przypadku
przetwarzania obrazów te wÃlaściwości utracić w wyniku wyst ↪apienia problemów,
które opisano wcześniej. Ponadto w zaproponowanym wektorze cech opis ksztaÃltu
jest znacznie uboższy aniżeli w gestograficznym zapisie statycznej konfiguracji dÃloni.
Dlatego nawet przy zaÃlożeniu, że proces wyznaczania wartości cech b ↪edzie zawsze
bezbÃl ↪edny, nie można określić, w jakim stopniu wystarczaj ↪a one do rozpoznawania
przyj ↪etego sÃlownika gestów, bez przeprowadzenia eksperymentów. Eksperymenty
zwi ↪azane z wyborem wektora cech opisano w podrozdziale 5.1.



RozdziaÃl 4

Ukryte modele Markowa

Ukryty model Markowa (HMM - Hidden Markov Model) jest automatem o skoń-
czonej liczbie stanów, generuj ↪acych Ãlańcuchy obserwacji [13, 55]. Ukryte modele
Markowa stanowi ↪a narz ↪edzie wykorzystywane szeroko do modelowania szeregów cza-
sowych. Spotyka si ↪e je w wi ↪ekszości obecnych systemów rozpoznawania mowy, w
licznych zastosowaniach komputerowej biologii molekularnej, w kompresji danych
oraz innych obszarach sztucznej inteligencji i rozpoznawania obrazów. Ostatnio
HMM znajduj ↪a zastosowanie w wizji komputerowej do modelowania sekwencji ob-
razów i śledzenia obiektów.

HMM opisuje dwa stochastyczne procesy: jednym jest nieobserwowalny Ãlańcuch
Markowa ze skończon ↪a liczb ↪a stanów, scharakteryzowany rozkÃladem prawdopodo-
bieństwa stanu pocz ↪atkowego i macierz ↪a prawdopodobieństw przej́sć pomi ↪edzy sta-
nami, drugim jest ci ↪ag obserwacji generowany przez stany zgodnie z danymi roz-
kÃladami prawdopodobieństwa. Wykonanie gestu przez czÃlowieka także wi ↪aże si ↪e
z dwoma procesami, z których pierwszy skojarzony jest z ukrytymi stanami men-
talnymi powstaj ↪acymi w mózgu, drugi zaś z obserwowanymi na zewn ↪atrz akcjami.
Dlatego obecnie coraz cz ↪eściej HMM wykorzystywane s ↪a do rozpoznawania gestów
[23, 54, 61].

4.1 Podstawy matematyczne

HMM jest narz ↪edziem pozwalaj ↪acym reprezentować rozkÃlady prawdopodobieństwa
w ci ↪agach obserwacji. Oznaczmy obserwacj ↪e w chwili t przez yt. Obserwacj ↪a może
być symbol z dyskretnego alfabetu, zmienna rzeczywista lub caÃlkowita, albo inny
obiekt, nad którym można zdefiniować rozkÃlad prawdopodobieństwa. ZakÃladamy,
że obserwacje s ↪a dokonywane w dyskretnych, jednakowo odlegÃlych chwilach, wi ↪ec t
jest indeksem przyjmuj ↪acym caÃlkowite wartości, t ∈ {1, 2, ..., T}.
Nazwa HMM wynika z dwóch podstawowych zaÃlożeń:

1. Obserwacja w chwili t zostaÃla wygenerowana przez pewien proces, którego stan
xt jest ukryty dla obserwatora.

2. Stan xt speÃlnia wÃlasność Markowa, tzn. zależy wyÃl ↪acznie od xt−1 a ponadto
obserwacja yt zależy wyÃl ↪acznie od xt , tzn. nie zależy od stanów i obserwa-

49
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cji w innych momentach. Tak wi ↪ec stan xt reprezentuje wszystko, co mu-
simy wiedzieć o historii procesu, by móc przewidzieć przebieg tego procesu w
przyszÃlości.

Wykorzystuj ↪ac wymienione wÃlasności można przedstawić Ãl ↪aczny rozkÃlad prawdopo-
dobieństwa stanów i obserwacji w formie iloczynu:

p (y1:T , x1:T ) = p (x1) p (y1|x1) ΠT
t=2p (xt|xt−1) p (yt|xt) (4.1)

gdzie przez ηp:k rozumie si ↪e ci ↪ag ηp, ηp+1, ..., ηk, 1 ≤ p < k ≤ T . Zapisowi (4.1)
odpowiada interpretacja w formie sieci bayesowskiej [22, 31] przedstawionej na rys.
4.1, gdzie stany oznaczono kóÃlkami, obserwacje kwadratami. Sieć ukazuje relacje
niezależności warunkowej pozwalaj ↪ace na dokonanie faktoryzacji Ãl ↪acznego rozkÃladu.
W iloczynie (4.1) wyst ↪epuje tyle rozkÃladów warunkowych, ile jest w ↪ezÃlów. Zmienna

x1

y1

x2

y2

x3

y3

xT

yT

Rys. 4.1. Sieć bayesowska przedstawiaj ↪aca relacje warunkowych niezależności w HMM.

reprezentowana przez dany w ↪ezeÃl jest zależna od zmiennych z w ↪ezÃlów, z których
do niego dochodzi Ãluk. W odniesieniu do HMM zakÃlada si ↪e, że zmienna stanu xt

przyjmuje wartości dyskretne ze zbioru {1, 2, ..., N}. Na rys. 4.2 przedstawiono
przykÃladowy schemat topologiczny HMM z czterema stanami (N = 4).

1 2 3 4

Rys. 4.2. PrzykÃladowy HMM z czterema stanami.

Tutaj Ãluki wskazuj ↪a możliwe przej́scia mi ↪edzy stanami. Ustalenia liczby stanów i
struktury modelu dokonuje si ↪e na ogóÃl eksperymentalnie. Pokazany ukÃlad jednokie-
runkowy (tzw. model Bakisa [55]) jest typowy w modelowaniu szeregów czasowych.
Dzi ↪eki istnieniu dodatkowych przej́sć z pomini ↪eciem pewnych stanów możliwe jest
modelowanie sekwencji o różnej dÃlugości.

Praktyczne wykorzystanie HMM o zadanej strukturze wymaga znajomości:

• rozkÃladu prawdopodobieństwa stanu pocz ↪atkowego,

• prawdopodobieństw przej́sć mi ↪edzy stanami,

• modelu obserwacji.
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RozkÃlad prawdopodobieństwa stanu pocz ↪atkowego scharakteryzowany jest przez N
- elementowy wektor Π, którego i - ty element πi oznacza prawdopodobieństwo
P (x1 = i). Prawdopodobieństwa przej́sć określa macierz A = [aij] o wymiarach
N ×N , gdzie aij = P (xt+1 = j|xt = i), i, j = 1, 2, ..., N .
Model obserwacji opisuje prawdopodobieństwo P (yt|xt). Jeżeli obserwacje s ↪a dys-
kretnymi symbolami, którym można przypisać wartości 1, 2, ..., K, model ten jest w
peÃlni opisany przez macierz prawdopodobieństw obserwacji B = [bik] o wymiarach
N ×K, gdzie

bik = P (yt = k|xt = i) (4.2)

Gdy obserwacja jest wektorem liczb rzeczywistych, B = [bi (yt)] staje si ↪e N wymia-
rowym wektorem funkcji g ↪estości rozkÃladów prawdopodobieństwa, przyjmowanych
zazwyczaj jako suma rozkÃladów normalnych

bi (yt) = p (yt|xt = i) =
S∑

s=1

cisN (yt, µis, Σis) (4.3)

z wektorami wartości oczekiwanych µis i macierzami kowariancji Σis. Nieujemne
wspóÃlczynniki wagowe cis daj ↪a w sumie 1, dla każdego i. Na ogóÃl zakÃlada si ↪e, że
macierz przej́scia A oraz model obserwacji, który b ↪edziemy dalej oznaczać przez B,
nie zależ ↪a od czasu.

Traktuj ↪ac HMM jako trójk ↪e λ = (A,B, Π) można zdefiniować nast ↪epuj ↪ace ważne
problemy:

1. Uczenie: maj ↪ac ci ↪ag obserwacji Y = y1:T oraz struktur ↪e modelu λ należy wy-
znaczyć parametry modelu λ maksymalizuj ↪ace prawdopodobieństwo P (Y |λ).

2. Klasyfikacja: dany ci ↪ag obserwacji Y należy przypisać do klasy k reprezento-
wanej przez model λk ze zbioru znanych modeli λ1, λ2, ... λM , dla którego
prawdopodobieństwo P (Y |λk) przyjmuje wartość maksymaln ↪a w tym zbiorze.
Ide ↪e rozpoznawania z wykorzystaniem ukrytych modeli Markowa ilustruje rys.
4.3

Rys. 4.3. Rozpoznawanie z wykorzystaniem ukrytych modeli Markowa.
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3. Dekodowanie: na podstawie ci ↪agu obserwacji Y należy dla znanego modelu
λ wyznaczyć najbardziej prawdopodobn ↪a sekwencj ↪e stanów X∗ = x∗1:T , tzn.
maksymalizuj ↪ac ↪a prawdopodobieństwo P (Y, X|λ).

Rozwi ↪azanie zadania 3 jest zwi ↪azane ze znanym z telekomunikacji algorytmem Viter-
biego [20, 55], wykorzystuj ↪acym metod ↪e programowania dynamicznego. Rozważmy
sekwencj ↪e X = x1:T ukrytych stanów. Miar ↪a prawdopodobieństwa realizacji ci ↪agu
X w ukrytym modelu Markowa λ jest prawdopodobieństwo warunkowe P (Y, X|λ),
które określone jest wzorami (4.4), (4.5) i (4.6):

P (Y, X|λ) =
P (Y, X, λ)

P (λ)
=

P (Y |X,λ) P (X,λ)

P (λ)
= P (Y |X,λ) P (X|λ) (4.4)

P (Y |X,λ) = P (y1|x1) P (y2|x2) ...P (yT |xT ) (4.5)

P (X|λ) = P (x1) P (x2|x1) P (x3|x2) ...P (xT |xT−1) (4.6)

Mamy zatem:

P (Y, X|λ) = ΠT
t=1P (xt|xt−1) P (yt|xt) (4.7)

P (x1|x0) = P (x1)

Interesuje nas wyznaczenie takiej sekwencji X∗, dla której zachodzi:

P (Y, X∗|λ) = maxXP (Y, X|λ) (4.8)

Zadanie (4.8) można zapisać w dwóch równoważnych wersjach:

(i) maxX

{
P (Y, X|λ) = ΠT

t=1d̃ (t, xt|t− 1, xt−1)
}

(4.9)

(ii) minX

{
[− log P (Y, X|λ)] =

T∑

t=1

d (t, xt|t− 1, xt−1)

}
(4.10)

gdzie:
d̃ (t, xt|t− 1, xt−1) = P (xt|xt−1) P (yt|xt) (4.11)

d (t, xt|t− 1|xt−1) = − log d̃ (t, xt|t− 1, xt−1) (4.12)

Zarówno zadanie (4.9) jak i (4.10) można rozwi ↪azać metod ↪a programowania dyna-
micznego wykorzystuj ↪acego zasad ↪e optymalności Bellmana.

Niech (tp, sp) → (tk, sk) oznacza optymaln ↪a ścieżk ↪e Ãl ↪acz ↪ac ↪a w ↪ezÃly (tp, sp) i (tk, sk)
prostok ↪atnej siatki, w której na osi odci ↪etych zaznaczono momenty czasu, na osi

rz ↪ednych zaś numery identyfikuj ↪ace stan (zob. też rys. 4.4), a (tp, sp)
(t,s)→ (tk, sk)

oznacza optymaln ↪a ścieżk ↪e mi ↪edzy w ↪ezÃlami (tp, sp) i (tk, sk) przechodz ↪ac ↪a przez w ↪ezeÃl
pośredni (t, s). Zasada optymalności Bellmana mówi, że:

(tp, sp)
(t,s)→ (tk, sk) = (tp, sp) → (t, s)⊕ (t, s) → (tk, sk) (4.13)

gdzie: tp, t, tk ∈ {1, 2, ..., T}, tp < t < tk, sp, s, sk ∈ {1, 2, ..., N} a znak ⊕ oznacza
konkatenacj ↪e ścieżek. Wprowadzamy nast ↪epuj ↪ace oznaczenia:

D̃ (τ, xτ ) = maxXτ Π
τ
t=1d̃ (t, xt|t− 1, xt−1) (4.14)
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D (τ, xτ ) = minXτ

τ∑

t=1

d (t, xt|t− 1, xt−1) (4.15)

gdzie 1 ≤ τ ≤ T , Xτ jest pocz ↪atkowym fragmentem sekwencji stanów kończ ↪acym
si ↪e w stanie xτ w chwili τ , tzn. Xτ = x1:τ . Wartości pocz ↪atkowe dla funkcji D̃ i D
s ↪a nast ↪epuj ↪ace:

D̃ (1, x1) = P (x1) P (y1|x1) (4.16)

D (1, x1) = − log
(
D̃ (1, x1)

)
(4.17)

Na podstawie (4.16) i (4.17) można zapisać nast ↪epuj ↪ace zwi ↪azki rekurencyne:

D̃ (t + 1, xt+1) = maxxtD̃ (t, xt) P (xt+1|xt) P (yt+1|xt+1) (4.18)

D (t + 1, xt+1) = minxt {D (t, xt)− log (P (xt+1|xt))− log (P (yt+1|xt+1))} (4.19)

Optymalny stan końcowy x∗T otrzymuje si ↪e z zależności:

x∗T = arg maxxT
D̃ (T, xT ) = arg minxT

D (T, xT ) (4.20)

a optymaln ↪a dÃlugość ścieżki:

D̃∗ = D̃ (T, x∗T ) lub D∗ = D (T, x∗T ) (4.21)

Oznaczaj ↪ac przez Ψ (t + 1, xt+1) przedostatni stan na optymalnej ścieżce kończ ↪acej
si ↪e w chwili t + 1 w stanie xt+1 otrzymuje si ↪e nast ↪epuj ↪ac ↪a zależność rekurencyjn ↪a:

Ψ (t + 1, xt+1) = arg maxxtD̃ (t, xt) P (xt+1|xt) P (yt+1|xt+1) (4.22)

= arg minxt {D (t, xt)− log (P (xt+1|xt))− log (P (yt+1|xt+1))}

Z przedstawionych rozważań wynika algorytm Viterbiego:

Algorytm 4.1: Algorytm Viterbiego

Ustalenie wartości pocz ↪atkowych:

For i=1, 2, ..., N
D (1, i) = −log P (x1 = i)− log P (y1|xi)
Ψ (1, i) = 0

end i

P ↪etla gÃlówna:

For t=1, 2, ..., T − 1
For xt=1, 2, ..., N

Wyznacz D (t + 1, xt+1) wedÃlug (4.19)
Zapami ↪etaj Ψ (t + 1, xt+1) wyliczone wedÃlug (4.22)

end xt

end t
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Zakończenie:

DÃlugość optymalnej ścieżki D∗ jest określona przez (4.21)
Najlepsza sekwencja stanów X∗ jest wyznaczona nast ↪epuj ↪aco:
Wyznacz x∗T na podstawie (4.20)
For t=T − 1, T − 2, ... 1

x∗t = Ψ
(
t + 1, x∗t+1

)

end t

Zabieg polegaj ↪acy na logarytmowaniu pozwala unikn ↪ać problemów numerycznych
wynikaj ↪acych z mnożenia maÃlych liczb.

Algorytm ten może zostać zobrazowany jako znajdowanie najlepszej ścieżki na
siatce, której wymiar pionowy reprezentuje stany ukrytego modelu Markowa, zaś
wymiar poziomy momenty wyst ↪apienia kolejnych wektorów obserwacji (rys. 4.4).

Rys. 4.4. Graficzna interpretacja algorytmu Viterbiego.

Czarny w ↪ezeÃl na rysunku reprezentuje logarytm prawdopodobieństwa pojawienia
si ↪e danego wektora obserwacji w danym stanie, zaś Ãl ↪acz ↪aca w ↪ezÃly linia odpowiada
logarytmowi prawdopodobieństwa przej́scia pomi ↪edzy stanami. Logarytm praw-
dopodobieństwa dla danej ścieżki jest wyznaczany poprzez zsumowanie logarytmów
prawdopodobieństw przej́sć i logarytmów prawdopodobieństw obserwacji wzdÃluż tej
ścieżki. Ścieżka jest rozszerzana od lewej do prawej, kolumna po kolumnie. W od-
niesieniu do HMM algorytm ma zÃlożoność O (TN2). Metod ↪e Viterbiego stosuje
si ↪e cz ↪esto bezpośrednio w zadaniach 1 i 2. W pierwszym, potrzebne prawdopodo-
bieństwa wyznacza si ↪e wtedy zliczaj ↪ac przej́scia i obserwacje dotycz ↪ace tylko stanów
z optymalnej sekwencji X∗ i modyfikuj ↪ac model aż do uzyskania zbieżności (uczenie
metod ↪a Viterbiego [13]). W zadaniu 2 natomiast rozpoznanie opiera si ↪e na prawdo-
podobieństwie P (Y, X∗|λ), które ma dominuj ↪acy udziaÃl przy wyznaczaniu brzego-
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wej wartości P (Y |λ). Bardziej zaawansowany sposób uczenia zaproponowany przez
Bauma i Welcha stanowi wersj ↪e metody EM. Sprowadza si ↪e on do wyznaczania
prawdopodobieństw P (y1:t, xt = i|λ) oraz P (yt+1:T |xt = i, λ) metodami, odpowied-
nio, w przód, wstecz - pokrewnymi do metody Viterbiego [55]. Parametry modelu
poprawia si ↪e iteracyjnie, bazuj ↪ac na ostatnio zaktualizowanych. W kolejnych kro-
kach nast ↪epuje wzrost prawdopodobieństwa P (Y |λ) aż do zbieżności w maksimum
lokalnym. Metoda nie gwarantuje uzyskania rozwi ↪azania globalnego. Prawdopodo-
bieństwo P (Y |λ), wyst ↪epuj ↪ace także w zadaniu klasyfikacji wyznacza si ↪e metod ↪a w
przód. Bliższe informacje zamieszczono w nast ↪epnym podrozdziale.

4.2 Uczenie ukrytych modeli Markowa

Jak już wspomniano, do uczenia ukrytych modeli Markowa wykorzystuje si ↪e najcz ↪e-
ściej metod ↪e Bauma Welcha lub metod ↪e Viterbiego. W niniejszej pracy zastosowano
przybornik HTK, w którym uczenie odbywa si ↪e w dwóch etapach z wykorzystaniem
obu tych metod. W dalszej cz ↪eści podrozdziaÃlu opisano krótko ide ↪e uczenia zastoso-
wan ↪a w HTK. Bardziej szczegóÃlowe informacje wraz z formuÃlami matematycznymi
można znaleźć w pracach [55, 81].

Na podstawie ci ↪agu obserwacji Y = y1:T dokonuje si ↪e reestymacji zaÃlożonego
modelu λ uzyskuj ↪ac nowy model λ̂, dla którego zachodzi:

P
(
Y |λ̂

)
> P (Y |λ) (4.23)

Procedur ↪e powtarza si ↪e do uzyskania maksimum. W HTK w pocz ↪atkowej fazie
uczenia parametry modelu wyznaczane s ↪a metod ↪a Viterbiego. Na pocz ↪atku oblicza
si ↪e prawdopodobieństwo P (Y, X∗|λ) z wykorzystaniem algorytmu Viterbiego (patrz
podrozdziaÃl 4.1). W trakcie, dla każdych dwóch stanów i, j wyznaczana jest liczba
przej́sć ze stanu i do stanu j: nij. Prawdopodobieństwa przej́sć obliczane s ↪a na
podstawie zależności:

âij =
nij∑N

k=1 nik

(4.24)

Znajomość optymalnej sekwencji stanów X∗ umożliwia przyporz ↪adkowanie obserwa-
cji do stanów. Po tym przyporz ↪adkowaniu w przypadku modelu obserwacji ci ↪agÃlej w
obr ↪ebie każdego stanu dokonywana jest klasteryzacja metod ↪a k-́srednich [16] w celu
przypisania obserwacji do S grup, z których każda modelowana b ↪edzie za pomoc ↪a
pojedynczego rozkÃladu Gaussa, jak przyj ↪eto w (4.3). Wartość średnia µ̂is i wariancja
Σ̂is dla rozkÃladu s w stanie i wyznaczane s ↪a na podstawie znanych zależności, z
wykorzystaniem tylko tych obserwacji, które zostaÃly przyporz ↪adkowane do danej
grupy:

µ̂is =
1

Tis

∑

y∈Yis

y (4.25)

Σ̂is =
1

Tis

∑

y∈Yis

(y − µ̂is) (y − µ̂is)
T (4.26)

gdzie Yis jest zbiorem obserwacji przyporz ↪adkowanych do rozkÃladu s w stanie i
natomiast Tis jest liczb ↪a elementów w zbiorze Yis. Wagi poszczególnych rozkÃladów
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Gaussa wyznaczane s ↪a na podstawie liczby obserwacji przyporz ↪adkowanych do danej
grupy:

ĉis =
Tis

Ti

(4.27)

gdzie Ti jest liczb ↪a obserwacji przyporz ↪adkowanych do stanu i. Metod ↪e Viterbiego
można Ãlatwo rozszerzyć na przypadek wielu ci ↪agów obserwacji, kumuluj ↪ac w liczni-
kach i mianownikach wzorów (4.24) - (4.27) odpowiednie liczby przej́sć i obserwacji
otrzymane dla każdego ci ↪agu z osobna.

W HTK po wst ↪epnej estymacji parametrów metod ↪a Viterbiego modele douczane
s ↪a metod ↪a Bauma-Welcha. Niech αt (i) oznacza tzw. prawdopodobieństwo w przód:

αt (t) = P (y1:t, xt = i|λ) (4.28)

Wyznacza si ↪e je na podstawie zależności rekurencyjnej:

αt+1 (j) =

[
N∑

i=1

αt (i) aij

]
bj (yt+1) (4.29)

z warunkiem pocz ↪atkowym:
α1 (i) = πibi (y1) (4.30)

Niech z kolei βt (i) określa tzw. prawdopodobieństwo wstecz:

βt (i) = P (yt+1:T |xt = i, λ) (4.31)

Prawdopodobieństwo to może zostać wyznaczone na podstawie zależności rekuren-
cyjnej:

βt (i) =
N∑

j=1

aijbj (yt+1) βt+1 (j) (4.32)

przy czym:
βT (i) = 1 (4.33)

Oznaczmy przez γt (i) prawdopodobieństwo przebywania w stanie i w chwili t dla
modelu λ i sekwencji obserwacji Y :

γt (i) = P (xt = i|Y, λ) (4.34)

które może zostać wyznaczone na podstawie prawdopodobieństw w przód i wstecz:

γt (i) =
αt (i) βt (i)

P (Y |λ)
=

αt (i) βt (i)
∑N

j=1 αt (j) βt (j)
(4.35)

Niech ξt (i, j) oznacza prawdopodobieństwo przebywania w stanie i w chwili t i w
stanie j w chwili t + 1 dla modelu λ i sekwencji obserwacji Y :

ξt (i, j) = P (xt = i, xt+1 = j|Y, λ) (4.36)
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Można je wyznaczyć z wykorzystaniem prawdopodobieństw w przód i wstecz:

ξt (i, j) =
αt (i) aijbj (yt+1) βt+1 (j)

P (Y |λ)
=

αt (i) aijbj (yt+1) βt+1 (j)
∑N

i=1

∑N
j=1 αt (i) aijbj (yt+1) βt+1 (j)

(4.37)

Prawdopodobieństwa γt (i) i ξt (i, j), powi ↪azane zależności ↪a

γt (i) =
N∑

j=1

ξt (i, j) (4.38)

wykorzystuje si ↪e do estymacji wektora stanu pocz ↪atkowego Π i macierzy prawdopo-
dobieństw przej́sć A:

π̂i = γ1 (i) (4.39)

âij =

∑T−1
t=1 ξt (i, j)

∑T−1
t=1 γt (i)

(4.40)

W celu wyznaczenia parametrów modelu obserwacji (4.3) przyjmuje si ↪e, że stan dla
którego funkcja g ↪estości rozkÃladu prawdopodobieństwa obserwacji ma postać sumy
rozkÃladów normalnych może zostać potraktowany jako grupa podstanów z rozkÃlada-
mi pojedynczymi. Prawdopodobieństwa przej́sć do tych podstanów powstaj ↪a wsku-
tek przemnożenia prawdopodobieństwa przej́scia do danego stanu przez wartości
wag poszczególnych rozkÃladów normalnych. Na rys. 4.5 pokazano to dla przykÃladu,
gdy funkcja g ↪estości rozkÃladu prawdopodobieństwa jest sum ↪a dwóch rozkÃladów nor-
malnych.

j

j1

j2

aij

a cij j1 a cjk j1

a cjk j2a cij j2

ajk

Rys. 4.5. Zast ↪apienie stanu z funkcj ↪a g ↪estości rozkÃladu prawdopodobieństwa w postaci
sumy dwóch rozkÃladów Gaussa dwoma podstanami z rozkÃladami pojedynczymi.

Problem wyznaczenia parametrów modelu obserwacji sprowadza si ↪e zatem do zna-
lezienia wartości średnich i wariancji dla każdego podstanu.

Prawdopodobieństwo wyst ↪apienia danej sekwencji obserwacji w danym modelu
jest sum ↪a prawdopodobieństw po wszystkich możliwych sekwencjach stanów X:

P (Y |λ) =
∑

X

(Y, X|λ) (4.41)
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Każdy wektor obserwacji yt uczestniczy w wyznaczaniu najbardziej prawdopodob-
nych parametrów dla każdego stanu. Zatem zamiast przyporz ↪adkowywać poszcze-
gólne wektory do określonych podstanów, każda obserwacja może zostać przypo-
rz ↪adkowana do podstanu z pewn ↪a wag ↪a równ ↪a prawdopodobieństwu, że model jest
w danym podstanie, gdy interesuj ↪acy nas wektor zostaÃl zaobserwowany. Prowadzi
to do nast ↪epuj ↪acych wzorów na parametry modelu obserwacji:

µ̂is =

∑T
t=1 γt (i) ytwis (t)

∑T
t=1 γt (i)

(4.42)

Σ̂is =

∑T
t=1 γt (i) (yt − µ̂i) (yt − µ̂i)

T wis (t)
∑T

t=1 γt (i)
(4.43)

ĉis =

∑T
t=1 γt (i) wis (t)
∑T

t=1 γt (i)
(4.44)

gdzie:

wis (t) =
cisN (yt, µis, Σis)∑S

s=1 cisN (yt, µis, Σis)
(4.45)

a S oznacza liczb ↪e rozkÃladów normalnych w modelu obserwacji.
Algorytm uczenia metod ↪a Bauma Welcha jest nast ↪epuj ↪acy:

Algorytm 4.2: Algorytm Bauma Welcha

1. Dla każdego parametru danego modelu zaalokuj pami ↪eć na wartości sum z licz-
nika i mianownika wzorów (4.39), (4.40), (4.42), (4.43) i (4.44). Przydzielone
komórki pami ↪eci b ↪ed ↪a dalej nazywane akumulatorami.

2. Pobierz sekwencj ↪e ze zbioru ucz ↪acego.

3. Dla każdej chwili czasowej t i dla każdego stanu i:

3.1 Wyznacz prawdopodobieństwa αt (i) (4.29, 4.30) i βt (i) (4.32, 4.33).

3.2 Wyznacz prawdopodobieństwa γt (i) (4.35) i ξt (i, j) (4.37).

3.3 Uaktualnij wartości akumulatorów.

4. Powtarzaj punkty 2 i 3 dla każdej sekwencji ze zbioru ucz ↪acego odpowiadaj ↪acej
danej klasie.

5. Wyznacz nowe wartości parametrów wykorzystuj ↪ac wartości akumulatorów.

6. Jeżeli wartość P (Y |λ) wzrasta dostatecznie maÃlo w stosunku do iteracji po-
przedniej zakończ algorytm; w przeciwnym razie powtarzaj powyższe kroki,
wykorzystuj ↪ac reestymowane wartości parametrów.
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4.3 Modelowanie zÃlożonych procesów

ZÃlożone procesy modeluje si ↪e zwykle wyodr ↪ebniaj ↪ac prostsze elementy i Ãl ↪acz ↪ac ich
modele w odpowiednie struktury (sieci HMM). Dotyczy to np. modelowania caÃlych
zdań zÃlożonych z sekwencji pojedynczych sÃlów (zob. rozdz. 6). W tym celu bardzo
cz ↪esto na pocz ↪atku i na końcu modelu Markowa o topologii Bakisa dodaje si ↪e tzw.
stany nieemituj ↪ace odpowiadaj ↪ace odpowiednio chwilom czasowym 1 − δt i T + δt
(rys. 4.6). Stany te nie generuj ↪a obserwacji a jedynie s ↪a pomocne podczas budowania
sieci modeli.

Rys. 4.6. Model HMM z dwoma stanami emituj ↪acymi i dwoma nieemituj ↪acymi.

Wykonanie gestu wyizolowanego może znacznie odbiegać od jego wykonania w
sekwencji. Podobnie jak w przypadku sygnaÃlu mowy, zachodzi tutaj zjawisko ko-
artykulacji, polegaj ↪ace na tym, że dÃloń kończ ↪ac wykonanie jednego gestu mimo-
wolnie przygotowuje si ↪e do wykonania gestu nast ↪epnego 1. Zjawisko to wyst ↪epuje
szczególnie wtedy, gdy gesty wykonywane s ↪a spontanicznie w sposób naturalny i
objawia si ↪e znieksztaÃlceniami ukÃladu i pozycji dÃloni w pocz ↪atkowych i końcowych
fazach gestu. Dlatego ważne jest, aby poszczególne modele wchodz ↪ace w skÃlad
zÃlożonej struktury uczone byÃly na wykonaniach gestów pochodz ↪acych z rzeczy-
wistych sekwencji. Przygotowanie danych ucz ↪acych wymaga wi ↪ec r ↪ecznego wy-
odr ↪ebniania poszczególnych gestów, co dla dużych systemów rozpoznaj ↪acych jest
zadaniem pracochÃlonnym. Ponadto wskutek zjawiska koartykulacji r ↪eczne wskazanie
granic pomi ↪edzy poszczególnymi sÃlowami w zdaniu nie zawsze jest oczywiste i jed-
noznaczne. Podobna sytuacja wyst ↪epuje w przypadku mowy. Dlatego opracowano
specjaln ↪a strategi ↪e uczenia z wbudowanym wyodr ↪ebnianiem elementów skÃladowych
w ci ↪agu ucz ↪acym, a wi ↪ec np. wyrazów w zdaniach (embedded training) [81]. Opiera
si ↪e ono na algorytmie Bauma-Welcha, ale dostrajanie poszczególnych modeli od-
bywa si ↪e równolegle z wykorzystaniem tworzonych dynamicznie struktur zÃlożonych
z sekwencji modeli odpowiadaj ↪acych sekwencjom np. wyrazów w zdaniach ze zbioru
ucz ↪acego.

Algorytm 4.3: Uczenie z wbudowanym podziaÃlem zdań ucz ↪acych na wy-
razy

1. Dla każdego parametru każdego z modeli HMM przydziel pami ↪eć na wartości
sum z licznika i mianownika.

1Jak zaznaczono w podrozdziale 1.3, w niniejszej pracy gest jest utożsamiany z przedstawieniem
wyrazu, a sekwencja gestów z przedstawieniem zdania.
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2. Pobierz sekwencj ↪e ze zbioru ucz ↪acego.

3. Zbuduj zÃlożony model HMM skÃladaj ↪acy si ↪e z poÃl ↪aczonych odpowiednio modeli
wyrazów wchodz ↪acych w skÃlad sekwencji.

4. Traktuj ↪ac otrzymany w punkcie 3 ukÃlad jako jeden duży model HMM, dla
każdej chwili czasowej t i dla każdego stanu j:

4.1 Wyznacz prawdopodobieństwa αt (i) (4.29, 4.30) i βt (i) (4.32, 4.33).

4.2 Wyznacz prawdopodobieństwa γt (i) (4.35) i ξt (i, j) (4.37).

4.3 Uaktualnij wartości akumulatorów.

5. Powtarzaj punkty 3 i 4 dla każdej sekwencji ze zbioru ucz ↪acego.

6. Wykorzystuj ↪ac wartości akumulatorów wyznacz nowe estymaty parametrów
wszystkich modeli.

W tym przypadku nie jest wymagana dokÃladna segmentacja danej sekwencji, a
jedynie informacja o kolejności gestów, z których jest ona zbudowana. Taka stra-
tegia uczenia uÃlatwia proces gromadzenia danych ucz ↪acych, co ma duże znaczenie,
zwÃlaszcza w przypadkach, gdy zbiór rozpoznawanych zdań jest liczny.

Miejsca artykulacji i konfiguracje dÃloni nast ↪epuj ↪acych po sobie sÃlów mog ↪a znacz-
nie si ↪e różnić. W takim przypadku przej́scie pomi ↪edzy tymi gestami wymaga wyko-
nania dodatkowego ruchu. Dlatego cz ↪esto wprowadza si ↪e do sieci rozpoznaj ↪acej
dodatkowe modele odwzorowuj ↪ace ten ruch, nazywane modelami przej́scia. Na
rys. 4.7 przedstawiono jednostanowe modele przej́scia wykorzystywane w niniejszej
pracy. Model z rys. 4.7b, nazywany modelem typu ’Tee’, ma dodatkowe poÃl ↪aczenie
pomi ↪edzy pierwszym i ostatnim stanem nieemituj ↪acym.

a) b)

Rys. 4.7. Modele przej́scia z jednym stanem emituj ↪acym.

Przy rozpoznawaniu sekwencji gestów wykorzystuje si ↪e cz ↪esto model j ↪ezyka bi-
gram uwzgl ↪edniaj ↪acy statystyczn ↪a informacj ↪e o nast ↪epstwie gestów [13, 40, 56].
Prawdopodobieństwa bigram opisuj ↪a wtedy przej́scia pomi ↪edzy stanami nieemi-
tuj ↪acymi modeli odpowiadaj ↪acych nast ↪epuj ↪acym po sobie gestom. Prawdopodo-
bieństwa te można wyznaczyć na podstawie zbioru ucz ↪acego z wykorzystaniem
nast ↪epuj ↪acej formuÃly [81]:

P (j, i) =

{
R(j,i)−D

R(j)
dla R (j, i) > t

b (j) p (i) dla R (j, i) ≤ t
(4.46)
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gdzie: R (j, i) określa ile razy w zbiorze sekwencji ucz ↪acych gest j wyst ↪apiÃl po geście
i, zaś R (j) jest liczb ↪a wyst ↪apień gestu j. Jeżeli cz ↪estość wyst ↪apień pewnej pary
gestów jest mniejsza niż przyj ↪ety próg t, zamiast prawdopodobieństwa bigram wy-
korzystuje si ↪e prawdopodobieństwo unigram p (i) określone na podstawie cz ↪estości
wyst ↪apień danego gestu w zbiorze ucz ↪acym. WspóÃlczynnik b (j) dobiera si ↪e tak,
aby odpowiednie prawdopodobieństwa dawaÃly w sumie 1. Zazwyczaj przyjmuje si ↪e
D = 0.5. Zabieg ten jest konieczny, ponieważ w przeciwnym razie dla niektórych
par nast ↪epuj ↪acych po sobie gestów prawdopodobieństwa bigram byÃlyby bardzo maÃle,
b ↪adź wr ↪ecz zerowe. W konsekwencji prawdopodobieństwa tranzycji pomi ↪edzy od-
powiadaj ↪acymi im modelami byÃlyby znikome, co praktycznie uniemożliwiÃloby roz-
poznawanie zawieraj ↪acych je sekwencji.

Do rozpoznawania sekwencji gestów cz ↪esto stosuje si ↪e algorytm Viterbiego w wer-
sji z przekazywaniem znaczników. W algorytmie tym, każdy stan i posiada w każdej
chwili t znacznik, z którym skojarzone jest prawdopodobieństwo P (y1:t, xt = i|λ).
Dla chwili t + 1 wykonywane s ↪a nast ↪epuj ↪ace dziaÃlania:

Algorytm 4.4: Algorytm Viterbiego z przekazywaniem znaczników

1. Dla każdego stanu i kopia jego znacznika jest przekazywana do wszystkich
poÃl ↪aczonych z nim stanów j. W trakcie przej́scia znacznika skojarzone z
nim prawdopodobieństwo, wyrażone w skali logarytmicznej, jest korygowane
o wartość log [aij] + log [bj (yt+1)].

2. Dla każdego stanu j zgromadzone w nim znaczniki s ↪a porównywane i pozosta-
wiany jest tylko jeden, z najwyższ ↪a wartości ↪a prawdopodobieństwa
P (y1:t+1, xt+1 = j|λ).

Zalet ↪a wersji algorytmu Viterbiego z przekazywaniem znaczników jest to, że z danym
znacznikiem można powi ↪azać jeszcze dodatkowe informacje o sekwencji przebytych
stanów i sÃlów. Po wykonaniu algorytmu sekwencja stanów przebytych przez umiesz-
czony w ostatnim stanie znacznik pozwala na odtworzenie rozpoznawanego zdania i
wyznaczenie granic pomi ↪edzy wyrazami.

Każdy znacznik posiada wskaźnik o nazwie Word End Link (WEL). Jeżeli znacz-
nik nie przebyÃl jeszcze żadnego wyrazu, jego wskaźnik WEL wskazuje na miejsce pu-
ste: WEL = NULL. Jeżeli znacznik przechodzi przez nieemituj ↪acy stan kończ ↪acy
wyraz W1 w chwili t1, tworzona jest dynamicznie struktura o nazwie Word Link
Record (WLR1), której pola zawieraj ↪a odpowiednio:

1. Identyfikator wyrazu, który znacznik wÃlaśnie przebyÃl (W1),

2. Chwil ↪e czasow ↪a, w której znacznik opuszcza wyraz (t1),

3. Bież ↪ac ↪a wartość wskaźnika WEL (NULL - jeżeli jest to pierwszy przebywany
wyraz).

Nast ↪epnie uaktualniana jest wartość wskaźnika WEL tak, aby wskazywaÃl na nowo
utworzon ↪a struktur ↪e WLR1: WEL = &WLR1 (rys. 4.8). Symbol & oznacza tu-
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Rys. 4.8. Wskaźnik WEL po przej́sciu przez znacznik wyrazu W1 w chwili t1.

taj operator adresowy z j ↪ezyka C, który zwraca adres zmiennej w pami ↪eci. Jeżeli
nast ↪epnie znacznik opuszcza wyraz W2 w chwili t2, tworzona jest kolejna struktura
WLR2 o wartościach pól, odpowiednio: W2, t2, &WLR1 oraz uaktualniana jest
wartość wskaźnika WEL: WEL = &WLR2 (rys. 4.9). Po wykonaniu algorytmu
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NULL

WLR
2

W
2

t
2

&WLR
1

Rys. 4.9. Wskaźnik WEL po przej́sciu przez znacznik wyrazu W1 w chwili t1 i wyrazu
W2 w chwili t2.

wskaźnik WEL zwyci ↪eskiego znacznika jest pocz ↪atkiem jednokierunkowej listy dy-
namicznej, której elementy opisuj ↪a przebyte przez znacznik modele i chwile czasowe,
w których to nast ↪apiÃlo. Umożliwia to odtworzenie rozpoznanego zdania oraz przy-
porz ↪adkowanie obserwacji do stanów.

4.4 RównolegÃly ukryty model Markowa

Ważnym zagadnieniem zwi ↪azanym z HMM jest wybór modelu. Mog ↪a si ↪e zdarzyć sy-
tuacje, kiedy obserwacje powstaj ↪a w wyniku równoczesnego dziaÃlania kilku procesów
o odmiennej zÃlożoności i dynamice. Rozważmy np. O obiektów w sekwencji obrazów,
zakÃladaj ↪ac, że każdy obiekt może przyjmować L kombinacji poÃlożeń i orientacji. Do
zbudowania odpowiedniego HMM należaÃloby użyć OL stanów. Ustalenie powi ↪azań
mi ↪edzy nimi nie jest jednak Ãlatwe. Ponadto duża liczba stanów nie tylko zwi ↪eksza
zÃlożoność obliczeniow ↪a, ale przede wszystkim utrudnia uczenie modelu. Przy nie-
dostatecznie reprezentatywnym zbiorze ucz ↪acym może być powodem przeuczenia,
ujawniaj ↪acego si ↪e dobrym dopasowaniem do tych danych przy sÃlabej jednocześnie
zdolności uogólniania. Rozwi ↪azaniem może si ↪e okazać zastosowanie innych modeli
Markowa. Najprostszym od strony obliczeniowej jest model równolegÃly PaHMM,
skÃladaj ↪acy si ↪e z niezależnych zwykÃlych HMM. Na rys. 4.10 przedstawiono sieć Bay-
esowsk ↪a odpowiadaj ↪ac ↪a PaHMM uwzgl ↪edniaj ↪acemu dwa procesy równolegÃle. Każdy
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Rys. 4.10. PaHMM odpowiadaj ↪acy dwu procesom równolegÃlym.

z modeli skÃladowych ma wÃlasn ↪a struktur ↪e geometryczn ↪a i generuje wÃlasny ci ↪ag ob-
serwacji. Ci ↪agi obserwacji s ↪a jednakowo liczne, jednak generuj ↪ace je zmienne stanu
s ↪a niezależne. Pozwala to traktować modele odr ↪ebnie w fazie uczenia a klasyfi-
kacj ↪e opierać na iloczynie prawdopodobieństw. Modele PaHMM stanowi ↪a krok w
kierunku uwzgl ↪ednienia równolegÃlych procesów. Znane s ↪a również inne propozycje
[22], które jednak wymagaj ↪a bardziej zÃlożonych algorytmów obliczeniowych. Model
PaHMM jest np. szczególnym przypadkiem tzw. CHMM (coupled HMM), gdzie
stan w danym kanale w chwili t może zależeć od stanów z wszystkich kanaÃlów w
chwili t−1. W innej wersji - FHMM (factorial HMM) - stany w chwili t ze wszystkich
wzajemnie niezależnych kanaÃlów maj ↪a wpÃlyw na t ↪e sam ↪a obserwacj ↪e yt.

PaHMM zostaÃl wprowadzony przy rozpoznawaniu mowy przez Bourlarda i Du-
ponta w pracy [6]. SygnaÃl mowy podzielono tam na pasma, które byÃly modelowane
niezależnie w celu wyeliminowania zakÃlóconych, niewiarygodnych fragmentów. Do
rozpoznawania gestów po raz pierwszy model ten zostaÃl zastosowany przez Voglera
i Metaxasa [75]. RównolegÃly model Markowa modeluje Mp procesów za pomoc ↪a
Mp niezależnych modeli z oddzielnymi wyj́sciami. Modele dla poszczególnych pro-
cesów s ↪a uczone niezależnie. Do rozpoznawania stosowana jest wersja algorytmu
Viterbiego z przekazywaniem znaczników [81], któr ↪a wyjaśniono w podrozdziale 4.3.
Algorytm ten musi zostać zmodyfikowany dla stanów nieemituj ↪acych, w których
nast ↪epuje poÃl ↪aczenie modeli poszczególnych procesów niezależnych. W stanie ta-
kim znaczniki przychodz ↪ace z kanaÃlów modelu równolegÃlego s ↪a zast ↪epowane jednym
znacznikiem o wartości prawdopodobieństwa b ↪ed ↪acej iloczynem prawdopodobieństw
znaczników zast ↪epowanych. Ponieważ z danego kanaÃlu może przyj́sć w danej chwili
czasowej wi ↪ecej znaczników, rozważane s ↪a wszystkie możliwe kombinacje, przy czym
każdorazowo bierze si ↪e po jednym znaczniku dla każdego z kanaÃlów. Nast ↪epnie z
grupy tak otrzymanych znaczników wybierany jest jeden lub wi ↪ecej znaczników wy-
grywaj ↪acych, które przekazane mog ↪a być do kolejnych modeli PaHMM w sieci. Po-
nieważ w przypadku sieci modeli PaHMM te same stany nieemituj ↪ace Ãl ↪acz ↪a także
poszczególne modele w sieci, konieczne jest wprowadzenie dodatkowego ogranicze-
nia. ÃL ↪aczone mog ↪a być jedynie znaczniki, dla których sekwencje przebytych modeli
s ↪a identyczne.
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Sekwencje obserwacji dla poszczególnych kanaÃlów modelu równolegÃlego s ↪a inne.
W rezultacie optymalne ścieżki wyznaczone dla każdego z kanaÃlów mog ↪a przecho-
dzić przez stany kończ ↪ace wyrazy w różnych chwilach czasowych. Dla sieci modeli
PaHMM informacje pochodz ↪ace z poszczególnych kanaÃlów musz ↪a być synchronizo-
wane w stanach oznaczaj ↪acych końce wyrazów. Sekwencje stanów Ãl ↪aczonych tam
znaczników nie zawsze b ↪ed ↪a odpowiadać sekwencjom optymalnym. Należy si ↪e jed-
nak spodziewać, że b ↪ed ↪a to sekwencje z grupy tych, daj ↪acych najwyższe prawdopo-
dobieństwa. Dlatego w przypadku modeli PaHMM konieczne jest zapami ↪etywanie
dla każdego stanu i propagowanie w sieci kilku znaczników, z którymi skojarzone s ↪a
najwyższe wartości prawdopodobieństw. W niniejszej pracy przyj ↪eto, że w każdym
stanie zapami ↪etywane s ↪a 4 znaczniki. Zwi ↪ekszenie liczby znaczników nie spowo-
dowaÃlo bowiem poprawy skuteczności rozpoznawania (zob. podrozdziaÃl 6.2).

W przypadku równolegÃlego modelu Markowa poszczególne stany nie musz ↪a zmie-
niać si ↪e w tych samych dyskretnych chwilach czasowych. Wykorzystywane modele
mog ↪a mieć różn ↪a topologi ↪e a zakÃlócenia w jednym strumieniu danych nie degraduj ↪a
wyniku tak silnie jak w przypadku pojedynczego ukrytego modelu Markowa.

4.5 Podsumowanie

W rozdziale opisano podstawy matematyczne ukrytych modeli Markowa, wykorzy-
stywanych w niniejszej pracy do rozpoznawania wyrazów i zdań PJM. Rozpocz ↪eto
od typowego w modelowaniu szeregów czasowych ukÃladu jednokierunkowego (mo-
del Bakisa), w którym dzi ↪eki istnieniu dodatkowych przej́sć z pomini ↪eciem pew-
nych stanów możliwe jest modelowanie sekwencji o różnej dÃlugości. Ma to duże
znaczenie w przypadku rozpoznawania wyrazów i zdań PJM, których wykonania
nawet przez jedn ↪a osob ↪e mog ↪a znacznie odbiegać od siebie, zależnie od chwilowego
nastroju mówcy albo kontekstu, w którym dany gest zostaÃl użyty. Skalowanie se-
kwencji wektorów cech do jednej ustalonej dÃlugości nie jest w tym przypadku takie
proste i oczywiste ponieważ w trakcie wykonywania gestu pr ↪edkości dÃloni nie s ↪a
jednostajne. Zazwyczaj dÃloń przyśpiesza w pocz ↪atkowej fazie ruchu w danym kie-
runku i zwalnia nieznacznie tuż przed gwaÃltown ↪a zmian ↪a kierunku. Opisano także
równolegÃle ukryte modele Markowa. PrzesÃlank ↪a do ich zastosowania w rozpoznawa-
niu j ↪ezyka miganego może być fakt, że w wi ↪ekszości znaków migowych uczestnicz ↪a
dwie dÃlonie, których ksztaÃlty i pozycje, zwÃlaszcza w przypadku spontanicznego wy-
konania gestu, niekoniecznie musz ↪a zmieniać si ↪e synchronicznie. Ponadto nawet jeśli
ruch wykonywany jest jedn ↪a dÃloni ↪a, to poszczególne wartości cech mog ↪a zmieniać si ↪e
równocześnie, np. dÃloń zmienia swoj ↪a konfiguracj ↪e w trakcie wykonywania ruchu.
W przypadku sygnaÃlu mowy wyróżnia si ↪e tzw. fonemy czyli najmniejsze, niepo-
dzielne jednostki różnicuj ↪ace dane sÃlowo. Niektórzy badacze wskazuj ↪a odpowied-
niki fonemów dla przekazu migowego, nazywaj ↪ac je cheremami. Zasadnicza różnica
pomi ↪edzy struktur ↪a sygnaÃlu mowy i przekazu w j ↪ezyku miganym polega na tym, że
o ile fonemy mog ↪a zmieniać si ↪e tylko sekwencyjnie, to zmiany cheremów mog ↪a także
zachodzić równolegle. Można oczywíscie modelować procesy zachodz ↪ace równolegle
z wykorzystaniem regularnych modeli Markowa, grupuj ↪ac w jednym wektorze cechy
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z poszczególnych kanaÃlów. W takim przypadku powstaje jednak ograniczenie, że
zmiany w kanaÃlach musz ↪a zachodzić w tych samych dyskretnych chwilach czaso-
wych. PaHMM ma wi ↪ecej stopni swobody i można przypuszczać, że b ↪edzie lepiej
radziÃl sobie z rozpoznawaniem gestów wykonywanych w sposób spontaniczny przez
wprawnego mówc ↪e.

Omawiaj ↪ac podstawy matematyczne ukrytych modeli Markowa zwrócono szcze-
góln ↪a uwag ↪e na wersj ↪e algorytmu Viterbiego z przekazywaniem znaczników, która
znajduje zastosowanie przy rozpoznawaniu zdań z wykorzystaniem sieci zbudowa-
nych z ukrytych modeli Markowa odpowiadaj ↪acych poszczególnym wyrazom, zarówno
w przypadku zwykÃlych jak i równolegÃlych ukrytych modeli Markowa. W wer-
sji tej każdy stan modelu, w każdej chwili czasowej posiada znacznik, który w
nast ↪epnej chwili czasowej zostaje przekazany do wszystkich poÃl ↪aczonych dozwolo-
nym przej́sciem stanów. Ze znacznikiem tym oprócz wartości prawdopodobieństwa
mog ↪a być zwi ↪azane pewne dodatkowe przydatne informacje, np. o sekwencji prze-
bytych stanów i modeli.

Zwrócono także uwag ↪e na specjaln ↪a strategi ↪e uczenia z wbudowanym podziaÃlem
zdań ucz ↪acych na sÃlowa, która znajduje zastosowanie przy rozpoznawaniu sekwencji
gestów z wykorzystaniem sieci ukrytych modeli Markowa. Uczenie poszczególnych
modeli odbywa si ↪e wtedy równolegle z wykorzystaniem tworzonych dynamicznie
struktur odpowiadaj ↪acych sekwencjom ze zbioru ucz ↪acego. Zalet ↪a metody jest to,
że nie jest wymagana precyzyjna segmentacja danej sekwencji, a jedynie informacja
o kolejności tworz ↪acych j ↪a gestów. UÃlatwia to przygotowywanie danych do uczenia.

W rozdziale opisano także dwa rodzaje modeli przej́scia, które zastosowano w
niniejszej pracy do modelowania przej́sć pomi ↪edzy gestami wyrażaj ↪acymi wyrazy
podczas przedstawiania zdań.



RozdziaÃl 5

Rozpoznawanie pojedynczych sÃlów

Do badań wybrano 101 wyrazów wyst ↪epuj ↪acych w typowych sytuacjach u lekarza
i na poczcie (patrz dodatek E). Sekwencje obrazów 320*240 pikseli otrzymane w
ukÃladzie stereowizyjnym z kamerami kolorowymi rejestrowano z cz ↪estotliwości ↪a 25
klatek/s. Przygotowano trzy zbiory danych, licz ↪ace po 20 wykonań każdego wyrazu
przez dwie osoby (A i B) w dobrych warunkach oświetlenia, oraz przez osob ↪e B w
niekorzystnych warunkach oświetlenia. Osoba B jest lektork ↪a PJM, osoba A, au-
tor niniejszej pracy, wyuczyÃla si ↪e j ↪ezyka migowego na potrzeby tych badań. Zbiory
nazwane, odpowiednio, A, B, B′ podzielono na równe, rozÃl ↪aczne podzbiory, prze-
znaczone do uczenia (Atr, Btr, B′

tr) i do testowania (Ate, Bte, B′
te) ukrytych modeli

Markowa. Na zbiorach A i B wykonano również czterokrotn ↪a walidacj ↪e skrośn ↪a,
wyodr ↪ebniaj ↪ac w każdym cztery rozÃl ↪aczne, równoliczne podzbiory, z których trzy
wykorzystywano do uczenia, a czwarty do testowania.

5.1 Wybór wektora cech

Rozważono 32 warianty wektora cech, scharakteryzowane w podrozdziale 3.4. Tab.
5.1 zawiera wyniki eksperymentów dotycz ↪acych zbiorów testowych. Przyj ↪ete dodat-
kowe oznaczenia maj ↪a nast ↪epuj ↪ac ↪a interpretacj ↪e:

• AV 4, BV 4 - dotyczy uśrednienia wyników czterokrotnej walidacji skrośnej dla
zbioru A, B,

• Ate, Bte, B′
te - dotyczy wyników rozpoznawania zbiorów testowych przez mo-

dele wyuczone na podstawie odpowiadaj ↪acych zbiorów ucz ↪acych,

• Atr/Bte, Btr/Ate - dotyczy testowania modeli wyuczonych na gestach innej
osoby,

• ABtr/Ate, ABtr/Bte - dotyczy testowania modeli wyuczonych na gestach obu
osób, wtedy do uczenia wzi ↪eto po pi ↪eć pierwszych elementów z Atr i Btr .

Modele odpowiadaj ↪ace poszczególnym wyrazom miaÃly po 4 stany, przy czym stany
1 i 4 byÃly nieemituj ↪ace (rys. 4.6). Stany nieemituj ↪ace (pocz ↪atkowy i końcowy)

66
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Tab. 5.1. Skuteczność rozpoznawania na zbiorach testowych [%] (Oznaczenia wektorów
cech s ↪a zgodne z przyj ↪etymi w tab. 3.7)
wektor opis AV 4 Ate BV 4 Bte B′

te Atr/ ABtr/ Btr/ ABtr/
cech Bte Bte Ate Ate

1 poÃlożenie 90.1 83.1 90.7 83.2 73.0 81.8 83.9 82.7 83.6
2 91.6 84.7 92.2 84.5 74.6 82.9 85.0 84.7 85.3
3 91.8 86.0 92.4 86.1 76.0 85.3 86.6 85.1 86.5
4 poÃlożenie 91.9 84.5 92.5 84.4 74.5 83.3 84.8 84.9 85.1
5 + 92.4 86.5 93.0 86.9 76.4 85.5 87.0 85.6 86.9
6 ksztaÃlt 93.0 87.2 93.6 87.2 77.2 85.8 87.7 86.0 87.3
7 92.9 85.4 93.5 84.9 75.4 82.8 85.3 83.3 85.7
8 93.2 87.5 93.8 87.6 77.4 85.5 88.1 86.6 87.6
9 92.9 86.8 93.5 87.6 86.7 84.8 87.8 85.5 87.2
10 poÃlożenie 93.2 85.6 93.8 85.9 85.5 84.6 86.6 84.8 86.2
11 + 92.2 87.1 92.8 87.4 85.9 85.2 87.7 86.2 87.6
12 ksztaÃlt 93.1 87.5 93.7 87.5 86.9 85.0 87.8 86.7 87.5
13 + 93.4 87.5 94.0 87.6 87.8 86.2 88.2 87.0 87.9
14 gÃl ↪ebia 93.3 87.3 93.9 87.3 86.9 86.3 88.1 86.3 87.7
15 93.5 87.2 94.1 87.1 87.0 85.4 87.3 86.2 86.7
16 93.0 93.9 92.6 95.2 83.2 92.1 94.7 94.5 94.7
17 poÃlożenie 93.3 96.7 92.8 96.4 84.5 94.8 96.1 93.3 94.9
18 + 92.7 93.9 93.8 95.2 83.8 92.3 93.3 93.5 93.3
19 ksztaÃlt 94.2 96.3 93.6 98.4 85.4 94.9 96.1 94.3 94.9
20 + 94.2 95.8 94.3 97.4 84.8 95.1 95.7 95.6 95.4
21 orientacja 94.7 94.9 94.8 95.5 83.9 92.5 94.6 92.3 93.9
22 95.3 97.6 94.5 99.4 85.7 94.5 97.7 96.7 96.0
23 poÃlożenie 94.3 97.4 94.3 98.4 95.1 94.1 97.4 94.7 95.5
24 + 94.2 93.9 94.8 95.8 93.7 93.5 95.2 92.9 95.4
25 ksztaÃlt 94.2 95.8 93.9 97.4 94.6 93.2 96.3 95.4 96.3
26 + 95.0 98.5 94.8 97.6 95.5 94.5 96.7 95.3 95.5
27 gÃl ↪ebia 94.0 98.6 94.1 99.3 97.0 95.5 97.7 95.7 97.3
28 + 94.7 97.4 95.7 98.6 95.5 95.5 97.5 95.7 96.4
29 orientacja 94.7 97.4 94.9 97.4 94.5 93.6 96.2 95.3 95.3

poÃlożenie
30 + 90.2 83.4 90.7 83.4 75.0 82.1 83.4 82.3 83.3

orientacja
poÃlożenie

31 + 90.3 83.6 90.8 83.7 82.3 82.4 83.6 82.4 83.4
gÃl ↪ebia

32 poÃlożenie +
32 gÃl ↪ebia + 90.2 83.6 90.8 83.8 82.3 82.5 83.6 82.4 83.6
32 orientacja

s ↪a pomocne podczas budowania sieci modeli wykorzystywanych w rozpoznawaniu
zdań (zob. podrozdziaÃl 4.3). Funkcja g ↪estości prawdopodobieństwa obserwacji
dla każdego ze stanów emituj ↪acych miaÃla postać sumy dwóch rozkÃladów Gaussa.
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RozkÃlad wielomodalny daje możliwość uwzgl ↪ednienia różnych reprezentacji tego sa-
mego gestu. Suma dwóch Gaussianów odpowiada dwóm wariantom wykonania.
Nawet ta sama osoba może np. raz rozpocz ↪ać wykonanie sÃlowa na wysokości bio-
dra, podczas gdy innym razem na wysokości brzucha. Jako narz ↪edzie obliczeniowe
wykorzystano pakiet HTK [81].

Na rys. 5.1 przedstawiono średnie wartości skuteczności rozpoznawania w po-
szczególnych grupach wektorów cech dla zbiorów Ate, Bte i B′

te.

Rys. 5.1. Średnie skuteczności rozpoznawania wyrazów w poszczególnych grupach wek-
torów cech dla zbiorów Ate, Bte, B′

te; p - poÃlożenie, k - ksztaÃlt, g - gÃl ↪ebia, o - orientacja.

Analizuj ↪ac bliżej rezultaty rozpoznawania stwierdzono, że uwzgl ↪ednienie w wekto-
rze cech elementów zwi ↪azanych z ksztaÃltem dÃloni poprawiÃlo rozpoznawanie tych
wyrazów, w wykonywaniu których dÃlonie przyjmuj ↪a podobne pozycje, lecz różne
ksztaÃlty. W tab. 5.2 pokazano przykÃlady pomyÃlek popeÃlnianych podczas rozpozna-
wania takich wyrazów z wykorzystaniem wektora cech zawieraj ↪acego tylko infor-
macj ↪e o poÃlożeniu.

Informacja o poÃlożeniu przestrzennym dÃloni jest cz ↪eściowo zawarta w jej powierz-
chni. Przy zbliżaniu dÃloni do kamery powierzchnia odpowiadaj ↪acego jej obiektu w
obrazie wzrasta. Jednak gdy w wyniku niedokÃladności segmentacji otrzymywane
ksztaÃlty dÃloni zostan ↪a zdeformowane, np. wskutek doÃl ↪aczenia do obszaru dÃloni myl-
nie zakwalifikowanych pikseli tÃla, zmiany powierzchni zwi ↪azane ze skÃladow ↪a ruchu
równolegÃl ↪a do osi optycznej kamery mog ↪a być niezauważalne. Wtedy informacja o
gÃl ↪ebi stanowi uzupeÃlnienie, pozwalaj ↪ace na dokonanie poprawnej klasyfikacji gestu.
Na rys. 5.2 przedstawiono pocz ↪atkow ↪a i końcow ↪a faz ↪e gestu skierowanie nagranego w
trudniejszych warunkach, przy jasnym tle i silnym oświetleniu sztucznym, maj ↪acym
charakter kierunkowy. Środki ci ↪eżkości obiektów odpowiadaj ↪acych dÃloniom na ob-
razach binarnych 5.2b) i 5.2e) s ↪a nieznacznie przesuni ↪ete, co świadczy o istnieniu
skÃladowej ruchu w pÃlaszczyźnie równolegÃlej do pÃlaszczyzny obrazu. Jednak po-
wierzchnie i ksztaÃlty tych obiektów s ↪a podobne i trudno na tej podstawie wniosko-
wać o skÃladowej ruchu równolegÃlej do osi optycznej kamery. Widać jednak, że obszar
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Tab. 5.2. Wybrane pomyÃlki w trakcie rozpoznawania z wykorzystaniem wektora cech
zawieraj ↪acego tylko informacj ↪e o poÃlożeniu dÃloni

wyraz rozpoznany wyraz rozpoznawany

pogotowie opony mózgowe

przyjmować otrzymać

list prześwietlenie

odpowiadaj ↪acy dÃloniom na obrazie mapy dysparycji 5.2f) jest wyraźnie jaśniejszy,
niż na obrazie 5.2c). Oznacza to, że w końcowej fazie gestu dÃlonie znajdowaÃly si ↪e
bliżej kamery, a zatem wyst ↪apiÃl ruch w kierunku od osoby wykonuj ↪acej gest. Po-
dobne sytuacje spowodowaÃly wyraźnie gorsz ↪a skuteczność rozpoznania w zbiorze
B′, jeśli wektor cech nie uwzgl ↪edniaÃl informacji o gÃl ↪ebi. Dodanie tej informacji daÃlo
jednocześnie znacznie wyraźniejszy skutek niż w przypadkach, kiedy lepsze warunki
oświetlenia pozwalaÃly na dokÃladniejsz ↪a detekcj ↪e obszaru dÃloni (zob. np. kolumny
dotycz ↪ace zbiorów Ate, Bte).

WpÃlyw dodania do wektora cech orientacji ψ pokazano na rys. 5.3. KsztaÃlty i
pozycje binarnych obiektów odpowiadaj ↪acych dÃloniom w obrazach 5.3b) i 5.3d) s ↪a
zbliżone. W takim przypadku dodanie do wektora cech orientacji osi gÃlównej dla
obu dÃloni uÃlatwia rozpoznanie tych dwóch gestów.
W tab. 5.3 zestawiono wyrazy, które byÃly najcz ↪eściej rozpoznawane niepoprawnie
z wykorzystaniem wektora cech (27), dla którego otrzymano najlepszy wynik i dla
wektora (13) zawieraj ↪acego te same elementy skÃladowe z wyj ↪atkiem orientacji osi
gÃlównej.
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a) b) c)

d) e) f)

Rys. 5.2. Obrazy zarejestrowane podczas rozpoznawania gestu skierowanie nagranego
w niekorzystnych warunkach oświetlenia: a), b), c) - kolejno: obraz monochromatyczny,
binarny i mapa dysparycji dla pocz ↪atkowej fazy gestów, d), e), f) - analogiczne obrazy dla
końcowej fazy gestu.

a) b)

c) d)

Rys. 5.3. WpÃlyw dodania do wektora cech orientacji: a) obraz wej́sciowy dla gestu ra-
chunek, b) obraz binarny otrzymany na podstawie obrazu a), c) obraz wej́sciowy dla gestu
chory, d) obraz binarny otrzymany na podstawie obrazu c).

Podobnie jak w przypadku j ↪ezyka mówionego, każda osoba wykonuje gest w
specyficzny dla siebie sposób. Rozważano wi ↪ec przypadek wykorzystania modeli
wyuczonych na gestach innej osoby niż rozpoznawane. Zaobserwowano pogorszenie
otrzymanych rezultatów. Metoda nie jest niezależna od użytkownika i baza danych
gestów wykorzystanych do uczenia powinna zawierać wykonania poszczególnych wy-
razów przez wi ↪ecej osób.
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Tab. 5.3. Najcz ↪eściej mylone wyrazy dla wektorów cech 13 i 27
wyraz liczba pomyÃlek liczba pomyÃlek

wektor 13 wektor 27

dzisiaj 10 5
boleć 9 2
żoÃl ↪adek 9 7
na 8 3
o 7 2
rachunek 7 2
wysyÃlać 7 3
inny 6 2
termometr 5 0
i 3 0
lekarstwo 3 0
opony 3 0
pisać 3 0
pogotowie 3 0
analiza 2 0
angina 2 0
leżeć 2 0
Ãlóżko 2 0

Przeanalizowano skuteczność rozpoznawania na podstawie różnych wektorów
cech. Globalne rezultaty przedstawione w tab. 5.1 ukazuj ↪a różnice. Bliższe spoj-
rzenie na skuteczność rozpoznawania poszczególnych sÃlów pozwala stwierdzić, że
pewne wektory cech okazuj ↪a si ↪e korzystniejsze w rozpoznawaniu niektórych sÃlów,
inne zaś dominuj ↪a w pozostaÃlych przypadkach. Świadcz ↪a o tym zestawienia w tab.
5.4 i 5.5. Pierwsza tabela odnosi si ↪e do wektorów cech nieuwzgl ↪edniaj ↪acych orien-
tacji dÃloni, druga do wszystkich 32 wektorów cech. Porównuj ↪ac kolumny (e), (f),
(g) oraz (i) w tab. 5.4 widzimy, że najlepszy rezultat - kolumna (i) - jest wyraźnie
gorszy od wyniku, jaki uzyskanoby bior ↪ac wektor cech najlepszy w rozpoznawaniu
konkretnych sÃlów, co oczywíscie nie jest możliwe w praktyce. Kolumny (b) - (h) po-
zwalaj ↪a ocenić relacje mi ↪edzy hipotetycznymi wynikami w zależności od możliwości
wyboru: spośród wszystkich wektorów cech - kolumny (b), (e), spośród wektorów
zawieraj ↪acych informacj ↪e o poÃlożeniu i ksztaÃlcie - kolumny (c), (f) - oraz spośród
wektorów uwzgl ↪edniaj ↪acych wymienione elementy wraz informacj ↪a o gÃl ↪ebi. Z kolei
kolumna (h), dotycz ↪aca wektora cech uwzgl ↪edniaj ↪acego tylko informacj ↪e o poÃlożeniu,
porównana z kolumnami (b), (c), (d) wskazuje, że najuboższy wektor cech nie musi
być zawsze najgorszy.
Przedstawione obserwacje uzasadniaj ↪a celowość przebadania skuteczności rozpozna-
wania z wykorzystaniem kombinacji klasyfikatorów opartych na różnych wektorach
cech. Zastosowano metody znane z literatury (zob. np. [8, 15, 46]).
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Tab. 5.4 pokazuje wyniki dla gÃlosowania z wi ↪ekszości ↪a zwykÃl ↪a - kolumna (j),
bezwzgl ↪edn ↪a - kolumna (k), technik ↪a Bordy - kolumna (l) oraz uśrednień Bayesa
-kolumna (m) i caÃlki rozmytej - kolumna (n). W odniesieniu do dwóch ostatnich me-
tod konieczna byÃla normalizacja wyj́sć modeli odpowiadaj ↪acych jednakowym wekto-
rom cech do przedziaÃlu [0, 1]. Wyniki potwierdzaj ↪a atrakcyjność metod gÃlosowania
i caÃlki rozmytej, dla których otrzymano rezultat o okoÃlo 4% lepszy niż najlepszy z
uzyskanych za pomoc ↪a najlepszego klasyfikatora.

Tab. 5.4. Średnie skuteczności rozpoznawania w zbiorze testowym przez różne klasyfika-
tory uwzgl ↪edniaj ↪ace cechy 1-15, [%]

zbiór min min min max max max klas. naj. gÃlos. 50% Borda Bayes caÃl.
1-15 2-8 9-15 1-15 2-8 9-15 1 +1 roz.

(a) (b) (c) (d) (e) (f) (g) (h) (i) (j) (k) (l) (m) (n)
Ate 67.0 75.0 78.0 96.0 94.0 94.0 83.0 88.0 92.5 89.5 89.7 90.7 92.1
Bte 67.0 71.7 76.6 96.9 95.0 94.8 83.2 88.5 92.5 89.1 89.2 90.5 92.2
B′

te 50.4 55.0 73.1 97.9 91.6 95.4 73.0 87.8 91.5 87.0 63.5 63.2 91.2

(b) - (d): klasyfikator wykorzystuj ↪acy dla każdego sÃlowa najmniej korzystny wektor
cech spośród wymienionych,
(e) - (g): klasyfikator wykorzystuj ↪acy dla każdego sÃlowa najkorzystniejszy wektor cech
spośród wymienionych,
(h): klasyfikator wykorzystuj ↪acy pierwszy wektor cech,
(i): klasyfikator Ãl ↪acznie najlepszy,
(j): kombinacja klasyfikatorów metod ↪a gÃlosowania z wi ↪ekszości ↪a zwykÃl ↪a,
(k): kombinacja klasyfikatorów metod ↪a gÃlosowania z wi ↪ekszości ↪a bezwzgl ↪edn ↪a,
(l): kombinacja klasyfikatorów metod ↪a pozycyjn ↪a Bordy,
(m): kombinacja klasyfikatorów ważon ↪a metod ↪a Bayesa (przyj ↪eto jednakowe wagi
dla każdego klasyfikatora),
(n): kombinacja klasyfikatorów metod ↪a caÃlki rozmytej (dla każdego klasyfikatora
przyj ↪eto jednakowy stopień ważności 0.75)

Tab. 5.4 odnosi si ↪e do klasyfikatorów bazuj ↪acych na wektorach cech 1-15, tzn. nie-
uwzgl ↪edniaj ↪acych orientacji dÃloni. Skutek uwzgl ↪ednienia także tej cechy ukazuje
tab. 5.5. Tutaj bardzo wysoki wynik globalnie najlepszego klasyfikatora okazaÃl si ↪e
tylko nieznacznie gorszy od hipotetycznego rezultatu, jaki otrzymanoby dobieraj ↪ac
klasyfikator indywidualnie do sÃlowa. Fuzja klasyfikatorów generalnie pogorszyÃla re-
zultat rozpoznawania, zapewne wskutek uwzgl ↪ednienia zbyt wielu klasyfikatorów
sÃlabych. W przypadku gÃlosowania i caÃlki rozmytej pogorszenie to okazaÃlo si ↪e jed-
nak najmniejsze. Staranniejszy dobór kombinowanych klasyfikatorów (patrz tab.
5.6, 5.7) poprawiÃl końcowy rezultat, chociaż w porównaniu z pojedynczym, global-
nie najlepszym klasyfikatorem korzyść okazaÃla si ↪e maÃlo znacz ↪aca, czego można byÃlo
oczekiwać.
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Tab. 5.5. Średnie skuteczności rozpoznawania w zbiorze testowym przez różne klasyfika-
tory uwzgl ↪edniaj ↪ace cechy 1-29, [%]

zbiór min max klas. naj. gÃlos. 50% Borda Bayes caÃl.
1-29 1-29 1 +1 roz.

(a) (b) (c) (d) (e) (f) (g) (h) (i) (j)
Ate 63.7 100 83.0 98.6 95.4 93.7 98.9 93.5 95.1
Bte 67.0 100 83.2 99.3 99.2 95.3 99.2 93.2 95.1
B′

te 50.4 99.7 73.0 97.0 95.4 89.2 71.3 71.3 94.8

(b): klasyfikator wykorzystuj ↪acy dla każdego sÃlowa najmniej korzystny wektor cech
spośród wymienionych,
(c): klasyfikator wykorzystuj ↪acy dla każdego sÃlowa najkorzystniejszy wektor cech
spośród wymienionych,
(d): klasyfikator wykorzystuj ↪acy pierwszy wektor cech,
(e): klasyfikator Ãl ↪acznie najlepszy,
(f): kombinacja klasyfikatorów metod ↪a gÃlosowania z wi ↪ekszości ↪a zwykÃl ↪a,
(g): kombinacja klasyfikatorów metod ↪a gÃlosowania z wi ↪ekszości ↪a bezwzgl ↪edn ↪a,
(h): kombinacja klasyfikatorów metod ↪a pozycyjn ↪a Bordy,
(i): kombinacja klasyfikatorów ważon ↪a metod ↪a Bayesa (przyj ↪eto jednakowe wagi dla
każdego klasyfikatora),
(j): kombinacja klasyfikatorów metod ↪a caÃlki rozmytej (dla każdego klasyfikatora
przyj ↪eto jednakowy stopień ważności 0.75)

Tab. 5.6. Średnie skuteczności rozpoznawania w zbiorze testowym przez różne klasyfika-
tory uwzgl ↪edniaj ↪ace cechy 16-29, [%]

zbiór min max klas. naj. gÃlos. 50% Borda Bayes caÃl.
16-29 16-29 1 +1 roz.

(a) (b) (c) (d) (e) (f) (g) (h) (i) (j)
Ate 85.5 100.0 93.9 98.6 97.6 94.8 99.1 95.2 97.1
Bte 86.4 100.0 95.2 99.3 100.0 99.9 99.5 94.9 97.1
B′

te 63.0 99.7 83.2 97.0 97.6 94.8 75.1 75.1 96.9

Tab. 5.7. Średnie skuteczności rozpoznawania w zbiorze testowym przez różne klasyfika-
tory uwzgl ↪edniaj ↪ace cechy 17, 19, 20, 22, 23, 25, 26, 27, 28, 29, [%]

zbiór min max klas. naj. gÃlos. 50% Borda Bayes caÃl.
1 +1 roz.

(a) (b) (c) (d) (e) (f) (g) (h) (i) (j)
Ate 90.8 100.0 96.7 98.6 97.4 95.3 99.4 97.3 97.6
Bte 92.6 100.0 96.4 99.4 99.9 99.5 99.6 96.1 97.6
B′

te 70.5 99.6 84.5 97.0 97.4 95.3 76.3 77.0 96.5

5.2 Dyskusja liczby stanów

Dla każdego z rozważanych wariantów wektora cech eksperymenty z rozpoznawa-
niem wyrazów powtórzono dla modeli Markowa maj ↪acych od 2 do 10 stanów emi-
tuj ↪acych, przy czym dla danego testu wszystkie modele miaÃly tak ↪a sam ↪a liczb ↪e
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stanów. W tab. 5.8 i na rys. 5.4 przedstawiono przykÃladowe wyniki otrzymane dla
wektora cech 27 i dla osoby A. Najlepszy rezultat 98.6% otrzymano dla modeli

Tab. 5.8. Skuteczność rozpoznawania wyrazów w zależności od liczby stanów w ukrytych
modelach Markowa (w danym eksperymencie liczba stanów dla wszystkich wyrazów jest
jednakowa), [%]

- - liczba stanów emituj ↪acych w ukrytych modelach Markowa
zbiór liczność 2 3 4 5 6 7 8 9 10

Atr 1010 100.0 100.0 100.0 100.0 100.0 100.0 99.9 100.0 100.0
Ate 1010 98.6 97.9 96.3 97.1 95.2 92.3 92.6 92.0 91.7

razem 2020 99.3 99.0 98.2 98.6 97.6 96.1 96.2 96.0 95.8

Rys. 5.4. Skuteczność rozpoznania wyrazów ze zbioru Ate w zależności od liczby stanów
emituj ↪acych w ukrytych modelach Markowa (w danym eksperymencie liczba stanów dla
wszystkich wyrazów jest jednakowa).

maj ↪acych po 2 stany. Jednak kolejne rezultaty, dla 3, 4 i 5 stanów s ↪a tylko nieznacz-
nie gorsze. Dla innych rozpatrywanych wariantów wektora cech najlepsze wyniki
wyst ↪apiÃly, gdy liczba stanów byÃla równa 2, 3, 4 lub 5. We wszystkich przypadkach
obserwowano gwaÃltowne pogarszanie si ↪e wyników, gdy liczba stanów byÃla wi ↪eksza
od 5.
W tab. 5.10 przedstawiono rezultaty otrzymane dla przypadku, gdy liczba stanów
dla poszczególnych wyrazów nie byÃla jednakowa. Do wyznaczenia liczby stanów
dla danego wyrazu posÃlużono si ↪e wynikami eksperymentów dla liczby stanów zmie-
niaj ↪acej si ↪e od 2 do 10, w których wszystkie modele miaÃly jednakow ↪a liczb ↪e stanów.
Wyznaczono średnie prawdopodobieństwa wygenerowania danego wyrazu w odpo-
wiadaj ↪acych mu modelach o różnej liczbie stanów i wybrano ten model, dla którego
prawdopodobieństwo to byÃlo najwi ↪eksze. Przyporz ↪adkowanie liczby stanów do mo-
deli odpowiadaj ↪acych poszczególnym wyrazom przedstawiono w tab. 5.9.
Wyniki z tab. 5.10 dotycz ↪a wektora cech 27. Analogiczne testy wykonano dla
wszystkich rozważanych wariantów wektora cech otrzymuj ↪ac za każdym razem nie-
znacznie lepszy wynik dla przypadku, gdy modele odpowiadaj ↪ace poszczególnym
wyrazom miaÃly zróżnicowan ↪a liczb ↪e stanów.
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Tab. 5.9. Przyporz ↪adkowanie liczby stanów do modeli poszczególnych wyrazów
liczba stanów wyrazy

5 być, katar, okulary, szpital, zastrzyk, zwolnienie
4 grypa, natychmiast, o, otrzymać, palić, poczta, pój́sć, pokazać,

rachunek, si ↪e, wata
3 analiza, aparat, do, dokÃladny, gÃlowa, i, ja, kosztować, leżeć, nie,

opony, paczka, pogotowie, polecony, poÃlożyć, potrzebny,
przezi ↪ebiony, recepta, sÃluch, sÃlyszeć, tabletka, wykonać, wysyÃlać,
z ↪eby

2 pozostaÃle wyrazy

Tab. 5.10. Rozpoznawanie wyrazów z modelami Markowa o zróżnicowanej liczbie (w
danym eksperymencie liczba stanów dla poszczególnych wyrazów nie jest jednakowa), [%]

zbiór liczność taka sama liczba stanów liczba stanów zróżnicowana
dla poszczególnych wyrazów = 2 dla poszczególnych wyrazów

ucz ↪acy 1010 100.0 100.0
testowy 1010 98.6 99.1
razem 2020 99.3 99.6

Badano zależność średnich wartości logarytmów prawdopodobieństw wygenero-
wania danego wyrazu w odpowiadaj ↪acym mu modelu od liczby stanów tego modelu,
osobno na zbiorze ucz ↪acym i testowym. Na rys. 5.5 przedstawiono przebiegi otrzy-
mane dla wyrazu analiza i wektora cech 27.

Rys. 5.5. Zależności średnich wartości logarytmów prawdopodobieństw wygenerowania
wyrazu analiza w odpowiadaj ↪acym mu modelu od liczby stanów tego modelu, wyznaczone
na podstawie zbiorów ucz ↪acego i testowego oraz różnica dla obu zbiorów.

Z porównania wykresów wynika, że dla dużej liczby stanów (> 5) model dobrze
dopasowuje si ↪e do danych użytych w uczeniu (wi ↪eksze średnie wartości prawdopo-
dobieństw), ale traci swe wÃlaściwości uogólniaj ↪ace (wi ↪eksza różnica średnich wartości
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prawdopodobieństw otrzymanych na zbiorach ucz ↪acym i testowym). Wi ↪ekszość z
przebiegów dla innych sÃlów miaÃla podobny charakter. Na rys. 5.6 przedstawiono
przebiegi uśrednione dla wszystkich wyrazów. Wyniki eksperymentów wskazuj ↪a,
że do rozpoznawania wybranych sÃlów i zdań PJM powinno si ↪e raczej projektować
modele Markowa o mniejszej liczbie stanów.

Rys. 5.6. Zależności średnich wartości logarytmów prawdopodobieństwa wygenerowania
wyrazu w odpowiadaj ↪acym mu modelu od liczby stanów tego modelu, wyznaczone na pod-
stawie zbiorów ucz ↪acego i testowego oraz różnica dla obu zbiorów.

5.3 Podsumowanie

W rozdziale przedstawiono wyniki rozpoznawania podzbioru 101 wyrazów PJM
wyst ↪epuj ↪acych w typowych sytuacjach: u lekarza i na poczcie. Gesty wykonywane
byÃly przez lektork ↪e PJM oraz przez autora, który wyuczyÃl si ↪e ich na użytek niniej-
szej pracy. ÃL ↪acznie wykorzystano 6060 wykonań, zarejestrowanych w korzystnych i
niekorzystnych warunkach oświetlenia. Przebadano 32 różne warianty wektora cech
(tab. 3.7), uwzgl ↪edniaj ↪ac przypadki, gdy uczenie i testowanie odbywaÃlo si ↪e na ge-
stach tej samej osoby, uczenie i testowanie odbywaÃlo si ↪e na gestach różnych osób
oraz gdy zbiór ucz ↪acy zostaÃl zbudowany z wykonań poszczególnych gestów przez
obie osoby. Modele odpowiadaj ↪ace poszczególnym wyrazom miaÃly po 4 stany (rys.
4.2), przy czym stany 1 i 4 byÃly nieemituj ↪ace, zaś funkcja g ↪estości prawdopodo-
bieństwa obserwacji dla każdego ze stanów emituj ↪acych miaÃla postać sumy dwóch
rozkÃladów Gaussa. Przedstawiono rezultaty otrzymane dla zbiorów testowych oraz
wyniki powstaÃle wskutek uśrednienia wyników czterokrotnej walidacji skrośnej (tab.
5.1). Najlepszy rezultat 99.3% otrzymano dla przypadku, gdy wektor cech zawieraÃl
informacj ↪e o poÃlożeniu, informacj ↪e o ksztaÃlcie wyrażon ↪a za pomoc ↪a pola powierzchni
i wspóÃlczynnika zwartości, informacj ↪e 3D i informacj ↪e o orientacji dÃloni. Przeprowa-
dzono popart ↪a przykÃladami dyskusj ↪e na temat wpÃlywu poszczególnych elementów
wektora cech na skuteczność rozpoznawania. Rozważano też przypadek wykorzy-
stania modeli wyuczonych na gestach innej osoby niż rozpoznawane. Zaobserwo-
wano wyraźne pogorszenie otrzymanych rezultatów, co wskazuje na to, że metoda
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nie jest niezależna od użytkownika. Bliższa analiza pokazaÃla, że pewne wektory
cech okazuj ↪a si ↪e korzystniejsze w rozpoznawaniu niektórych sÃlów, inne zaś domi-
nuj ↪a w pozostaÃlych przypadkach. Dlatego przebadano skuteczność rozpoznawania
z wykorzystaniem kombinacji klasyfikatorów opartych na różnych wektorach cech.
Zastosowano metod ↪e gÃlosowania z wi ↪ekszości ↪a zwykÃl ↪a i z wi ↪ekszości ↪a bezwzgl ↪edn ↪a,
metod ↪e pozycyjn ↪a Bordy, metod ↪e uśrednień Bayesa oraz caÃlk ↪e rozmyt ↪a. W przy-
padku kombinacji pierwszych 15 wariantów wektora cech (tab 3.7) najlepsze wyniki
otrzymano dla caÃlki rozmytej. W przypadku, gdy uwzgl ↪edniono wszystkie warianty
wektora cech, fuzja klasyfikatorów nie daÃla zadowalaj ↪acych rezultatów, gdyż wynik
globalnie najlepszy byÃl tylko nieznacznie gorszy od hipotetycznego rezultatu, jaki
otrzymanoby dobieraj ↪ac wektor cech indywidualnie dla każdego sÃlowa.

Przedyskutowano wpÃlyw liczby stanów ukrytych modeli Markowa na skuteczność
rozpoznawania sÃlów. Jak można byÃlo oczekiwać modele z wi ↪eksz ↪a liczb ↪a stanów
dobrze dopasowaÃly si ↪e do zbiorów ucz ↪acych, wykazuj ↪ac jednak gorsze wÃlaściwości
uogólniania, co uwidoczniaÃlo si ↪e wzrostem liczby bÃl ↪edów rozpoznawania na zbio-
rach testowych. Stwierdzono, że najlepsze rezultaty otrzymuje si ↪e różnicuj ↪ac liczb ↪e
stanów w modelach sÃlów, z ograniczeniem, że nie powinna być wi ↪eksza od pi ↪eciu.
Wynik ten okazaÃl si ↪e jednak tylko nieznacznie lepszy od rezultatu otrzymanego z
modelami dwustanowymi.



RozdziaÃl 6

Rozpoznawanie zdań

Rozważano 35 zdań przedstawionych w dodatku E. Zdania wykorzystuj ↪a wyrazy,
których rozpoznawanie omówiono w rozdziale 5 i odnosz ↪a si ↪e do typowych sytuacji
u lekarza i na poczcie. Podobnie jak w przypadku wyrazów, przygotowano baz ↪e
danych po 20 wykonań każdego zdania przez osob ↪e A, która wyuczyÃla si ↪e j ↪ezyka
gestów na potrzeby tej pracy oraz przez osob ↪e B - lektork ↪e PJM.

6.1 Wybór struktury ukÃladu rozpoznaj ↪acego

Rozpoznawanie zdań odbywaÃlo si ↪e przy zaÃlożeniu, że jeden model Markowa odpowia-
da pojedynczemu wyrazowi, caÃle zdanie rozpoznawane jest zaś z wykorzystaniem
jednej ze struktur przedstawionych w tab. 6.1. Zamieszczone w tabeli schematy
maj ↪a charakter pogl ↪adowy i przedstawiaj ↪a tylko wybrane fragmenty poszczególnych
konfiguracji. W konfiguracjach c1 .. c7 po danym wyrazie (modele wyrazów ozna-
czono liter ↪a w) może wyst ↪apić dowolny wyraz natomiast w konfiguracjach c8 .. c15

dopuszczalne s ↪a tylko sekwencje wyrazów wyst ↪epuj ↪ace w rozpatrywanych zdaniach,
co znacznie uÃlatwia rozpoznawanie. W konfiguracjach c2, c3, c4, c6, c7, c9, c10, c11,
c12, c14 i c15 oprócz modeli odpowiadaj ↪acych poszczególnym wyrazom zastosowano
także modele opisuj ↪ace przej́scia pomi ↪edzy wyrazami, oznaczone na schematach lite-
rami P (model z rys. 4.7a) i T (model z rys. 4.7b). Modele przej́scia byÃly modelami
trójstanowymi, przy czym stan pierwszy i trzeci byÃly nieemituj ↪ace. Funkcja g ↪estości
prawdopodobieństwa obserwacji miaÃla postać sumy dwóch gaussianów. W konfi-
guracjach c4, c10, c12, c15 zastosowano model przej́scia typu ’Tee’. W modelu tym
istnieje dodatkowe przej́scie ze stanu pierwszego do stanu ostatniego (patrz rys.
4.7). W konfiguracjach c2, c3, c4, c9, c10 zastosowano jeden model przej́scia nato-
miast w konfiguracjach c6, c7, c11, c12, c14, c15 zastosowano inny model przej́scia dla
każdej pary nast ↪epuj ↪acych po sobie wyrazów. W konfiguracjach c5, c7, c13, c14 i c15

uwzgl ↪edniono prawdopodobieństwo bigram oznaczone maÃl ↪a liter ↪a p mi ↪edzy blokami.

78
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Tab. 6.1. Konfiguracje HMM wykorzystane przy rozpoznawaniu zdań
konfiguracja HMM oznaczenie konfiguracja HMM oznaczenie

c1 c2

w 1

w 2

w n

w 1

w 2

w n

P

c3 c4

w 1

w 2

w n

P

w 1

w 2

w n

T

c5 c6

w 1p 11
p 21

p n1

p 12

w 2

w n

w 1

w 2

w n

P 11

P 21

c7 c8

w 1

p 2 
 1

p 11

w 2

w n

P 11

P 21

w 1

start stop

1) w1 w2
2) w3 w2

w 2

w 3

c9 c10

w 1

P
start stop

1) w1 P w2
2) w3 P w2

w 2

w 3

w 1

T
start stop

1) w1 T w2
2) w3 T w2

w 2

w 3

c11 c12

w 1 P21

P23

start stop

1) w1 P21 w2
2) w3 P23 w2

w 2

w 3

w 1 T21

T23

start stop

1) w1 T21 w2
2) w3 T23 w2

w 2

w 3

c13 c14

w 1 p21

p23

start stop

1) w1 w2
2) w3 w2

w 2

w 3

w 1
p21

p23

P21

P23

start stop

1) w1 P21 w2
2) w3 P23 w2

w 2

w 3

c15

w 1
p21

p23

T21

T23

start stop

1) w1 T21 w2
2) w3 T23 w2

w 2

w 3
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Eksperymenty przeprowadzono dla wszystkich rozważanych wariantów wektora
cech. W tab. 6.2 przedstawiono wyniki otrzymane dla wektora cech 15 i wektora
27. Drugi wektor uwzgl ↪ednia dodatkowo orientacj ↪e dÃloni. Dane podzielono na dwa
równe zbiory: ucz ↪acy i testowy, zawieraj ↪ace po 10 wykonań każdego z 35 zdań.

Tab. 6.2. Porównanie skuteczności rozpoznawania [%] zdań PJM wykonanych przez osob ↪e
A dla różnych konfiguracji HMM

wektor cech 15

konfiguracja zbiór ucz ↪acy zbiór testowy razem
(350 wykonań) (350 wykonań) (700 wykonań)

c1 0.0 1.7 0.8
c2 0.3 0.3 0.3
c3 9.1 8.3 8.7
c4 0.0 1.7 0.9
c5 79.1 77.7 78.4
c6 2.9 1.4 2.1
c7 81.1 76.8 79.0
c8 96.3 90.3 93.3
c9 95.4 88.0 91.7
c10 96.3 90.3 93.3
c11 95.4 88.0 91.7
c12 96.3 90.0 93.2
c13 96.3 90.3 93.3
c14 95.4 88.0 91.7
c15 96.3 90.0 93.2

wektor cech 27

konfiguracja zbiór ucz ↪acy zbiór testowy razem
(350 wykonań) (350 wykonań) (700 wykonań)

c1 0.6 0.0 0.3
c2 0.9 0.6 0.8
c3 11.1 10.0 10.6
c4 1.1 0.9 1.0
c5 80.9 79.1 80.0
c6 4.0 2.6 3.3
c7 83.1 79.7 81.4
c8 98.0 97.1 97.6
c9 97.1 95.1 96.1
c10 98.0 97.1 97.6
c11 97.1 95.1 96.1
c12 98.0 96.6 97.3
c13 98.0 97.1 97.6
c14 97.1 95.1 96.1
c15 98.0 96.6 97.3
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Dla konfiguracji: c1, c2, c3, c4 i c6 otrzymano bardzo sÃlabe skuteczności rozpo-
znawania nie przekraczaj ↪ace 8.71% dla wektora cech 15 i 10.6% dla wektora 29,
zatem nie nadaj ↪a si ↪e one do rozpoznawania zdań PJM z wykorzystaniem opisywa-
nej metody. Wymienione konfiguracje dopuszczaj ↪a także takie sekwencje wyrazów,
które nie tworz ↪a logicznych wypowiedzi. W odniesieniu do wi ↪ekszości rozpozna-
wanych zdań bÃl ↪edy polegaÃly na wielokrotnym powtarzaniu danego wyrazu. Nie
pomogÃlo nawet dodanie modeli przej́scia w konfiguracjach: c2, c3, c4 i c6. Dopiero
uwzgl ↪ednienie modelu lingwistycznego bigram [56] (zobacz też podrozdziaÃl 4.3) -
wykorzystuj ↪acego informacj ↪e o prawdopodobieństwie wyst ↪apienia danego sÃlowa po
poprzednim (na schematach w tab. 6.1 oznaczono je przez p) - pozwoliÃlo na uzyska-
nie skuteczności 78.4% (80%) dla konfiguracji c5 i 79.0% (81.4%) dla konfiguracji c7.
Prawdopodobieństwa bigram byÃly wyznaczane na podstawie zbioru ucz ↪acego i przyj-
mowaÃly niezerowe wartości tylko dla przej́sć pomi ↪edzy wyrazami, które wyst ↪apiÃly
w rozpatrywanych zdaniach. To zmniejszyÃlo prawdopodobieństwo rozpoznania se-
kwencji wyrazów, które nie tworz ↪a zdań i pozwoliÃlo na osi ↪agni ↪ecie znacznie lepszych
wyników. Konfiguracje c8 ... c15 eliminuj ↪a nielogiczne sekwencje wyrazów poprzez
ukÃlad ukrytych modeli Markowa odpowiadaj ↪acy strukturom rozpoznawanych zdań.
Dla konfiguracji tych otrzymano najlepsze wyniki, przy czym zauważono, że doda-
nie modelu przej́scia, który nie jest typu ’Tee’ spowodowaÃlo obniżenie skuteczności
rozpoznawania z 93.3% do 91.7% (97.6% do 96.1%). Dla modelu przej́scia typu
’Tee’ wyniki byÃly analogiczne jak w sytuacji, gdy w ogóle nie uwzgl ↪edniono modelu
przej́scia. Proces uczenia ukrytych modeli Markowa skÃladaÃl si ↪e z dwóch etapów.
Pocz ↪atkowo poszczególne modele uczone byÃly z wykorzystaniem wyrazów, które nie
byÃly wykonywane w sekwencji, tylko pojedynczo. Nast ↪epnie wykonano douczanie
z wykorzystaniem caÃlych zdań, tzw. embedded training (patrz rozdz. 4.3 i [81]).
W procesie embedded training modele s ↪a modyfikowane tak, aby uwzgl ↪ednić spowo-
dowane procesem koartykulacji znieksztaÃlcenia wyrazów pokazywanych w sekwen-
cjach. Jeżeli model przej́scia byÃl typu ’Tee’, to cz ↪eść pocz ↪atkowa przej́scia pomi ↪edzy
dwoma wyrazami zostaÃla potraktowana jako końcówka pierwszego wyrazu, cz ↪eść
końcowa przej́scia zostaÃla zaś doÃl ↪aczona jako pocz ↪atek drugiego wyrazu. W konse-
kwencji w wyuczonych modelach przej́scia typu ’Tee’ prawdopodobieństwo tranzycji
z pierwszego stanu nieemituj ↪acego do wÃlaściwego stanu modelu byÃlo zdecydowanie
mniejsze aniżeli prawdopodobieństwo przej́scia od razu do trzeciego nieemituj ↪acego
stanu. Zatem w procesie rozpoznawania z wykorzystaniem algorytmu Viterbiego
z przekazywaniem znaczników, znaczniki przebywaj ↪ace optymaln ↪a dla danej obser-
wacji ścieżk ↪e omijaÃly stany emituj ↪ace w modelu typu ’Tee’. Zastosowanie oddziel-
nego modelu przej́scia dla każdej pary wyst ↪epuj ↪acych po sobie wyrazów nie powo-
duje zwi ↪ekszenia skuteczności rozpoznawania, ale zwi ↪eksza rozmiar caÃlej struktury i
znacznie wydÃluża czas odpowiedzi. Jako najlepsz ↪a wybrano zatem konfiguracj ↪e c8.
Porównuj ↪ac rezultaty z tab. 6.2 można dostrzec pozytywny wpÃlyw uwzgl ↪ednienia
orientacji dÃloni (wektor cech 27) na skuteczność rozpoznawania. W tab. 6.3 zesta-
wiono zdania, które nie zostaÃly rozpoznane.
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Tab. 6.3. BÃl ↪ednie rozpoznawane zdania dla konfiguracji c8

bÃl ↪ednie rozpoznane zdania liczba pomyÃlek

Boli mnie gardÃlo. 20
[ boleć ][ mnie ][ gardÃlo ]
Pan musi pój́sć do szpitala. 7
[ pan ][ musieć ][ pój́sć ][ do ][ szpital ]
Nie sÃlysz ↪e po chorobie zapalenia opon mózgowych. 6
[ ja ][ nie ][ sÃlyszeć ][ po ][ chory ][ zapalenie ][ opony ]
Boli mnie gÃlowa. 4
[ boleć ][ mnie ][ gÃlowa ]
Boli mnie żoÃl ↪adek. 4
[ boleć ][ mnie ][ żoÃl ↪adek ]
Pan jest chory na gryp ↪e i musi leżeć w Ãlóżku. 4
[ pan ][ być ][ chory ][ na ][ grypa ][ i ][ musieć ][ leżeć ][ w ][ Ãlóżko ]
Chc ↪e otrzymać paczk ↪e. 1
[ chcieć ][ otrzymać ][ paczka ]
Chc ↪e wysÃlać paczk ↪e. 1
[ chcieć ][ wysyÃlać ][ paczka ]

Na rys. 6.1 przedstawiono przykÃladowe przebiegi cech dla poprawnie rozpozna-
nego zdania:

Ja nie sÃlysz ↪e po chorobie zapalenia opon mózgowych.
[ ja ][ nie ][ sÃlyszeć ][ po ][ chory ][ zapalenie ][ opony ]

Numery próbek przyporz ↪adkowanych przez ukÃlad rozpoznaj ↪acy pocz ↪atkom kolej-
nych sÃlów s ↪a nast ↪epuj ↪ace: 1, 9, 19, 31, 44, 59, 67, a dÃlugościami sÃlów mierzonymi
liczb ↪a obserwacji s ↪a odpowiednio: 8, 10, 12, 13, 15, 8, 11.
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OdlegÃlość środka ci ↪eżkości dÃloni od środka
ci ↪eżkości twarzy

Orientacja odcinka Ãl ↪acz ↪acego środki ci ↪eżkości
dÃloni i twarzy

Pole powierzchni WspóÃlczynnik zwartości

WspóÃlczynnik ekscentryczności Średnia różnica gÃl ↪ebi twarzy i dÃloni

Orientacja osi gÃlównej

Rys. 6.1. PrzykÃladowe przebiegi cech; dÃloń prawa-kolor czerwony, dÃloń lewa-kolor nie-
bieski.
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6.2 Rozpoznawanie z wykorzystaniem PaHMM

Przetestowano także rozpoznawanie zdań z wykorzystaniem równolegÃlych modeli
Markowa (PaHMM). Rozważono dwa warianty naturalnego podziaÃlu wektora cech
na niezależne strumienie. W pierwszym z nich, oznaczonym PaHMM1 model
równolegÃly skÃladaÃl si ↪e z dwóch zwykÃlych modeli Markowa odpowiadaj ↪acych dÃloni
prawej i dÃloni lewej. W drugim wariancie PaHMM2, model równolegÃly skÃladaÃl si ↪e
z czterech modeli Markowa odpowiadaj ↪acych skÃladowym wektora cech opisuj ↪acym:
(1) poÃlożenie dÃloni, (2) ksztaÃlty dÃloni, (3) orientacj ↪e osi gÃlównych i (4) gÃl ↪ebi ↪e.

Jak pokazano w podrozdziale 4.4 w przypadku modeli równolegÃlych konieczne
jest zapami ↪etywanie dla każdego stanu i propagowanie w sieci kilku znaczników, z
którymi skojarzone s ↪a najwyższe wartości prawdopodobieństw. W tab. 6.4 przedsta-
wiono wyniki rozpoznawania 35 zdań wykonanych przez osob ↪e B z wykorzystaniem
sieci modeli PaHMM1 dla przypadku, gdy liczba propagowanych w sieci znaczników
wynosiÃla od 1 do 5. Zamieszczone dane dotycz ↪a zbiorów testowych dla konfiguracji
c8 i dla wektora cech 27.

Tab. 6.4. Rozpoznawanie 35 zdań wykonanych przez osob ↪e B z wykorzystaniem sieci
modeli PaHMM1 w zależności od liczby propagowanych w sieci znaczników

liczba znaczników 1 2 3 4 5
skuteczność [%] 96.2 96.6 97.1 98.3 98.3

Najlepszy wynik otrzymano dla czterech znaczników. Dalsze zwi ↪ekszanie ich liczby
nie powodowaÃlo poprawy skuteczności rozpoznawania. Dlatego w dalszych ekspery-
mentach przyj ↪eto, że liczba znaczników pami ↪etanych w każdym stanie i propagowa-
nych w sieci b ↪edzie równa cztery.

W tab. 6.5 przedstawiono wyniki rozpoznawania zdań PJM wykonywanych przez
dwie osoby. Porównano zwykÃle i równolegÃle modele Markowa w konfiguracji c8 i dla
wektora cech 27.

Tab. 6.5. Skuteczność rozpoznawania zdań ze zbiorów testowych przez zwykÃle i równolegÃle
modele Markowa dla wektora cech 27 i konfiguracji c8, [%]

zbiór HMM PaHMM1 PaHMM2

A 97.1 96.3 96.6
B 97.4 98.3 98.0

A/B 93.4 92.3 92.6
B/A 92.9 93.1 91.4

AB/A 96.3 98.0 98.3
AB/B 97.4 98.0 98.3

W przypadku A/B i B/A uczono i testowano na zbiorach ucz ↪acych (testowych) od-
powiednich osób. W przypadku AB/A i AB/B zbiór ucz ↪acy zbudowano z cz ↪eści
zbiorów ucz ↪acych osób A i B i testowano na zbiorach testowych odpowiednich osób.
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W wierszu 1 i 2 tab. 6.5 zamieszczono wyniki eksperymentów, w których ucze-
nie i testowanie odbywaÃlo si ↪e na gestach wykonywanych przez t ↪e sam ↪a osob ↪e. Dla
zwykÃlych modeli Markowa skuteczności otrzymane dla osoby A i osoby B s ↪a bardzo
zbliżone. W przypadku równolegÃlych modeli zaobserwowano, że zdania wykony-
wane przez osob ↪e B rozpoznawane s ↪a lepiej. Wynika to ze sposobu wykonywania
gestów przez poszczególne osoby. Osoba A wyuczyÃla si ↪e wybranych wyrazów i zdań
PJM na użytek opisywanych eksperymentów i dlatego pokazywane przez ni ↪a gesty
wykonywane s ↪a w sposób przesadnie poprawny, przej́scia pomi ↪edzy poszczególnymi
wyrazami w zdaniu s ↪a wyraźnie akcentowane, obie dÃlonie zaś zsynchronizowane tak,
aby jednocześnie rozpoczynaÃly i kończyÃly wykonanie danego gestu dwur ↪ecznego.
Sposób wykonywania gestów przez osob ↪e A można porównać do sposobu wypowia-
dania si ↪e osoby, która dopiero co nauczyÃla si ↪e obcego j ↪ezyka, potrafi już poprawnie
wypowiadać poszczególne wyrazy, ale przej́scia pomi ↪edzy nimi w zdaniu nie s ↪a jesz-
cze pÃlynne. Osoba B posÃluguje si ↪e j ↪ezykiem migowym na co dzień (jest tÃlumaczem
j ↪ezyka Polskiego J ↪ezyka Miganego i dziaÃlaczk ↪a Polskiego Zwi ↪azku GÃluchych). Zdania
pokazywane przez osob ↪e B wykonywane s ↪a w sposób spontaniczny, bardziej natu-
ralnie i pÃlynnie. Konsekwencj ↪a tego jest fakt, że ruchy obu dÃloni, zwÃlaszcza w fazie
zakończenia jednego wyrazu i rozpoczynania drugiego nie s ↪a tak idealnie zsynchroni-
zowane jak w przypadku gestów wykonywanych przez niewprawnego ’mówc ↪e’. Silne
jest zjawisko koartykulacji polegaj ↪ace na tym, że dÃlonie już przy kończeniu danego
gestu zaczynaj ↪a przygotowywać si ↪e do wykonania gestu nast ↪epnego.
W modelu PaHMM modelowane równolegle niezależne procesy nie musz ↪a zmieniać
stanów w tych samych dyskretnych chwilach czasowych. Dlatego model ten lepiej
radzi sobie w sytuacji, gdy jedna z dÃloni rozpocznie wykonywanie danego wyrazu
kilka chwil czasowych wcześniej lub gdy dÃloń przyjmie ksztaÃlt charakterystyczny
dla pocz ↪atkowej fazy gestu troch ↪e za wcześnie, nie zd ↪ażywszy ustawić si ↪e w miejscu
wÃlaściwym dla pocz ↪atku tego gestu. Podobnie jak w przypadku rozpoznawania wy-
razów, metoda nie jest niezależna od użytkownika. Jeżeli uczenie i rozpoznawanie
przeprowadzane s ↪a na gestach różnych osób, to pogorszenie skuteczności rozpozna-
wania jest wi ↪eksze niż w przypadku rozpoznawania wyrazów. Jeżeli do uczenia wy-
korzystano gesty wykonane przez obie osoby, otrzymywane wyniki s ↪a tylko nieznacz-
nie gorsze niż dla przypadku, gdy uczenie i testowanie odbywaÃlo si ↪e na gestach tej
samej osoby. Wyniki otrzymywane dla modelu PaHMM1 i PaHMM2 s ↪a zbliżone.
Model PaHMM1 jest jednak prostszy i bardziej naturalny wi ↪ec zastosowano go w
dalszych badaniach.

W celu porównania wÃlaściwości uogólniaj ↪acych HMM i PaHMM przeprowadzono
eksperyment, w którym usuni ↪eto ze zbioru wykorzystywanego w uczeniu wszystkie
20 wykonań 9 wybranych zdań. Wyrazy wchodz ↪ace w skÃlad tych zdań byÃly jedynie
pokazane w pierwszej wst ↪epnej fazie uczenia. Jeżeli wyst ↪apiÃly w innych, nieodrzuco-
nych sekwencjach, to uwzgl ↪edniono je także na etapie embedded training. Odrzucone
zdania to:

1. Boli mnie gÃlowa.
[ boleć ][ mnie ][ gÃlowa ]

2. Czy dzisiaj przyjmuje lekarz rodzinny?
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[ czy ][ dzisiaj ][ przyjmować ][ lekarz ][ rodzinny ]

3. Czy przyjmuje inny lekarz w zast ↪epstwie?
[ czy ][ przyjmować ][ inny ][ lekarz ][ w ][ zast ↪epstwo ]

4. Czy to lekarstwo jest bezpÃlatne?
[ czy ][ ten ][ lekarstwo ][ być ][ bezpÃlatny ]

5. Ja nie sÃlysz ↪e po chorobie zapalenia opon mózgowych.
[ ja ][ nie ][ sÃlyszeć ][ po ][ chory ][ zapalenie ][ opony mózgowe ]

6. Jestem chory.
[ być ][ chory ]

7. Mam gor ↪aczk ↪e.
[ mieć ][ gor ↪aczka ]

8. Prosz ↪e o skierowanie na badania.
[ prosić ][ o ][ skierowanie ][ badać ]

9. Źle si ↪e czuj ↪e.
[ źle ][ si ↪e ][ czuć ]

Przeprowadzono także eksperyment z wykorzystaniem tylko wyuczonych wcześniej
modeli pojedynczych wyrazów (tzn. z pomini ↪eciem etapu embedded training). W
tab. 6.6 przedstawiono wyniki rozpoznawania sekwencji nie pokazanych w trakcie
uczenia.

Tab. 6.6. Rozpoznawanie sekwencji nie pokazanych w trakcie uczenia dla osoby A
180 zdań 700 zdań

HMM 26.7% 31.0%
PaHMM1 58.3% 69.7%

Eksperymenty powtórzono dla gestów wykonywanych przez drug ↪a osob ↪e i dla innych
zestawów 9 odrzucanych zdań, otrzymuj ↪ac za każdym razem zbliżone wyniki. Przy
rozpoznawaniu z wykorzystaniem HMM i PaHMM miaÃl zastosowanie algorytm Vi-
terbiego w wersji z przekazywaniem znaczników. Zbudowano narz ↪edzie pozwalaj ↪ace
na odtwarzanie sekwencji ukrytych stanów odpowiadaj ↪acych wygrywaj ↪acym znacz-
nikom. Zaobserwowano, że dla wykonań, które PaHMM rozpoznaje poprawnie a
HMM niepoprawnie, sekwencje ukrytych stanów nie s ↪a identyczne w obu kanaÃlach
odpowiadaj ↪acych dÃloni dominuj ↪acej i niedominuj ↪acej. Schematycznie ilustruje to
rys. 6.2 odnosz ↪acy si ↪e do przypadku, gdy model Markowa każdego sÃlowa miaÃl dwa
stany emituj ↪ace.
W modelach równolegÃlych, dla niektórych wyrazów, przej́scia z pierwszego stanu
emituj ↪acego do drugiego stanu emituj ↪acego nie odbywaj ↪a si ↪e w tych samych chwi-
lach. Najcz ↪eściej nast ↪epuj ↪a one szybciej dla dÃloni dominuj ↪acej. Zaobserwowano to
dla wyrazów: boleć, mnie, gÃlowa, czy, lekarz, to, lekarstwo, być, ja, nie, sÃlyszeć,
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d³oñ  dominuj¹ca:     1 1 1 1 1 2 2 2 2 2 2 3 3 3 3 4 4 4 4 4 4 5 5 5 5 5 5 6 6 6 6 6 6 6 6 7 7 7 7 8 8 8 8 8 9 9 9 9 9 9 10 10 10 10 10

d³oñ niedominuj¹ca: 1 1 1 1 1 1 1 2 2 2 2 3 3 3 3 3 4 4 4 4 4 5 5 5 5 5 5 5 5 5 6 6 6 6 6 7 7 7 7 7 8 8 8 8 9 9 9 9 9 9 10 10 10 10 10

1 1 1 1 1 1 1 2 2 2 2 3 3 3 3 3 4 4 4 4 4 5 5 5 5 5 5 5 5 5 6 6 6 6 6 7 7 7 7 7 8 8 8 8 9 9 9 9 9 9  9  10 10 10 10

a)

b)

czy ten lekarstwo byæ bezp³atny

Rys. 6.2. Sekwencje ukrytych stanów przy rozpoznawaniu zdania Czy to lekarstwo jest
bezpÃlatne?: a) model PaHMM1, b) model HMM .

chory, opony mózgowe, mieć, o, na, badać, źle, si ↪e, czuć.
Przeprowadzano także analiz ↪e sekwencji ukrytych stanów dla dwóch różnych wy-
konań tego samego zdania, z których pierwsze jest rozpoznawane przez regularny
model Markowa a drugie nie. Wprawdzie porównywane wykonania mog ↪a mieć różn ↪a
dÃlugość ci ↪agu obserwacji, ale daje si ↪e zauważyć, że dla wi ↪ekszości z wymienionych
wyrazów przej́scia z pierwszego do drugiego stanu emituj ↪acego odbywaj ↪a si ↪e zazwy-
czaj wcześniej dla zdań, które HMM rozpoznaje. Otrzymane wyniki wskazuj ↪a, że
rozbicie wektora cech na cz ↪eści i wykorzystanie ich równolegle wprowadza dodat-
kowe stopnie swobody. Dlatego model równolegÃly PaHMM jest bardziej elastyczny
niż regularny HMM i lepiej radzi sobie w przypadku niedoboru danych ucz ↪acych.
Może to mieć duże znaczenie w przypadku budowania systemów rozpoznawania z
dużymi sÃlownikami gestów, gdy proces gromadzenia danych ucz ↪acych jest uci ↪ażliwy
i czasochÃlonny.

6.3 Podsumowanie

W rozdziale opisano wyniki rozpoznawania 35 zdań pokazanych w wariancie użyt-
kowym PJM, wyst ↪epuj ↪acych w typowych sytuacjach: u lekarza i na poczcie. Zdania
wykonywane byÃly przez lektork ↪e PJM oraz autora pracy. ÃL ↪acznie wykorzystano 1400
wykonań, zarejestrowanych w korzystnych i niekorzystnych warunkach oświetlenia.
Przyj ↪eto, że pojedynczy model Markowa odpowiada wyrazowi, zaś caÃle zdanie mo-
delowane jest z wykorzystaniem sieci zÃlożonej z poÃl ↪aczonych odpowiednio modeli.
Modele odpowiadaj ↪ace poszczególnym wyrazom miaÃly po cztery stany (rys. 4.2),
przy czym stany 1 i 4 byÃly nieemituj ↪ace, zaś funkcja g ↪estości prawdopodobieństwa
obserwacji dla każdego ze stanów emituj ↪acych miaÃla postać sumy dwóch rozkÃladów
Gaussa.

Przebadano 15 różnych konfiguracji sieci ukrytych modeli Markowa. W cz ↪eści z
nich zastosowano modele przej́scia z jednym stanem emituj ↪acym. Testowano ukÃlady
ze zwykÃlymi modelami przej́scia oraz z modelami przej́scia typu ’Tee’, w których
istniej dodatkowa tranzycja z pierwszego do ostatniego stanu nieemituj ↪acego, poz-
walaj ↪aca na pomini ↪ecie modelu w pewnych sytuacjach. Rozważano sieci HMM z
jednym modelem przej́scia oraz sieci, w których każda para wyst ↪epuj ↪acych po sobie
wyrazów poÃl ↪aczona byÃla innym modelem przej́scia. Dla sieci, w których po danym
wyrazie może wyst ↪apić dowolny wyraz otrzymano bardzo sÃlabe wyniki nie przekra-
czaj ↪ace 10.6%, niezależnie od tego czy zastosowano modele przej́scia, czy też nie.
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Zatem konfiguracje te nie nadaj ↪a si ↪e do rozpoznawania zdań PJM z wykorzystaniem
zaproponowanej metody. Dopiero wprowadzenie modelu lingwistycznego bigram,
uwzgl ↪edniaj ↪acego informacj ↪e o kontekście pozwoliÃlo na uzyskanie skuteczności roz-
poznawania 81.4% dla tych konfiguracji HMM, które dopuszczaÃly jedynie sekwencje
wyrazów tworz ↪ace logiczne wypowiedzi. Dla sieci, w których niedozwolone sekwencje
wyrazów wyeliminowane s ↪a poprzez sam ukÃlad ukrytych modeli Markowa uzyskano
skuteczność rozpoznawania 96.1%. Dla konfiguracji tych zauważono, że dodanie mo-
delu przej́scia, który nie jest typu ’Tee’ pogarsza skuteczność rozpoznawania. Dzieje
si ↪e tak dlatego, że w procesie uczenia poszczególnych modeli wykorzystywane s ↪a wy-
razy pochodz ↪ace z rozpatrywanych sekwencji, zatem modele s ↪a modyfikowane tak,
aby uwzgl ↪ednić spowodowane procesem koartykulacji znieksztaÃlcenia na pocz ↪atku i
końcu gestu. W konsekwencji, podczas rozpoznawania pocz ↪atkowa cz ↪eść przej́scia
pomi ↪edzy dwoma wyrazami traktowana jest jako końcówka pierwszego wyrazu, zaś
cz ↪eść końcowa przej́scia zostaje doÃl ↪aczona na pocz ↪atek drugiego wyrazu.

W rozdziale opisano także eksperymenty z wykorzystaniem równolegÃlych ukry-
tych modeli Markowa. Rozważono dwa warianty zrównoleglenia. W pierwszym
równolegÃle kanaÃly odpowiadaÃly dÃloni prawej i lewej, w drugim zaś poszczególnym
grupom cech: poÃlożeniu, ksztaÃltowi, orientacji i informacji 3D. Dla gestów wykony-
wanych przez autora pracy wyniki otrzymywane w przypadku PaHMM byÃly porów-
nywalne z uzyskanymi dla modeli zwykÃlych. Popraw ↪e zaobserwowano natomiast dla
gestów wykonywanych przez lektork ↪e PJM. Maj ↪acy wi ↪ecej stopni swobody model
równolegÃly lepiej poradziÃl sobie w przypadku wykonania spontanicznego, w którym
osoba pokazuj ↪aca znaki czyni to prawie bezwiednie nie przywi ↪azuj ↪ac tak dużej uwagi
do tego, aby poszczególne dÃlonie byÃly idealnie zsynchronizowane.

Omówiono także eksperyment pozwalaj ↪acy na przebadanie wÃlasności uogólnia-
j ↪acych zwykÃlych i równolegÃlych modeli Markowa. W tym celu usuwano ze zbioru
ucz ↪acego niektóre b ↪adź wszystkie zdania, ucz ↪ac poszczególne modele jedynie na
pojedynczych wykonaniach wyst ↪epuj ↪acych w nich wyrazów. Badania pokazaÃly, że
modele równolegÃle s ↪a bardziej elastyczne i lepiej radz ↪a sobie w przypadku niedoboru
danych ucz ↪acych, co może mieć znaczenie przy konstruowaniu zÃlożonych ukÃladów
rozpoznaj ↪acych zdania z obszernymi sÃlownikami wyrazów.



RozdziaÃl 7

Podsumowanie

Celem pracy byÃlo opracowanie i weryfikacja metody przybliżaj ↪acej zbudowanie sys-
temu wizyjnego do rozpoznawania sÃlów i zdań Polskiego J ↪ezyka Miganego. WedÃlug
rozeznania autora, tak sformuÃlowanego zadania dotycz ↪acego PJM nie rozpatrywano
dot ↪ad. Konieczne byÃlo rozwi ↪azanie od podstaw szeregu problemów cz ↪astkowych,
a nast ↪epnie poÃl ↪aczenie tych rozwi ↪azań w prototypowym ukÃladzie informatycznym i
eksperymentalne przebadanie caÃlości.

Do najważniejszych osi ↪agni ↪eć pracy można zaliczyć:

• zaproponowanie schematu przetwarzania obrazów pozyskiwanych w stereowi-
zyjnym ukÃladzie kamer kolorowych w celu wyznaczenia wektorów cech,

• dobór metody identyfikacji dÃloni i twarzy w obrazach kolorowych uwzgl ↪edniaj ↪a-
cy jakość detekcji w zmiennych warunkach oświetlenia oraz czas przetwarzania
pozwalaj ↪acy na zastosowania metody w trybie on-line; eksperymentalne uza-
sadnienie wyboru na podstawie oceny kilku wariantów detekcji koloru skóry
w różnych przestrzeniach barw, w odniesieniu do obszernego zbioru danych,

• dobór metody wyznaczania mapy dysparycji na podstawie obrazów stereo
pod k ↪atem jakości otrzymywanych map oraz czasu przetwarzania determi-
nuj ↪acego zastosowanie w trybie on-line; eksperymentalne uzasadnienie wyboru
z uwzgl ↪ednieniem różnych rozwi ↪azań,

• opracowanie i praktyczna weryfikacja algorytmu identyfikacji dÃloni prawej, le-
wej i twarzy w otrzymanych obrazach,

• oparta na badaniach lingwistycznych dotycz ↪acych cech dystynktywnych znaków
migowych propozycja wariantów wektora cech,

• opracowanie metody rozpoznawania pojedynczych sÃlów oraz metody rozpo-
znawania zdań PJM; uzasadnienie szczegóÃlów rozwi ↪azań na podstawie wielo-
stronnych badań eksperymentalnych, dotycz ↪acych zwÃlaszcza:

– struktury ukrytych modeli Markowa i równolegÃlych modeli Markowa,

– wyboru wariantu wektora cech,

89
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– zależności skuteczności rozpoznawania od warunków oświetlenia i wyko-
nawcy gestów,

– zdolności rozpoznawania nowych zdań zbudowanych z wyuczonych przez
system sÃlów.

• przygotowanie zbioru narz ↪edzi programowych o ogólniejszym przeznaczeniu
oraz opracowanie z ich wykorzystaniem aplikacji umożliwiaj ↪acej rozpoznawa-
nie wybranych wyrazów i zdań PJM w trybie on-line, a także obszerna baza
sekwencji wizyjnych, która zostaÃla udost ↪epniona w Internecie.

Schemat przetwarzania obrazów w celu wyznaczania wektorów cech wykorzystuje
obrazy kolorowe pozyskiwane w ukÃladzie stereowizyjnym. Do identyfikacji dÃloni i
twarzy osoby wykonuj ↪acej gest zastosowano metod ↪e opart ↪a o zbudowany uprzednio
model rozkÃladu chrominancji skóry ludzkiej w znormalizowanej przestrzeni barw
RGB. Wybór metody poprzedzony byÃl studiami literaturowymi oraz opisanymi w
rozdziale 3 eksperymentami dla 4 różnych metod identyfikacji i 9 wybranych przes-
trzeni barw o wÃlaściwościach istotnych z punktu widzenia segmentacji. Testy prze-
prowadzono z wykorzystaniem, przygotowanej w tym celu bazy danych, zawieraj ↪acej
162 obrazy testowe dÃloni i 108 obrazów twarzy, zarejestrowanych dla dwóch osób,
w pomieszczeniu zamkni ↪etym, w dzień sÃloneczny i pochmurny oraz w nocy przy
oświetleniu sztucznym. Przetestowano metod ↪e z aproksymacj ↪a histogramu kolorów
za pomoc ↪a rozkÃladu normalnego, metod ↪e z wygÃladzaniem histogramu kolorów fil-
trem Gaussa, metod ↪e najwi ↪ekszej wiarygodności i metod ↪e maksimum prawdopodo-
bieństwa a posteriori. Rozważano znormalizowan ↪a przestrzeń RGB oraz przestrzenie
YUV, YIQ, barw przeciwstawnych OCS, barw przeciwstawnych w wersji logaryt-
micznej OCSL, I1I2I3, IHS oraz Lab. Jakość uzyskiwanych obrazów binarnych oce-
niano porównuj ↪ac je z obrazami otrzymanymi w wyniku r ↪ecznej segmentacji wszyst-
kich obrazów testowych. Przy wyborze metody i przestrzeni barw uwzgl ↪edniono
także czasy wykonania obliczeń na typowym komputerze PC.

Do identyfikacji dÃloni prawej, lewej i twarzy w otrzymanym obrazie binarnym
opracowano algorytm wykorzystuj ↪acy informacj ↪e o polach powierzchni i środkach
ci ↪eżkości otrzymanych obiektów binarnych w bież ↪acej i poprzedniej klatce. Prze-
prowadzone eksperymenty wykazaÃly, że dla rozważanego sÃlownika gestów, typowego
tempa wykonywania oraz cz ↪estotliwości przetwarzania 25 klatek/s obiekty identyfi-
kowane s ↪a poprawnie przy zaÃlożeniu, że algorytm rozpoczyna dziaÃlanie, gdy dÃlonie
i twarz daj ↪a w obrazie rozÃl ↪aczne obiekty i dÃloń prawa znajduje si ↪e po prawej, a
lewa po lewej stronie osi ciaÃla (dokÃladniej linii pionowej przechodz ↪acej przez środek
ci ↪eżkości twarzy).

Ponieważ ksztaÃlty przyjmowane przez dÃlonie oraz trajektorie ruchu dÃloni maj ↪a
charakter przestrzenny, zastosowano ukÃlad stereowizyjny, aby dodać do wektora cech
informacj ↪e 3D. W tym celu wykorzystano rzadkie mapy dysparycji otrzymane w wy-
niku przetworzenia obrazów stereo. Wybór odpowiedniej metody poprzedzony byÃl
testami różnych algorytmów. Przetestowano daj ↪ace zwarte mapy dysparycji: (1)
korelacyjne metody poszukiwania odpowiedników dla okien korelacji o rozmiarach
3×3, 5×5, ..., 31×31 i 10 różnych miar dopasowania, (2) metody korelacyjne zmo-
dyfikowane w ten sposób, aby mapy dysparycji generowane byÃly tylko dla obszarów
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dÃloni i twarzy, (3) metod ↪e poszukiwania z wykorzystaniem programowania dyna-
micznego i (4) metod ↪e generowania rzadkiej mapy dysparycji na podstawie obrazów
kraw ↪edzi otrzymanych w wyniku filtracji LOG. Oceniano wizualnie jakości otrzymy-
wanych map dysparycji oraz zmierzono czasy przetwarzania. Metody korelacyjne dla
okien o rozmiarach 17 × 17 i wi ↪ekszych umożliwiaÃly otrzymywanie map dysparycji
dobrej jakości, ale czasy przetwarzania, nawet po zastosowaniu optymalizacji algo-
rytmu lub ograniczeniu poszukiwania odpowiedników tylko do obszarów o barwie
skóry byÃly dÃluższe niż 400 ms, co uniemożliwiÃlo zastosowanie tych metod do prze-
twarzania w trybie on-line na wykorzystywanym w systemie typowym komputerze
PC. W przypadku metody programowania dynamicznego problematyczny okazaÃl si ↪e
dobór takich parametrów algorytmu, które pozwoliÃlyby uzyskiwać mapy dysparycji
dobrej jakości dla wszystkich klatek w danej sekwencji wideo. Czas przetwarzania
800 ms także nie pozwalaÃl na zastosowanie tej metody w czasie rzeczywistym. Do-
piero metoda generowania rzadkiej mapy dysparycji na podstawie obrazów kraw ↪edzi
daÃla mapy zadowalaj ↪acej jakości w czasie przetwarzania rz ↪edu 15 ms.

PrzesÃlank ↪a do wyboru wektorów cech byÃly dost ↪epne w literaturze wyniki badań
lingwistycznych nad tzw. wi ↪azkami cech dystynktywnych, pozwalaj ↪acymi jedno-
znacznie opisać znak migowy PJM. Cechy podzielono na cztery grupy opisuj ↪ace
miejsce artykulacji, ksztaÃlt, orientacj ↪e i gÃl ↪ebi ↪e dÃloni. Miejsce artykulacji, analo-
gicznie jak w przypadku gestogramów (patrz podrozdziaÃl 2.2), określono wzgl ↪edem
innej cz ↪eści ciaÃla. Jako odniesienie wybrano twarz, ponieważ podczas konwersacji
przeprowadzanej z wykorzystaniem j ↪ezyka migowego zazwyczaj jest ona statyczna
i musi być zwrócona w kierunku odbiorcy, tak aby możliwa byÃla obserwacja wyko-
nywanych gestów i ewentualnie czytanie z ruchu ust. Dodatkowym uzasadnieniem
takiego wyboru, z punktu widzenia przetwarzania, jest fakt, że chrominancja twa-
rzy jest zbliżona do chrominancji dÃloni, co pozwala na zastosowanie tych samych
metod identyfikacji. Przyj ↪eto, że poÃlożenie dÃloni wzgl ↪edem twarzy b ↪edzie określone
za pomoc ↪a dÃlugości odcinka Ãl ↪acz ↪acego środki ci ↪eżkości dÃloni i twarzy i orientacji
przechodz ↪acej przez nie prostej. Rozpoznawanie wyrazów i zdań PJM wymaga,
aby pole widzenia kamer obejmowaÃlo sylwetk ↪e osoby wykonuj ↪acej gest co najmniej
od pasa w gór ↪e. W takim przypadku rozmiary dÃloni w obrazie s ↪a zbyt maÃle, aby
możliwa byÃla dokÃladna analiza ich ksztaÃltu z uwzgl ↪ednieniem ukÃladu i orientacji po-
szczególnych palców, tak jak ma to miejsce w zapisie gestograficznym. Dlatego przy
wyborze cech opisuj ↪acych ksztaÃlt dÃloni zdecydowano si ↪e na opis zgrubny z wyko-
rzystaniem jedynie przybliżonej “miary” danego ksztaÃltu. Zastosowano trzy różne
miary: pole powierzchni, wspóÃlczynnik zwartości oraz ekscentryczność i rozważono
różne ich kombinacje. Ponieważ ksztaÃlt dÃloni i wykonywane ruchy maj ↪a charak-
ter przestrzenny, dodano do wektora cech informacj ↪e o wzajemnym, przestrzennym
usytuowaniu dÃloni i twarzy osoby wykonuj ↪acej gesty. Opis dÃloni uzupeÃlniono o
orientacj ↪e osi gÃlównej odpowiadaj ↪acego jej obiektu binarnego.

W najbardziej zÃlożonym przypadku mamy zatem wektor cech zÃlożony z 14 ele-
mentów, po 7 na każd ↪a dÃloń. Cechy, które z lingwistycznego punktu widzenia s ↪a dys-
tynktywne, mog ↪a w przypadku przetwarzania obrazów te wÃlaściwości utracić. Po-
nadto w zaproponowanym wektorze cech opis ksztaÃltu jest znacznie uboższy aniżeli
w gestograficznym zapisie statycznej konfiguracji dÃloni. Rozpoznawanie wyrazów
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PJM z wykorzystaniem rozważanych wariantów wektora cech wymaga wi ↪ec ekspe-
rymentalnej weryfikacji.

Przetestowano rozpoznawanie podzbioru 101 wyrazów PJM wyst ↪epuj ↪acych w
typowych sytuacjach: u lekarza i na poczcie. Gesty wykonywane byÃly przez lek-
tork ↪e PJM oraz przez autora, który wyuczyÃl si ↪e ich na użytek niniejszej pracy.
ÃL ↪acznie wykorzystano 6060 wykonań, zarejestrowanych w korzystnych i niekorzyst-
nych warunkach oświetlenia. Przebadano 32 różne warianty wektora cech (tab. 3.7),
uwzgl ↪edniaj ↪ac przypadki, gdy uczenie i testowanie odbywaÃlo si ↪e na gestach tej sa-
mej osoby, gdy testowanie odbywaÃlo si ↪e na gestach innej osoby niż uczenie oraz
gdy zbiór ucz ↪acy zostaÃl zbudowany w oparciu o gesty wykonane przez obie osoby.
Modele odpowiadaj ↪ace poszczególnym wyrazom miaÃly po 4 stany (rys. 4.2), przy
czym stany 1 i 4 byÃly nieemituj ↪ace, zaś funkcja g ↪estości prawdopodobieństwa ob-
serwacji dla każdego ze stanów emituj ↪acych miaÃla postać sumy dwóch rozkÃladów
Gaussa. Przedstawiono rezultaty otrzymane dla zbiorów testowych oraz wyniki po-
wstaÃle wskutek uśrednienia wyników czterokrotnej walidacji skrośnej (tab. 5.1).
Najlepszy rezultat 99.3% otrzymano dla przypadku, gdy wektor cech zawieraÃl infor-
macj ↪e o poÃlożeniu, informacj ↪e o ksztaÃlcie wyrażon ↪a za pomoc ↪a pola powierzchni i
wspóÃlczynnika zwartości, informacj ↪e 3D i informacj ↪e o orientacji dÃloni. Przeprowa-
dzono popart ↪a przykÃladami dyskusj ↪e na temat wpÃlywu poszczególnych elementów
wektora cech na skuteczność rozpoznawania. W przypadku wykorzystania modeli
wyuczonych na gestach innej osoby niż rozpoznawane zaobserwowano wyraźne po-
gorszenie otrzymanych rezultatów, co wskazuje na to, że metoda nie jest caÃlkiem
niezależna od użytkownika. Bliższa analiza pokazaÃla, że pewne wektory cech oka-
zuj ↪a si ↪e korzystniejsze w rozpoznawaniu niektórych sÃlów, inne zaś dominuj ↪a w pozo-
staÃlych przypadkach. Dlatego przebadano skuteczność rozpoznawania z wykorzysta-
niem kombinacji klasyfikatorów opartych na różnych wektorach cech. Zastosowano
metod ↪e gÃlosowania z wi ↪ekszości ↪a zwykÃl ↪a i z wi ↪ekszości ↪a bezwzgl ↪edn ↪a, metod ↪e pozy-
cyjn ↪a Bordy, metod ↪e uśrednień Bayesa oraz caÃlk ↪e rozmyt ↪a. W przypadku kombina-
cji pierwszych 15 wariantów wektora cech (tab 3.7) najlepsze wyniki otrzymano dla
gÃlosowania i caÃlki rozmytej. PrzewyższaÃly one o ok. 4% rezultat, jaki dawaÃl najlep-
szy ze wspomnianych wektorów cech. W przypadku, gdy uwzgl ↪edniono wszystkie
warianty wektora cech wynik globalnie najlepszy byÃl tylko nieznacznie gorszy od
hipotetycznego rezultatu, jaki otrzymanoby dobieraj ↪ac wektor cech indywidualnie
dla każdego sÃlowa. Dlatego kombinacja wymagaÃla staranniejszego wyboru wektorów
cech, na których opieraÃly si ↪e klasyfikatory, a poprawa skuteczności rozpoznawania
okazaÃla si ↪e niewielka, jak można byÃlo oczekiwać.

Przeprowadzono także eksperymenty dla różnej liczby ukrytych stanów. Dla
każdego z rozważanych wariantów wektora cech, eksperyment z rozpoznawaniem
wyrazów powtórzono wykorzystuj ↪ac ukryte modele Markowa maj ↪ace od 2 do 10
stanów emituj ↪acych. Dla wszystkich wariantów wektora cech, najlepsze skuteczności
rozpoznawania otrzymywano, gdy liczba stanów byÃla równa 2 lub 3 lub 4 lub 5.
We wszystkich przypadkach obserwowano też pogarszanie si ↪e wyników, gdy liczba
stanów byÃla wi ↪eksza od 5. Wykonano także eksperyment, w którym liczby stanów
w modelach odpowiadaj ↪acych poszczególnym wyrazom byÃly ustalane indywidual-
nie. Wykorzystuj ↪ac wyniki otrzymane dla liczby stanów zmieniaj ↪acej si ↪e od 2 do 10
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wyznaczono średnie prawdopodobieństwa wygenerowania danego wyrazu w odpo-
wiadaj ↪acych mu modelach o różnej liczbie stanów i wybrano ten model, dla którego
prawdopodobieństwo to byÃlo najwi ↪eksze. Dla wszystkich rozważanych wariantów
wektora cech wyniki otrzymane dla modeli o ustalonej indywidualnie, zróżnicowanej
liczbie stanów okazaÃly si ↪e nieznacznie lepsze aniżeli w przypadku, gdy liczba stanów
modeli odpowiadaj ↪acych poszczególnym wyrazom byÃla jednakowa. Przeprowadzone
eksperymenty pokazaÃly, że dla liczby stanów wi ↪ekszej od 5 model dobrze dopasowuje
si ↪e do danych użytych w uczeniu, ale traci swe wÃlaściwości uogólniaj ↪ace, zatem do
rozpoznawania wyrazów PJM powinno si ↪e raczej projektować modele Markowa o
mniejszej liczbie stanów.

Przebadano rozpoznawanie 35 zdań pokazanych w wariancie użytkowym PJM,
wyst ↪epuj ↪acych w typowych sytuacjach: u lekarza i na poczcie. Zdania wykonywane
byÃly przez lektork ↪e PJM oraz autora pracy. ÃL ↪acznie wykorzystano 1400 wykonań,
zarejestrowanych w korzystnych i niekorzystnych warunkach oświetlenia. Przyj ↪eto,
że pojedynczy model Markowa odpowiada wyrazowi, caÃle zdanie modelowane jest
zaś z wykorzystaniem sieci zÃlożonej z poÃl ↪aczonych odpowiednio modeli sÃlów. Modele
odpowiadaj ↪ace poszczególnym wyrazom miaÃly po cztery stany (rys. 4.2), przy czym
stany 1 i 4 byÃly nieemituj ↪ace, zaś funkcja g ↪estości prawdopodobieństwa obserwacji
dla każdego ze stanów emituj ↪acych miaÃla postać sumy dwóch rozkÃladów Gaussa.

Przebadano 15 różnych konfiguracji sieci ukrytych modeli Markowa. W cz ↪eści
z nich zastosowano modele przej́scia posiadaj ↪ace jeden stan emituj ↪acy. Testowano
ukÃlady ze zwykÃlymi modelami przej́scia oraz z modelami przej́scia typu ’Tee’, w
których istnieje dodatkowa tranzycja z pierwszego stanu nieemituj ↪acego do ostat-
niego stanu nieemituj ↪acego, pozwalaj ↪aca na pomini ↪ecie modelu przej́scia. Rozważano
sieci HMM z modelami przej́scia o jednakowych parametrach oraz sieci, w których
parametry te zależaÃly od pary wyrazów, mi ↪edzy którymi przej́scie modelowano. Dla
sieci, w których po danym wyrazie może wyst ↪apić dowolny wyraz otrzymano bar-
dzo sÃlabe wyniki nie przekraczaj ↪ace 10.6%, niezależnie od tego, czy zastosowano
modele przej́scia czy też nie. Zatem konfiguracje te nie nadaj ↪a si ↪e do rozpozna-
wania zdań PJM z wykorzystaniem zaproponowanej metody. Dopiero wprowadze-
nie modelu lingwistycznego bigram, uwzgl ↪edniaj ↪acego informacj ↪e o kontekście po-
zwoliÃlo na uzyskanie skuteczności rozpoznawania 81.4% dla tych konfiguracji HMM,
które dopuszczaÃly sekwencje wyrazów nie tworz ↪ace logicznych wypowiedzi. Dla
sieci, w których niedozwolone sekwencje wyrazów wyeliminowane s ↪a poprzez sam
ukÃlad ukrytych modeli Markowa uzyskano skuteczność rozpoznawania 96.1%. Dla
konfiguracji tych zauważono, że dodanie modelu przej́scia, który nie jest typu ’Tee’
pogarsza skuteczność rozpoznawania. Dzieje si ↪e tak dlatego, że w procesie uczenia
poszczególnych modeli wykorzystywane s ↪a wyrazy pochodz ↪ace z rozpatrywanych se-
kwencji, zatem modele s ↪a modyfikowane tak, aby uwzgl ↪ednić spowodowane procesem
koartykulacji znieksztaÃlcenia na pocz ↪atku i końcu gestu. W konsekwencji podczas
rozpoznawania pocz ↪atkowa cz ↪eść przej́scia pomi ↪edzy dwoma wyrazami traktowana
jest jako końcówka pierwszego wyrazu, cz ↪eść końcowa przej́scia zostaje zaś doÃl ↪aczona
na pocz ↪atek drugiego wyrazu.

Przeprowadzono także eksperymenty z wykorzystaniem równolegÃlych ukrytych
modeli Markowa. Rozważono dwa warianty zrównoleglenia. W pierwszym równolegÃle
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kanaÃly odpowiadaÃly dÃloni prawej i lewej, w drugim zaś poszczególnym grupom cech,
tj.: poÃlożeniu, ksztaÃltowi, orientacji i informacji o gÃl ↪ebi. Dla gestów wykonywanych
przez autora pracy wyniki otrzymywane w przypadku PaHMM byÃly porównywalne
z tymi uzyskanymi dla modeli zwykÃlych. Popraw ↪e zaobserwowano natomiast dla
gestów wykonywanych przez lektork ↪e PJM. Maj ↪acy wi ↪ecej stopni swobody model
równolegÃly lepiej poradziÃl sobie w przypadku wykonania spontanicznego, w którym
osoba pokazuj ↪aca znaki czyni to prawie bezwiednie, nie przywi ↪azuj ↪ac tak dużej uwagi
do tego aby poszczególne dÃlonie byÃly idealnie zsynchronizowane.

Porównano wÃlasności uogólniaj ↪ace zwykÃlych i równolegÃlych modeli Markowa.
W tym celu usuwano ze zbioru ucz ↪acego cz ↪eść b ↪adź wszystkie zdania, ucz ↪ac po-
szczególne modele jedynie na wykonaniach wyst ↪epuj ↪acych w nich pojedynczych wy-
razów. Badania pokazaÃly, że modele równolegÃle s ↪a bardziej elastyczne i lepiej radz ↪a
sobie w przypadku niedoboru danych ucz ↪acych. Ich skuteczność rozpoznawania w
rozważanej sytuacji okazaÃla si ↪e bliska 70% i byÃla okoÃlo dwukrotnie wyższa od sku-
teczności uzyskanej ze zwykÃlymi HMM. Może to mieć znaczenie przy konstruowaniu
zÃlożonych ukÃladów rozpoznaj ↪acych z obszernymi sÃlownikami wyrazów.

Wynikiem przedstawionych w pracy badań jest prototypowy ukÃlad pozwalaj ↪acy
na rozpoznawanie w trybie on-line pojedynczych sÃlów i prostych zdań PJM. Ocena
ukÃladu dokonana dla 101 wyrazów i 35 zdań potwierdza jego przydatność w zasto-
sowaniu do ograniczonego sÃlownika. Uzyskana skuteczność rozpoznawania 99,3%
dla sÃlów i 97,4% dla zdań przedstawia si ↪e korzystnie w świetle zamieszczonych w
tab. 1.1 wyników opublikowanych w literaturze w odniesieniu do ukÃladów wizyj-
nych niewymagaj ↪acych zastosowania pomocniczych r ↪ekawic. Odnosi si ↪e to również
do wielkości sÃlownika i szybkości dziaÃlania.

Nieco ponad 30% znaków Polskiego J ↪ezyka Miganego ma charakter ikoniczny.
Oznacza to, że charakterystyczny dla nich ukÃlad dÃloni i palców jest podobny do
opisywanego ksztaÃltu, albo wykonywany ruch jest zbliżony do ruchu typowego dla
opisywanej czynności. Intuicyjność tej grupy znaków sprawia, że mog ↪a one z po-
wodzeniem być wykorzystane w innych zastosowaniach, np. w konstruowaniu wie-
lomodalnych interfejsów komunikacji czÃlowieka z maszyn ↪a albo w środowisku gdzie
z uwagi na wysoki poziom haÃlasu sÃlowne wydawanie komend dla komputera b ↪adź
robota jest niemożliwe. Doświadczenia zdobyte w trakcie realizacji niniejszej pracy
mog ↪a wi ↪ec być wykorzystane także przy rozwi ↪azywaniu szeroko rozumianych zadań
z dziedziny interakcji czÃlowieka z maszyn ↪a.

Obecny stan prac nad rozpoznawaniem j ↪ezyków migowych oraz doświadczenia
zgromadzone w niniejszej pracy wyznaczaj ↪a kierunki dalszych badań. W komunika-
cji z osobami niesÃlysz ↪acymi, obok gestów wykonywanych przy udziale dÃloni i ramion,
duże znaczenie maj ↪a także sygnaÃly niemanualne przekazywane za pośrednictwem
mimiki twarzy, ruchów gÃlowy, ukÃladu ciaÃla czy ruchów torsu. Automatyczna in-
terpretacja przekazu migowego w sposób peÃlny i niezawodny wymaga zatem prze-
twarzania informacji o charakterze wielomodalnym. Poci ↪aga to za sob ↪a konieczność
rozwi ↪azania ważnych problemów badawczych i technicznych zwi ↪azanych z jedno-
czesnym rejestrowaniem, precyzyjn ↪a synchronizacj ↪a i integracj ↪a kanaÃlów informa-
cyjnych o różnorodnym charakterze. ZÃlożoność przekazu migowego sprawia, że ko-
nieczne staje si ↪e Ãl ↪aczenie doświadczeń zdobytych przy rozwi ↪azywaniu pokrewnych,



7. PODSUMOWANIE 95

aczkolwiek traktowanych zazwyczaj niezależnie, zadań z zakresu sztucznej inteli-
gencji, takich jak: detekcja, śledzenie i identyfikacja osób, automatyczna analiza i
interpretacja akcji i zachowań czÃlowieka, rozpoznawanie mimiki twarzy, śledzenie i
analiza ruchów ciaÃla, budowanie wielomodalnych interfejsów do komunikacji z ma-
szyn ↪a, czy wreszcie interakcja z obiektami rzeczywistości wirtualnej.

Kolejnym wyzwaniem jest rozwi ↪azanie problemu skalowalności. Ponieważ do-
tychczasowe prace nad rozpoznawaniem j ↪ezyków migowych dotycz ↪a gÃlównie ograni-
czonych sÃlowników gestów. Problem wi ↪aże si ↪e z wyodr ↪ebnieniem i rozpoznawaniem
elementarnych skÃladników gestów, peÃlniacych podobn ↪a rol ↪e jak fonemy w j ↪ezyku
mówionym. Wymaga to badań w zakresie j ↪ezyka miganego oraz badań nad syste-
mami wizyjnymi z kamerami śledz ↪acymi dÃlonie i pozwalaj ↪acymi na obserwowanie
ukÃladu palców z rozdzielczości ↪a umożliwiaj ↪ac ↪a rozpoznanie niezb ↪ednych szczegóÃlów.
Sygnalizowane dot ↪ad rozpoznawanie obszerniejszych sÃlownikow bazuje na danych
otrzymywanych za pośrednictwem specjalnych r ↪ekawic.



Dodatek A

Stanowisko do rozpoznawania
wyrazów i zdań PJM

Rezultatem niniejszej pracy jest stanowisko badawcze pozwalaj ↪ace na rozpoznawanie
w trybie on-line wybranych 101 wyrazów i 35 zdań PJM (patrz dodatek E), używa-
nych w typowych sytuacjach życiowych: u lekarza i na poczcie. Wymagane jest aby
osoba wykonuj ↪aca gesty miaÃla ubranie z dÃlugim r ↪ekawem w kolorach odmiennych od
barwy skóry. Osoba ta powinna znajdować si ↪e w odlegÃlości okoÃlo 1.5 m od kamery i
być zwrócona twarz ↪a do niej. System musi być ustawiony tak, aby w tle nie pojawiÃly
si ↪e inne osoby lub obiekty o barwach zbliżonych do koloru skóry.

A.1 Wymagania sprz ↪etowe

Stanowisko skÃlada si ↪e z typowego komputera PC wyposażonego w kart ↪e interfejsu
IEEE 1394 FireWire, do której doÃl ↪aczona jest stereowizyjna kamera STH-MDCS/-C
firmy Videre Design(rys. A.1. A.2). Opcjonalnie komputer wyposażony może być

Rys. A.1. Stanowisko badawcze.

także w kart ↪e dźwi ↪ekow ↪a i mikrofon, pozwalaj ↪ace na usprawnienie procesu rejestro-
wania sekwencji wizyjnych poprzez zaznaczanie ich pocz ↪atków i końców za pomoc ↪a
komend gÃlosowych. W eksperymentach wykorzystano komputer o nast ↪epuj ↪acych
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Rys. A.2. Kamera stereowizyjna STH-MDCS/-C firmy Videre Design.

parametrach: procesor AMD Athlon 1.8GHz, pami ↪eć operacyjna 1GB, dysk twardy
100GB. Przygotowane oprogramowanie b ↪edzie także dziaÃlać na jednostkach wypo-
sażonych w minimaln ↪a, zalecan ↪a dla systemu Windows XP ilość pami ↪eci operacyjnej
256 MB.

A.2 SkÃladniki oprogramowania

Na komputerze zainstalowany jest system operacyjny Windows XP. Przygotowane
oprogramowanie b ↪edzie dziaÃlać także na wcześniejszych wersjach systemu Windows
z wyj ↪atkiem moduÃlu do sterowania procesem nagrywania sekwencji za pomoc ↪a ko-
mend gÃlosowych. ModuÃl ten wymaga obecności platformy Microsoft .NET Frame-
work i Microsoft Speech SDK, dost ↪epnych standardowo w systemie XP.

Podstawowym skÃladnikiem systemu jest aplikacja rozpoznaj ↪aca. Aplikacja ta
napisana zostaÃla przez autora pracy w j ↪ezyku C++ z wykorzystaniem środowiska
programistycznego Microsoft Visual Studio .NET i biblioteki Microsoft Foundation
Class (MFC). Do konfiguracji kamery, akwizycji i rektyfikacji par obrazów stereo
oraz wyznaczania map gÃl ↪ebi aplikacja wykorzystuje wybrane funkcje z biblioteki
Small Vision System (SVS) [42]. SVS jest dostarczana wraz z kamer ↪a w formie
biblioteki DLL. Jest to produkt licencjonowany i niektóre funkcje dziaÃlaj ↪a tylko na
komputerze wyposażonym w kart ↪e i kamer ↪e Videre Design. Do przetwarzania pozy-
skiwanych sekwencji wizyjnych aplikacja wykorzystuje zoptymalizowane wzgl ↪edem
czasu wykonania funkcje z napisanej przez autora pracy biblioteki podstawowych
procedur przetwarzania obrazu (patrz dodatek B). Rozpoznawanie odbywa si ↪e z
wykorzystaniem funkcji z pakietu Hidden Markow Toolkit (HTK). Wraz z tym
pakietem dostarczane s ↪a kody źródÃlowe dost ↪epnych w nim narz ↪edzi, co pozwala
na przeniesienie zaimplementowanych w pakiecie algorytmów do wÃlasnej aplikacji.
Aplikacja rozpoznaj ↪aca Ãl ↪aczy si ↪e poprzez interfejs ODBC z zaprojektowan ↪a przez
autora baz ↪a danych przygotowan ↪a w MySQL (patrz dodatek C). Umożliwia to
rejestracj ↪e nagrywanych sekwencji i wyników ich przetwarzania, co uÃlatwia proces
gromadzenia i zarz ↪adzania obszernym materiaÃlem badawczym.

Niezależnie od aplikacji rozpoznaj ↪acej wykorzystywane s ↪a także: SRI Smallv
Stereo System (Smallvcal.exe) - dostarczane wraz z kamer ↪a oprogramowanie do ka-
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libracji ukÃladu, skrypty narz ↪edziowe pakietu HKT do tworzenia i uczenia ukrytych
modeli Markowa (patrz dodatek D) i aplikacja Shoot.exe - darmowe oprogramowa-
nie do sterowania komputerem za pomoc ↪a komend gÃlosowych. Sterowanie gÃlosem
zostaÃlo skonfigurowane tak, aby po rozpoznaniu sÃlów start (stop) wysÃlać do okienka
aktywnej aplikacji (w naszym przypadku aplikacji rozpoznaj ↪acej) komunikaty sys-
temu Windows, symuluj ↪ac w ten sposób naciskanie przycisku wznawiaj ↪acego (za-
trzymuj ↪acego) rejestracj ↪e sekwencji wizyjnej.

A.3 Przygotowanie do uruchomienia

Przed wykorzystaniem ukÃlad stereowizyjny musi zostać skalibrowany. Wykorzy-
stywana jest w tym celu dostarczana wraz z kamer ↪a aplikacja Smallvcal.exe i spe-
cjalnie przygotowana plansza (rys. 3.9). Kalibracja odbywa si ↪e z wykorzystaniem
algorytmu Tsai. Procedur ↪e kalibracji należy powtórzyć każdorazowo, gdy poÃlożenie
ukÃladu kamer ulegÃlo zmianie (zmieniÃly si ↪e zewn ↪etrzne parametry modelu każdej z ka-
mer), albo gdy zmieniono ustawienia ostrości poszczególnych obiektywów (zmieniÃly
si ↪e parametry wewn ↪etrzne modeli kamer). Wynikiem kalibracji jest plik tekstowy
zawieraj ↪acy wyznaczone parametry zewn ↪etrzne i wewn ↪etrzne dla obu kamer oraz
macierze, które wykorzystywane b ↪ed ↪a w procesie rektyfikacji par stereo.

Nast ↪epnie należy przygotować obraz, który zostanie wykorzystany do zbudowa-
nia modelu rozkÃladu chrominancji dla skóry ludzkiej. W tym celu należy zareje-
strować obraz zawieraj ↪acy wyprostowan ↪a dÃloń ze zÃl ↪aczonymi palcami skierowanymi
ku górze, zwrócon ↪a wewn ↪etrzn ↪a stron ↪a do kamery (znak daktylograficzny dla litery
B, patrz podrozdziaÃl 2.1, rys. 2.1). Najlepiej jest, aby dÃloń znajdowaÃla si ↪e w takiej
odlegÃlości od kamery, w jakiej b ↪ed ↪a wykonywane gesty. Obraz można zarejestrować
z wykorzystaniem aplikacji Smallvcal.exe, która wykorzystywana byÃla uprzednio do
kalibracji, albo za pomoc ↪a aplikacji rozpoznaj ↪acej. Nast ↪epnie należy wyci ↪ać z otrzy-
manego obrazu prostok ↪atny obszar zawieraj ↪acy fragment dÃloni. Należy to zrobić
tak, aby w wyci ↪etym okienku obrazu znalazÃly si ↪e tylko piksele skóry. Można do
tego wykorzystać dowoln ↪a aplikacj ↪e do przetwarzania obrazów, także standardowo
dost ↪epny w systemie Windows pakiet Paint. Wyci ↪ete okienko musi zostać zapi-
sane jako obraz bmp z wykorzystaniem zapisu 24 bitowego (po 8 bitów na każd ↪a
skÃladow ↪a).

W kolejnym kroku należy przygotować pliki z wyuczonymi modelami Markowa
(patrz dodatek D) i przegrać je do jednego folderu.

Przygotowane pliki zostaj ↪a zaÃladowane do aplikacji rozpoznaj ↪acej na etapie kon-
figuracji.

A.4 Konfiguracja aplikacji rozpoznaj ↪acej

Przygotowana aplikacja rozpoznaj ↪aca ma charakter badawczy, dlatego pozostawiono
w niej wszystkie ustawienia z wersji prototypowej pozwalaj ↪ace na zadawanie różnych
wariantów przetwarzania sekwencji wizyjnych. Parametry konfiguracyjne podzie-
lono na 7 grup: Acquisition, Thresholding, Color, Morphology, Stereo, Features i
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Recognition.
Okienko Acquisition grupuje parametry steruj ↪ace procesem pozyskiwania obra-

zów (rys. A.3). Możliwa jest praca w trybie on-line z wykorzystaniem obrazów z

Rys. A.3. Parametry konfiguracyjne z grupy Acquisition.

kamery Videre-Design (przycisk opcji Live Video) albo praca offline z sekwencjami
zapisanymi uprzednio na dysku (przycisk opcji File Sequence, pole edycyjne File
Name i przycisk Browse). Dopuszczalne s ↪a dwie rozdzielczości obrazów: 320× 240
lub 640× 480 (lista rozwijana Image Size). Możliwe jest wÃl ↪aczenie/wyÃl ↪aczenie prze-
twarzania sekwencji kolorowych (przycisk wyboru Color). Dla celów diagnostycz-
nych możliwe jest wyświetlanie w trakcie pracy systemu obrazu z kamery lewej (pole
wyboru Show Left Image), z kamery prawej (Show Right Image) oraz dodatkowego
okienka z informacj ↪a tekstow ↪a (Show Debug Window). Obrazy mog ↪a zostać zapisane
na dysku (przycisk wyboru Save Images) w folderze wskazanym przez użytkownika
(pole edycyjne File Name i przycisk Browse). Akwizycja obrazów może odbywać si ↪e
w dwóch trybach. W pierwszym z nich w odpowiedzi na ż ↪adanie użytkownika pobie-
rana jest ci ↪agÃla sekwencja obrazów z cz ↪estotliwości ↪a 25 ramek na sekund ↪e (przycisk
opcji Continuous). W drugim trybie pobierana jest tylko jedna klatka z kamery
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lewej i prawej (przycisk opcji Single Frame). Tryb ten może być wykorzystywany do
nagrywania pojedynczych par stereo do kalibracji ukÃladu b ↪adź budowania modelu
chrominancji skóry ludzkiej.

Okienko Thresholding grupuje parametry steruj ↪ace przetwarzaniem obrazów sza-
rych (rys. A.4). Dost ↪epne tu kontrolki staj ↪a si ↪e aktywne, gdy użytkownik odznaczy

Rys. A.4. Parametry konfiguracyjne z grupy Thresholding.

opcj ↪e Color na okienku Acquisition. W pewnych warunkach, gdy jasność twarzy i
dÃloni różni si ↪e wyraźnie od pozostaÃlych obiektów, możliwe jest zastosowanie tech-
niki progowania obrazów z poziomami szarości. Przed progowaniem obrazy mog ↪a
zostać poddane filtracji dolnoprzepustowej usuwaj ↪acej szum (przycisk wyboru Low-
pass Filter). Dost ↪epne s ↪a dwie metody: z wykorzystaniem filtru Gaussa (pole wy-
boru Gauss) lub filtracji medianowej (Median). W obu przypadkach można ustawić
rozmiary masek od 3 do 9 (lista rozwijana Mask Size). W przypadku, gdy twarz i
dÃlonie s ↪a wyraźnie jaśniejsze od pozostaÃlych obiektów, możliwa jest filtracja z wy-
korzystaniem jednej wartości progowej (pole opcji One Threshold). Jeżeli w obrazie
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znajduj ↪a si ↪e obiekty o jasnościach zarówno mniejszych jak i wi ↪ekszych od jasności
twarzy i dÃloni, można spróbować binaryzacji z dwiema wartościami progowymi (pole
opcji Two Thresholds). W trybie z jedn ↪a wartości ↪a progow ↪a można użyć metody
automatycznego doboru progu na podstawie histogramu obrazu i algorytmu Otsu
[53] (pole opcji Otsu) lub ustawić próg r ↪ecznie (pole opcji Manual, pole edycyjne 1st
Threshold i przyciski +, -). Korekta wartości progowej możliwa jest także po urucho-
mieniu przetwarzania danej sekwencji. W trybie z dwiema wartościami progowymi
możliwy jest ich wybór r ↪eczny (pole opcji Manual i pola edycyjne 1st Threshold,
2nd Threshold i przyciski +, -) albo ustalenie ich na podstawie wczytanego obrazu
zawieraj ↪acego tylko piksele dÃloni i skóry zarejestrowanego w podobnych warunkach
oświetlenia (pole opcji From Template, pole edycyjne File Name i przycisk Browse).
W trakcie pracy systemu można wyświetlać dla celów diagnostycznych: obraz po
filtracji dolnoprzepustowej (pole wyboru Show Filtered Image), histogram (Show Hi-
stogram), linie znacz ↪ac ↪a wartość progow ↪a na histogramie (Mark Threshold), krzywe
Gaussa aproksymuj ↪ace histogram (Mark Gaussians) i obraz binarny (Show Thre-
sholded Image).

Okienko Color grupuje parametry steruj ↪ace przetwarzaniem obrazów koloro-
wych (rys. A.5). Okienko to staje si ↪e aktywne, gdy użytkownik zaznaczy opcj ↪e
Color na okienku Acquisition. Możliwe jest przetwarzanie obrazów kolorowych w
jednej z 8 wybranych przestrzeni barw (lista rozwijana Color Space). Parametry
modelu chrominancji skóry ludzkiej mog ↪a zostać wprowadzone bezpośrednio (pola
edycyjne mi 1, mi 2, sigma2 11, sigma2 22, sigma2 12) lub wyznaczone na podsta-
wie wczytanego obrazu (pole edycyjne File Name i przyciski Browse, Build Model).
Otrzymywane obrazy prawdopodobieństwa mog ↪a być progowane z wykorzystaniem
adapcyjnego doboru progu metod ↪a Otsu (pole opcji Otsu) lub wartość progu może
stać ustalona r ↪ecznie (pole opcji Manual, pole edycyjne Threshold i przycisk +, -).
W trakcie przetwarzania możliwe jest wyświetlanie dla celów diagnostycznych: ob-
razu prawdopodobieństwa (pole wybory Show Probability Image), jego histogramu
(Show Histogram), wartości progu na obrazie histogramu (Mark Threshold), krzy-
wych Gaussa aproksymuj ↪acych histogram (Mark Gaussians) i otrzymanego obrazu
binarnego (Show Thresholded Image).

Obrazy binarne otrzymane w wyniku przetwarzania sekwencji kolorowych albo
sekwencji z odcieniami szarości mog ↪a zostać poddane operacjom morfologicznym w
celu poprawy ich jakości (rys. A.6). Można zastosować jedn ↪a z 6 operacji morfo-
logicznych: erozj ↪e (pole opcji Erosion), dylatacj ↪e (Dilation), otwarcie (Openinig),
zamkni ↪ecie (Closing), filtracj ↪e OC (OC) i CO (CO). Dla celów diagnostycznych
można wyświetlać otrzymywane obrazy w trakcie pracy systemu (opcja wyboru Show
Morph Image).

Okienko Stereo grupuje parametry steruj ↪ace przetwarzaniem obrazów stereo (rys.
A.7). Do rektyfikacji obrazów stereo wykorzystywane s ↪a parametry wyznaczone
podczas kalibracji ukÃladu kamer. Do ich wczytania sÃluży pole edycyjne File Name i
przycisk Browse. Proces rektyfikacji wÃl ↪acza si ↪e za pomoc ↪a przycisku wyboru Recti-
fication. Możliwe jest podanie maksymalnej wartości dysparycji (pole edycyjne Max
Disparity), wspóÃlczynnika wykorzystywanego do usuwania bÃl ↪ednych wartości dyspa-
rycji dla obszarów o ubogiej teksturze (pole edycyjne Confidence) i rozmiaru okienka
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Rys. A.5. Parametry konfiguracyjne z grupy Color.

korelacji (Correlation Window Size). Dla celów diagnostycznych można wyświetlić
podczas pracy systemu otrzymywane obrazy dysparycji (pole wyboru Show Dispa-
rity Image).

Okienko Feature grupuje parametry zwi ↪azane z procedur ↪a wyznaczania wektorów
cech (rys. A.8). W polu edycyjnym Min object area wprowadza si ↪e minimalny
rozmiar obiektu. Wszystkie otrzymane w wyniku etykietowania obrazu binarnego
obiekty o polach powierzchni mniejszych od tej wartości zostan ↪a odrzucone. W trak-
cie dziaÃlania programu możliwe jest wyświetlenie obrazu binarnego po etykietowaniu
(pole wyboru Show Labeled Image), obrazu oryginalnego z obszarami twarzy, dÃloni
prawej i lewej zaznaczonymi odpowiednio za pomoc ↪a kolorów zielonego, czerwonego
i niebieskiego (pole wyboru Hands and Face) i przebiegów wybranych wektorów cech
(pole wyboru Show Features).

Okienko Recognition zawiera parametry dotycz ↪ace klasyfikacji z wykorzystaniem
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Rys. A.6. Parametry konfiguracyjne z grupy Morphology.

Rys. A.7. Parametry konfiguracyjne z grupy Stereo.

ukrytych modeli Markowa (rys. A.9). Możliwe jest ustalenie, czy rozpoznawane
b ↪ed ↪a pojedyncze wyrazy (pole opcji Words), czy też caÃle sekwencje (Sentences).
Pole edycyjne Folder Name oraz przycisk Browse pozwalaj ↪a na wczytanie wyuczo-
nych ukrytych modeli Markowa i plików pomocniczych niezb ↪ednych do rozpoznawa-
nia, z wykorzystaniem algorytmu Viterbiego, ze wskazanego folderu (patrz dodatek
D). PozostaÃle parametry steruj ↪ace procesem klasyfikacji (liczba stanów emituj ↪acych,
liczba rozkÃladów Gaussa aproksymuj ↪acych obserwacj ↪e, obecność i rodzaj modeli
przej́sć) ustalane s ↪a w plikach zawieraj ↪acych definicj ↪e ukrytych modeli Markowa,
b ↪adź w plikach pomocniczych przygotowywanych w trakcie uczenia modeli.
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Rys. A.8. Parametry konfiguracyjne z grupy Features.

Rys. A.9. Parametry konfiguracyjne z grupy Recognition.

A.5 Rozpoznawanie

Po wykonaniu caÃlej sekwencji nast ↪epuje jej rozpoznanie z wykorzystaniem przy-
gotowanych uprzednio wyuczonych modeli Markowa. Jako rezultat wyświetlona
zostaje transkrypcja rozpoznanej sekwencji w formie wykorzystywanej w wariancie
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użytkowym PJM oraz jej peÃlny zapis z końcówkami fleksyjnymi. Ponadto w wyniku
wywoÃlania procedur z pakietu HTK na dysku tworzony jest plik wynikowy zawie-
raj ↪acy dodatkowe statystyki. W tab. A.1 przedstawiono czasy osi ↪agane przy prze-
twarzaniu pojedynczej pary stereo dla różnych wariantów przetwarzania sekwencji
wizyjnej.

Tab. A.1. Czasy przetwarzania pary obrazów stereo dla różnych wariantów przetwarzania
sekwencji wizyjnej

wariant przetwarzania sekwencji wizyjnej czas przetwarzania [ms]

obrazy szare, binaryzacja z r ↪ecznym doborem progu, 18
etykietowanie, wyznaczanie mapy dysparycji
obrazy szare, filtracja Gaussa, binaryzacja metod ↪a Otsu, 29
filtracja OC, etykietowanie, wyznaczanie mapy dysparycji
obrazy kolorowe, progowanie obrazu prawdopodobieństwa, 25
etykietowanie, wyznaczanie mapy dysparycji
obrazy kolorowe, progowanie obrazu prawdopodobieństwa, 36
filtracja OC, etykietowanie, wyznaczanie mapy dysparycji



Dodatek B

Biblioteka funkcji przetwarzania
obrazów

W trakcie przeprowadzania prac badawczych konieczne byÃlo tworzenie różnorodnych
aplikacji testowych z zakresu przetwarzania obrazów. Dlatego opracowano biblio-
tek ↪e podstawowych funkcji przetwarzania obrazów. Podczas tworzenia tej biblioteki
zwracano szczególn ↪a uwag ↪e na takie jej cechy jak szybkość przetwarzania i obliczeń,
prostota użycia, spójny i intuicyjny interfejs oraz skalowalność i przenośność. Aby
maksymalnie uÃlatwić tworzenie aplikacji z wykorzystaniem tej biblioteki przyj ↪eto
jednolity standard kodowania i dokumentowania kodu. Biblioteka napisana zostaÃla
w j ↪ezyku C i tworz ↪ace j ↪a moduÃly, z wyj ↪atkiem kilku specyficznych dla systemu
Windows, mog ↪a być Ãlatwo przeniesione na inne platformy. Krótk ↪a charakterystyk ↪e
moduÃlów biblioteki przedstawiono w tab. B.1

Tab. B.1. ModuÃly biblioteki przetwarzania obrazów
lp. nazwa moduÃlu przeznaczenie

operacje wej́scia/wyj́scia
1 avi Przetwarzanie plików filmowych zapisanych w formacie AVI.
2 bmp Odczyt i zapis z/do pliku BMP.
3 display Wyświetlanie obrazów w trybach VESA.
4 img2scr Wyświetlanie obrazów w aplikacjach dziaÃlaj ↪acych w Windows.
5 meteor Akwizycja obrazów z kart frame-grabberów firmy Matrox

(Meteor II, Morphis)
6 vesa ObsÃluga trybów graficznych VESA.
7 video Akwizycja obrazów z wykorzystaniem standardu Video for Windows

(kamery analogowe, kamery internetowe).
ogólne

8 errors ModuÃl obsÃlugi bÃl ↪edów.
9 image Reprezentacja obrazów różnych typów w pami ↪eci komputera.
10 stoper Funkcje uÃlatwiaj ↪ace pomiar czasu.

106
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lp. nazwa moduÃlu przeznaczenie
Przetwarzanie obrazów monochromatycznych i binarnych

11 and Operacja AND na obrazach binarnych.
12 area Obliczenie pola powierzchni obiektu o danej jasności.
13 axis Wyznaczenie k ↪ata nachylenia osi gÃlównej obiektu w obrazie binarnym.
14 bright Korekcja jasności.
15 centroid Obliczenie środka ci ↪eżkości obiektu o danej jasności.
16 circum Obliczenie obwodu obiektu o danej jasności.
17 cluster Grupowanie pikseli.
18 contrast Korekcja kontrastu.
19 conv Konwolucja dyskretna obrazów

(otrzymane wartości ujemne s ↪a zast ↪epowane zerami).
20 conv1 Konwolucja dyskretna obrazów

(otrzymane wartości ujemne s ↪a zast ↪epowane wartościami bezwzgl ↪ednymi).
21 conv2 Konwolucja dyskretna obrazów.
22 correl Dyskretna korelacja dla obrazów z odcieniami szarości.
23 correlb Dyskretna korelacja dla obrazów binarnych.
24 differ Różnica obrazów

(otrzymane wartości ujemne s ↪a zast ↪epowane zerami).
25 differ1 Różnica obrazów

(otrzymane wartości ujemne s ↪a zast ↪epowane wartościami bezwzgl ↪ednymi).
26 dilatio1 Dylatacja obrazu binarnego - wersja zoptymalizowana dla elementów

strukturalnych o dużych powierzchniach, ale zawieraj ↪acych maÃl ↪a liczb ↪e
biaÃlych pikseli.

27 dilation1 Dylatacja obrazu binarnego.
28 equalize Wyrównywanie histogramu.
29 erosion Erozja obrazu binarnego.
30 erosion1 Erozja obrazu binarnego - wersja zoptymalizowana dla elementów

strukturalnych o dużych powierzchniach ale zawieraj ↪acych maÃl ↪a liczb ↪e
biaÃlych pikseli.

31 filters Definicja najcz ↪eściej używanych filtrów.
32 findth Adaptacyjne ustalenie wartości progu binaryzacji na podstawie aproksymacji

histogramu krzywymi Gaussa.
33 findth1 Adaptacyjne ustalenie wartości progu binaryzacji na podstawie histogramu.
34 gauss Filtracja Gaussa za pomoc ↪a maski 3 x 3.
35 hist Wyznaczenie histogramu obrazu z poziomami szarości.
36 hitmiss Operacja morfologiczna hit or miss dla obrazów binarnych.
37 hitmiss1 Operacja morfologiczna dla obrazów binarnych - wersja zoptymalizowana

dla elementów strukturalnych o dużych powierzchniach zawieraj ↪acych maÃl ↪a liczb ↪e
biaÃlych pikseli.

38 hough Transformacja Hougha do wykrywania linii prostych.
39 label Segmentacja za pomoc ↪a algorytmu liniowego przegl ↪adania obrazu i sklejeń.
40 laplace Filtracja Laplace’a obrazów.
41 median Filtracja medianowa obrazów.
42 momgeo Wyznaczanie momentów geometrycznych.
43 negative Negatyw obrazu z poziomami szarości.
44 nonlin Nieliniowa transformacja poziomów szarości.
45 rotate Obrót obrazu o zadany k ↪at.
46 saltpep Dodanie do obrazu szumu typu sól i pieprz.
47 thresh Binaryzacja obrazu.
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lp. nazwa moduÃlu przeznaczenie
Przetwarzanie obrazów kolorowych

48 colnorm Normalizacja przestrzeni barw RGB.
49 colnorm1 Normalizacja przestrzeni barw RGB z odrzuceniem pikseli o maÃlej jasności.
50 getrgb Wyodr ↪ebnienie obrazów R, G i B z obrazu kolorowego RGB.
51 gray2rgb PrzeksztaÃlcenie obrazu z poziomami szarości do obrazu kolorowego.
52 model Wyznaczanie modelu rozkÃladu chrominancji.
53 pln2rgb PrzeksztaÃlcenie obrazów typu PLANAR (Matrox) do obrazów RGB.
54 rgb2 Liniowe przeksztaÃlcenie przestrzeni barw.
55 rgb2gray PrzeksztaÃlcenie obrazu kolorowego do obrazu z poziomami szarości.
56 rgb2i123 Zmiana przestrzeni barw z RGB na I1I2I3.
57 rgb2ihs Zmiana przestrzeni barw z RGB na IHS.
58 rgb2lab Zmiana przestrzeni barw z RGB na L*a*b*.
59 rgb2ocs Zmiana przestrzeni barw z RGB na Opponent Colour Space.
60 rgb2ocsl Zmiana przestrzeni barw z RGB na Opponent Colour Space

- wersja logarytmiczna [18].
61 rgb2xyz Zmiana przestrzeni barw z RGB na XYZ.
62 rgb2yiq Zmiana przestrzeni barw z RGB na YIQ.
63 rgb2yuv Zmiana przestrzeni barw z RGB na YUV.
64 satur Zmiana nasycenia barwy w obrazie kolorowym.
65 setrgb ZÃlożenie obrazu kolorowego RGB z obrazów R, G i B.
66 tint Korekcja barwy dla obrazu kolorowego.

Funkcje pomocnicze
67 alscal Wyznaczenie prawdopodobieństwa P(y—M) dla dyskretnego ci ↪agu obserwacji y

i ukrytego modelu Markowa M metod ↪a w przód.
68 arctan Wyznaczenie arctg2.
69 combine Wyznaczenie obrazu na podstawie dwóch innych obrazów wg reguÃly określonej

przez parametr (b ↪ed ↪acy wskaźnikiem na funkcje).
70 combine1 Jak wyżej, ale dla obrazów, w których do zapisu pikseli wykorzystano dwa bajty.
71 det Obliczenie wyznacznika macierzy.
72 drawrec Narysowanie prostok ↪ata w obrazie.
73 extract Wycinanie prostok ↪atnego okienka z obrazu.
74 gau2img Narysowanie krzywych Gaussa na obrazie histogramu.
75 gauss2D Wyznaczenie wartości dwuwymiarowej funkcji Gaussa.
76 h2d2img Przedstawienie histogramu 2D za pomoc ↪a obrazu.
77 hflip Poziome odbicie obrazu.
78 hist2d Wyznaczenie histogramu 2D na podstawie dwóch obrazów z wybranymi

skÃladowymi barw.
79 hist2img Wyświetlenie histogramu.
80 insert Wstawienie okna do obrazu.
81 int2bas Konwersja obrazu do formatu, w którym do zapisu jednego piksela

wykorzystano 2 bajty
82 rotate Obrót obrazu.
83 scale Przeskalowanie obrazu.
84 sort Sortowanie b ↪abelkowe w porz ↪adku malej ↪acym.
85 sort1 Sortowanie b ↪abelkowe w porz ↪adku malej ↪acym dla danych zapisanych

z wykorzystaniem jednego bajta
86 stereo Wyznaczanie zwartych map dysparycji dla różnych miar dopasowania.
87 egraph Dopasowywanie elastycznego grafu na podstawie parametrów w ↪ezÃlów,

wyznaczonych wg zadanej metody (np. średnia w otoczeniu lub wynik dziaÃlania
filtrów Gabora)



Dodatek C

Aplikacja bazy danych

Eksperymenty z zakresu rozpoznawania wyrazów i sÃlów PJM w ukÃladzie wizyjnym
wymagaj ↪a pracy z duż ↪a ilości ↪a danych o charakterze multimedialnym, przy wyko-
rzystaniu różnorodnych narz ↪edzi sprz ↪etowych i programów obliczeniowych, których
interfejsy wej́scia/wyj́scia nie zawsze s ↪a ze sob ↪a zgodne. Badawczy charakter prac
sprawia, że w ich trakcie generowana jest spora liczba plików pośrednich i rozmaitych
statystyk pomocniczych, które musz ↪a być archiwizowane na wypadek, gdy okaż ↪a si ↪e
jeszcze przydatne. Próby uporz ↪adkowywania oparte jedynie na wprowadzeniu hie-
rarchicznego ukÃladu folderów i sformalizowanego systemu nazewnictwa plików mog ↪a
być nieefektywne. Dlatego na użytek opisywanych badań konieczne staÃlo si ↪e opra-
cowanie narz ↪edzi, które uczyni ↪a z heterogenicznego zestawu instrumentów spójne i
Ãlatwe w użyciu środowisko badawcze.

Elementem umożliwiaj ↪acym zachowanie integralności caÃlego środowiska badaw-
czego jest specjalnie zaprojektowana baza danych, która sÃluży nie tylko do archiwi-
zacji danych, ale pozwala także na zarejestrowanie narz ↪edzi, za pomoc ↪a których dane
zostaÃly uzyskane, ustawień i parametrów konfiguracyjnych, przy których przepro-
wadzano dany eksperyment, kolejności w jakiej poszczególne pliki byÃly generowane,
celu przeprowadzania danego testu oraz dowolnych dodatkowych informacji wpisy-
wanych przez użytkownika, gdy zajdzie taka potrzeba. Aby to osi ↪agn ↪ać, przyj ↪eto
podczas projektowania struktury bazy zaÃlożenie, że jej podstawow ↪a funkcj ↪a b ↪edzie
raczej rejestrowanie aktywności użytkownika wykonuj ↪acego eksperyment, odpowied-
nie dane b ↪ed ↪a zaś wpisywane jako argumenty wej́sciowe b ↪adź rezultaty wspomnianej
aktywności. Takie podej́scie umożliwia odtworzenie caÃlej historii eksperymentu na
podstawie wpisów w bazie. Na rys. C.1 przedstawiono logiczn ↪a struktur ↪e bazy da-
nych. W tabeli PROCESS zapisywane s ↪a kolejne akcje podejmowane podczas prze-
prowadzania danego eksperymentu. Proces wykonywany jest przez osob ↪e, której
dane zapisane s ↪a w tabeli PERSON z wykorzystaniem narz ↪edzi opisanych w tabeli
TOOL. Proces może wymagać pewnych danych wej́sciowych, oznaczonych na ry-
sunku INPUT DATA i może generować rezultaty oznaczone jako OUTPUT DATA.
Danymi dla poszczególnych procesów mog ↪a być filmy, sekwencje obrazów, pojedyn-
cze obrazy, sekwencje plików i pojedyncze pliki. Wyniki wykonania danego procesu
mog ↪a być jednocześnie danymi wej́sciowymi dla innego procesu. Struktur ↪e bazy
danych pokazano na rys. C.2. Przy wyborze zestawu atrybutów opisuj ↪acych dan ↪a
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Rys. C.1. Logiczna struktura bazy danych

Rys. C.2. Struktura bazy danych

encj ↪e przyj ↪eto, że projektowana baza danych b ↪edzie miaÃla charakter uniwersalny
i w przyszÃlości b ↪edzie mogÃla także być zastosowana do wspierania innych badań
zwi ↪azanych z przetwarzaniem dużej ilości plików multimedialnych. W tabelach C.1-
C.12 zamieszczono zestawy atrybutów opisuj ↪ace poszczególne encje. Do budowy
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systemu obsÃluguj ↪acego baz ↪e zastosowano MySQL. Interfejs użytkownika opracowano
z wykorzystaniem PHP.

Tab. C.1. Opis encji PROCESS
lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator procesu.
2 name Nazwa procesu.
3 execution date Data wykonania procesu.
4 short description Krótki opis procesu.
5 long description DÃlugi opis procesu.

Tab. C.2. Opis encji PERSON
lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator osoby.
2 name Imi ↪e i nazwisko.
3 function Funkcja (admin, user, guess).
4 login Identyfikator używany podczas logowania.
5 password HasÃlo używane podczas logowania.
6 short description Krótki opis osoby.
7 long description DÃlugi opis osoby.

Tab. C.3. Opis encji TOOL
lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator narz ↪edzia.
2 name Nazwa narz ↪edzia.

3 path Ścieżka dost ↪epu do pliku.
4 launch method Sposób wywoÃlania narz ↪edzia.

5 config file Ścieżka dost ↪epu do pliku konfiguracyjnego.
6 version Numer wersji narz ↪edzia.
7 short description Krótki opis narz ↪edzia.
8 long description DÃlugi opis narz ↪edzia.
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Tab. C.4. Opis encji FILM
lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator filmu.
2 nazwa Nazwa filmu.

3 path Ścieżka dost ↪epu do pliku.
4 format Format pliku (avi, mpeg, mov, itp.).
5 width Szerokość klatki.
6 height Wysokość klatki.
7 bits per pixel Liczba bitów na jeden piksel.
8 codec Kompresja zastosowana przy zapisie filmu.
9 short description Krótki opis filmu.
10 long description DÃlugi opis filmu.

Tab. C.5. Opis encji IMAGE SEQUENCE

lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator sekwencji obrazów.
2 name Nazwa sekwencji obrazów.

3 path Ścieżka dost ↪epu do folderu zawieraj ↪acego sekwencj ↪e obrazów.
4 basename Nazwa bazowa pliku.
5 start index Numer pierwszej klatki w sekwencji.
6 stop index Numer ostatniej klatki w sekwencji.
7 format Format pojedynczego obrazu (bmp, jpeg, gif, itp.).
8 width Szerokość pojedynczego obrazu.
9 height Wysokość pojedynczego obrazu.
10 bits per pixel Liczba bitów na jeden piksel.
11 short description Krótki opis sekwencji obrazów.
12 long description DÃlugi opis sekwencji obrazów.

Tab. C.6. Opis encji IMAGE
lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator obrazu.
2 nazwa Nazwa obrazu.

3 path Ścieżka dost ↪epu do pliku.
4 format Format obrazu (bmp, jpeg, gif, itp.).
5 width Szerokość obrazu.
6 height Wysokość obrazu.
7 bits per pixel Liczba bitów na jeden piksel.
8 short description Krótki opis obrazu.
9 long description DÃlugi opis obrazu.
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Tab. C.7. Opis encji FILE SEQUENCE

lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator sekwencji plików.
2 name Nazwa sekwencji plików.

3 path Ścieżka dost ↪epu do folderu zawieraj ↪acego sekwencj ↪e plików.
4 basename Nazwa bazowa pliku.
5 start index Numer pierwszego pliku w sekwencji.
6 stop index Numer ostatniego pliku w sekwencji.
7 format Format pojedynczego pliku (doc, xls, mfc, itp.).
8 length Rozmiar pliku.
9 short description Krótki opis sekwencji plików.
10 long description DÃlugi opis sekwencji plików.

Tab. C.8. Opis encji FILE
lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator pliku.
2 name Nazwa pliku.

3 path Ścieżka dost ↪epu do pliku.
4 format Format pliku (doc, xls, mfc, itp.).
5 length Rozmiar pliku.
6 short description Krótki opis pliku.
7 long description DÃlugi opis pliku.

Tab. C.9. Opis encji PERSON ASSIGNMENT
lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator przyporz ↪adkowania.
2 process id Identyfikator procesu.
3 person id Identyfikator osoby.

Tab. C.10. Opis encji TOOL ASSIGNMENT
lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator przyporz ↪adkowania.
2 process id Identyfikator procesu.
3 tool id Identyfikator narz ↪edzia.
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Tab. C.11. Opis encji INPUT ASSIGNMENT
lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator przyporz ↪adkowania.
2 process id Identyfikator procesu.
3 image id Identyfikator obrazu.
4 file id Identyfikator pliku.
5 image sequence id Identyfikator sekwencji obrazów.
6 file sequence id Identyfikator sekwencji plików.
7 film id Identyfikator filmu.

Tab. C.12. Opis encji OUTPUT ASSIGNMENT
lp. nazwa pola przeznaczenie

1 id Unikatowy identyfikator przyporz ↪adkowania.
2 process id Identyfikator procesu.
3 image id Identyfikator obrazu.
4 file id Identyfikator pliku.
5 image sequence id Identyfikator sekwencji obrazów.
6 file sequence id Identyfikator sekwencji plików.
7 film id Identyfikator filmu.



Dodatek D

Przewodnik użytkownika HTK

Hidden Markov Model Toolkit (HTK) jest narz ↪edziem do budowania systemów roz-
poznawania wykorzystuj ↪acych ukryte modele Markowa. Narz ↪edzie to zostaÃlo opra-
cowane w zespole Speech, Vision and Robotics na Uniwersytecie Cambridge i pier-
wotnie byÃlo przeznaczone do rozpoznawania mowy. Jednak j ↪adro HTK jest ogólnego
przeznaczenia i budowane z jego wykorzystaniem ukryte modele Markowa mog ↪a być
wykorzystane do modelowania dowolnych przebiegów czasowych. Dlatego narz ↪edzie
to stosowane jest także do syntezy mowy, rozpoznawania sekwencji DNA, rozpozna-
wania pisma i rozpoznawania gestów.

HTK jest zbiorem moduÃlów bibliotecznych i programów narz ↪edziowych wspiera-
j ↪acych rejestrowanie i przetwarzanie sygnaÃlu mowy, konstruowanie zÃlożonych ukÃla-
dów HMM, uczenie, testowanie i analiz ↪e otrzymanych rezultatów. Zastosowanie
HTK do rozpoznawania gestów wymaga jedynie zast ↪apienia moduÃlów dedykowanych
do przetwarzania sygnaÃlu mowy wÃlasnymi, które zapisz ↪a dane i konfiguracj ↪e ukÃladu
rozpoznaj ↪acego w formacie przyj ↪etym w HTK. Dla każdego z programów narz ↪edzio-
wych dost ↪epne s ↪a kody źródÃlowe w j ↪ezyku C. Pozwala to na zastosowanie algorytmów
wbudowanych w HTK we wÃlasnych programach.

HTK umożliwia budowanie ukrytych modeli Markowa z obserwacj ↪a ci ↪agÃl ↪a i dys-
kretn ↪a. W przypadku modeli z obserwacj ↪a ci ↪agÃl ↪a funkcja g ↪estości prawdopodobień-
stwa obserwacji ma postać sumy rozkÃladów Gaussa, które mog ↪a być opisywane za
pomoc ↪a peÃlnej macierzy kowariancji b ↪adź wektorów z wartościami wariancji, gdy
poszczególne skÃladowe wektora cech s ↪a statystycznie niezależne. W każdym modelu
stany pierwszy i ostatni s ↪a nieemituj ↪ace, tzn. nie generuj ↪a obserwacji. Stany te wy-
korzystywane s ↪a do Ãl ↪aczenia poszczególnych modeli w wi ↪eksze struktury. Struktur ↪e
ukrytego modelu Markowa zadaje si ↪e wprowadzaj ↪ac do macierzy tranzycji nieze-
rowe wartości pocz ↪atkowe dla dozwolonych przej́sć pomi ↪edzy stanami. Umożliwia
to projektowanie modeli o dowolnych topologiach. Poprzez wprowadzenie przej́sć
jednokierunkowych z możliwości ↪a pomini ↪ecia pewnych stanów otrzymuje si ↪e tzw.
modele Bakisa, nadaj ↪ace si ↪e do rozpoznawania gestów, które mog ↪a być wykony-
wane z różn ↪a szybkości ↪a. Możliwe jest także budowanie tzw. modeli typu ’Tee’
(zob. podrozdziaÃl 4.3 i rys. 4.7b). Modele te maj ↪a dodatkowe przej́scie pomi ↪edzy
pierwszym i ostatnim stanem nieemituj ↪acym i wykorzystywane s ↪a do modelowa-
nia opcjonalnych fragmentów sekwencji czasowych. W przypadku rozpoznawania
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sekwencji gestów modele typu ’Tee’ można wykorzystać do modelowania przej́sć
pomi ↪edzy poszczególnymi gestami.

Uczenie ukrytych modeli Markowa z wykorzystaniem HTK odbywa si ↪e w dwóch
etapach. Na pocz ↪atku dokonywana jest wst ↪epna estymacja parametrów modelu z
wykorzystaniem algorytmu Viterbiego, nast ↪epnie zaś douczanie z wykorzystaniem
algorytmu Bauma-Welcha. Do budowania systemów rozpoznawania sekwencji prze-
biegów czasowych, z których każdy modelowany jest za pomoc ↪a jednego HMM za-
implementowano uczenie z wbudowanym wyodr ↪ebnianiem elementów skÃladowych w
ci ↪agu ucz ↪acym, a wi ↪ec np. wyrazów w zdaniach, tzw. embedded training. Embedded
training można zastosować do modelowania sekwencji gestów. W tym przypadku
po wst ↪epnej estymacji poszczególne modele uczone s ↪a równolegle z wykorzystaniem
caÃlych sekwencji, przy czym nie jest wymagana dokÃladna segmentacja danej sekwen-
cji, a jedynie informacja o kolejności gestów, z których jest ona zbudowana. Taka
strategia uczenia uÃlatwia proces gromadzenia danych ucz ↪acych, co ma duże znacze-
nie zwÃlaszcza w przypadkach, gdy zbiór rozpoznawanych sekwencji jest liczny. W
HTK rozpoznawanie odbywa si ↪e z wykorzystaniem algorytmu Viterbiego w wersji z
przekazywaniem znaczników (zob. podrozdziaÃl 4.3).

W przypadku rozpoznawania sekwencji gestów struktur ↪e sieci ukrytych modeli
Markowa zadaje si ↪e za pomoc ↪a specjalnego j ↪ezyka, który skÃlada si ↪e ze zbioru defi-
nicji i nast ↪epuj ↪acego po nich wyrażenia regularnego opisuj ↪acego ukÃlad modeli. Tak
zapisana sieć modeli jest nast ↪epnie automatycznie przeksztaÃlcana do formatu HTK
Standard Lattice Format, który jest wykorzystywany w trakcie uczenia i rozpozna-
wania. Umożliwia to zapisanie w prosty i przejrzysty sposób nawet bardzo zÃlożonych
konfiguracji ukrytych modeli Markowa.

D.1 Zdefiniowanie problemu

Pierwszym etapem podczas tworzenia systemu rozpoznaj ↪acego z wykorzystaniem
pakietu HTK jest zdefiniowanie problemu. W tym celu wykorzystuje si ↪e specjalny
j ↪ezyk i tworzy si ↪e plik tekstowy z opisem tzw. gramatyki zadania. W ogólnym
przypadku opis ten skÃlada si ↪e z zestawu definicji i nast ↪epuj ↪acego po nich wyrażenia
regularnego. Wyrażenie regularne zapisuje si ↪e w nawiasach zwykÃlych (, ) z wyko-
rzystaniem specjalnych metaznaków, których znaczenie przedstawiono w tab. D.1.

Tab. D.1. Metaznaki używane w opisie gramatyki zadania
metaznak opis

| alternatywa
[ ] element opcjonalny
{ } zero lub wi ↪ecej powtórzeń
< > jedno lub wi ↪ecej powtórzeń

<< >> zapis informacji o kontekście

PrzykÃlad D.1
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ZaÃlóżmy, że naszym zadaniem jest rozpoznawanie pojedynczych cyfr: 1, 2, ... 9, 0.
Plik z opisem gramatyki zadania b ↪edzie miaÃl postać:

(one|two|three|four|five|six|seven|eight|nine|zero)

lub z wykorzystaniem definicji:

$digit = one|two|three|four|five|six|seven|eight|nine|zero;

( $digit )

Opisowi takiemu odpowiada struktura ukÃladu rozpoznaj ↪acego przedstawiona na rys.
D.1.

Rys. D.1. Struktura HMM do rozpoznawania pojedynczych cyfr.

PrzykÃlad D.2
ZaÃlóżmy teraz, że zamiast pojedynczych cyfr rozpoznawane maj ↪a być ich sekwen-
cje. W tym przypadku należy użyć nawiasów <, > oznaczaj ↪acych jedno lub wiele
wyst ↪apień (patrz tab. D.1). Zatem plik z definicj ↪a gramatyki zadania b ↪edzie miaÃl
teraz postać:

$digit = one|two|three|four|five|six|seven|eight|nine|zero;

( < $digit > )

Rys. D.2 przedstawia struktur ↪e HMM do rozpoznawania sekwencji cyfr.

one

two

zero

Rys. D.2. Struktura HMM do rozpoznawania sekwencji cyfr.

Do zapisu informacji o kontekście wykorzystuje si ↪e podwójne nawiasy <<, >> i
znaki ’-’, ’+’. W nawiasach <<, >> umieszcza si ↪e wpisy rozdzielone znakiem al-
ternatywy |. Pojedynczy wpis ma postać A-B+C, gdzie A reprezentuje sÃlowo znaj-
duj ↪ace si ↪e z lewej strony wyrazu, a C sÃlowo ze strony prawej. Aktualny wyraz jest
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oznaczony przez B. Elementy A i C s ↪a opcjonalne. Przy zapisywaniu informacji
o kontekście pomija si ↪e znak $ stosowany w innych przypadkach przed nazwami
zmiennych.

PrzykÃlad D.3
ZaÃlóżmy, że rozpoznajemy sekwencje zÃlożone z dwóch cyfr, przy czym jeżeli pierw-
sza z nich jest nieparzysta, to druga jest parzysta i odwrotnie, jeżeli pierwsza jest
parzysta, to druga nie. W takim przypadku plik z opisem gramatyki zadania może
mieć postać:

$odd_digit = one|three|five|seven|nine;

$even_digit = two|four|six|eight|zero;

( << odd_digit+even_digit | even_digit+odd_digit >> )

Opis gramatyki zadania z wykorzystaniem wyrażenia regularnego jest wygodny
dla użytkownika i pozwala na zapis nawet bardzo zÃlożonych struktur. Narz ↪edzia
HTK wymagaj ↪a jednak zapisu z wykorzystaniem specjalnego formatu HTK Stan-
dard Lattice Format (SLF), w którym struktura ukÃladu rozpoznaj ↪acego zapisana
jest za pomoc ↪a listy w ↪ezÃlów i listy tranzycji mi ↪edzy nimi. Opis gramatyki zada-
nia może zostać przeksztaÃlcony do formatu SLF z wykorzystaniem wchodz ↪acego w
skÃlad pakietu narz ↪edzia HParse. Jeżeli zaÃlożymy, że plik z przygotowanym opisem
gramatyki ma nazw ↪e grammar a wynikowy plik w formacie SLF ma nazywać si ↪e
word network, to konwersji dokonamy nast ↪epuj ↪aco:

HParse grammar word_network

D.2 Przygotowanie sÃlownika

Kolejnym krokiem jest przygotowanie pliku sÃlownika, który b ↪edzie zawieraÃl wszyst-
kie rozpoznawane wyrazy. Jest to plik tekstowy, w którym każda linia opisuje poje-
dynczy wyraz i ma postać:

word [output_symbol] pronunciation_probability hmm_1, hmm_2, ..., hmm_n

gdzie: word jest opisywanym wyrazem, output symbol jest nazw ↪a, która b ↪edzie
używana przy wyświetlaniu wyników, pronunciation probability przyjmuje war-
tości z przedziaÃlu (0, 1) i określa jakie jest prawdopodobieństwo, że opisywany wyraz
jest modelowany za pomoc ↪a zestawu modeli o nazwach hmm 1, ... hmm n.

W ogólnym przypadku dany wyraz może być wymawiany na wiele sposobów
i wtedy wpisujemy go do sÃlownika wielokrotnie z innym zestawem modeli i odpo-
wiednim prawdopodobieństwem wyst ↪apienia. To samo dotyczy gestów, które mog ↪a
przecież być wykonywane na wiele sposobów. W przypadku sygnaÃlu mowy jeden
model Markowa może odpowiadać pojedynczej gÃlosce i dlatego w opisie sÃlowa może
pojawić si ↪e wi ↪ecej niż jeden HMM.
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Output symbol i pronunciation probability s ↪a parametrami opcjonalnymi.
Jeżeli output symbol nie wyst ↪api w opisie danego wyrazu, to używana jest nazwa
wpisana na pocz ↪atku odpowiadaj ↪acej mu linii w pliku sÃlownika. Można także użyć
pustych nawiasów [] i wtedy nazwa danego wyrazu w ogóle nie pojawi si ↪e podczas
wyświetlania wyników. Jest to przydatne w przypadku modeli przej́sć pomi ↪edzy
wyrazami, które musz ↪a być także umieszczane w pliku sÃlownika, ale nie powinny
pojawiać si ↪e, gdy b ↪edzie wyświetlana rozpoznana sekwencja wyrazów.

W przykÃladach D.1-D.3 plik sÃlownika mógÃlby wygl ↪adać nast ↪epuj ↪aco:

one [jeden] hmm_1

two [dwa] hmm_2

three [trzy] hmm_3

four [cztery] hmm_4

five [piec] hmm_5

six [szesc] hmm_6

seven [siedem] hmm_7

eight [osiem] hmm_8

nine [dziewiec] hmm_9

zero [zero] hmm_0

Wtedy przy wyświetlaniu wyników rozpoznawane cyfry b ↪ed ↪a wypisywane w j ↪ezyku
polskim. Modelom Markowa odpowiadaj ↪acym poszczególnym cyfrom nadano nazwy
hmm 1, hmm 2, ..., hmm 0.

D.3 Przygotowanie modeli

Kolejnym krokiem jest przygotowanie modeli. Dla przykÃladów D.1-D.3 modele te
musz ↪a nazywać si ↪e hmm 1, hmm 2, ..., hmm 0, tak jak to zdefiniowano w pliku sÃlownika
i musz ↪a być zapisane w plikach odpowiednio: hmm 1.hmm, hmm 2.hmm, ..., hmm 0.hmm.
Poniżej pokazano zawartość pliku hmm 1.hmm, w którym zdefiniowano model HMM z
czterema stanami, przy czym stan pierwszy i ostatni s ↪a nieemituj ↪ace. Jest to model
z obserwacj ↪a ci ↪agÃl ↪a, w którym funkcja g ↪estości prawdopodobieństwa obserwacji w
stanie emituj ↪acym opisana jest za pomoc ↪a rozkÃladu normalnego. Przyj ↪eto, że wektor
obserwacji zÃlożony jest z czterech elementów.

~h "hmm_1"

<BeginHMM>

<VecSize> 4 <USER>

<NumStates> 4

<State> 2

<Mean> 4

1.0 1.0 1.0 1.0

<Variance> 4

1.0 1.0 1.0 1.0

<State> 3

<Mean> 4
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1.0 1.0 1.0 1.0

<Variance> 4

1.0 1.0 1.0 1.0

<TRANSP> 4

0.0 0.5 0.5 0.0

0.0 0.3 0.4 0.3

0.0 0.0 0.5 0.5

0.0 0.0 0.0 0.0

<EndHMM>

Definicja modelu zaczyna si ↪e od znaków ~ h i nazwy modelu. Nast ↪epnie pojawia si ↪e
znacznik <BeginHMM>, któremu odpowiada umieszczany na końcu definicji znacznik
<EndHMM>. Linia <VecSize> 4 <USER> informuje, że wektor cech skÃlada si ↪e z czte-
rech elementów i że mog ↪a to być dowolne parametry zdefiniowane przez użytkownika,
a nie tylko wartości specyficzne dla przetwarzania sygnaÃlu mowy (znacznik <USER>).
Kolejna linia <NumStates> 4 określa liczb ↪e stanów ukrytego modelu Markowa. Po
niej nast ↪epuj ↪a definicje emituj ↪acych stanów modelu. W przedstawionym przykÃladzie
s ↪a to stany 2 i 3. Opis stanu rozpoczyna si ↪e od znacznika <State>, po którym podaje
si ↪e numer stanu. Nast ↪epnie umieszcza si ↪e opis funkcji g ↪estości prawdopodobieństwa
obserwacji w danym stanie, która w naszym przypadku określona jest poprzez po-
danie wartości średnich i wariancji. Wartości średnie i wariancje wprowadza si ↪e
w postaci oddzielonych spacjami liczb i poprzedza si ↪e je odpowiednio znacznikiem
<Mean> lub <Variance>, po którym nast ↪epuje liczba wartości. Wartości średnie i wa-
riancje zostan ↪a ustalone podczas uczenia, dlatego w trakcie tworzenia modelu można
wpisywać dowolne, niezerowe liczby. Liczby te nie b ↪ed ↪a traktowane jako wartości
pocz ↪atkowe podczas uczenia. Po opisaniu wszystkich stanów emituj ↪acych podaje
si ↪e macierz prawdopodobieństw przej́sć poprzedzon ↪a znacznikiem <TRANSP> i liczb ↪a
określaj ↪ac ↪a jej rozmiar. W zapisie macierzy tranzycji stanów, element umieszczony
w wierszu j i kolumnie i określa, jakie jest prawdopodobieństwo przej́scia ze stanu i
do j. Topologie modelu określa si ↪e poprzez wpisywanie niezerowych wartości w miej-
scach odpowiadaj ↪acych dozwolonym przej́sciom pomi ↪edzy stanami. Sumy wartości
w poszczególnych wierszach macierzy musz ↪a być równe 1, z wyj ↪atkiem ostatniego
wiersza, w którym należy wpisać wartości zerowe.

W przypadku, gdy funkcja g ↪estości prawdopodobieństwa obserwacji w danym
stanie jest sum ↪a kilku rozkÃladów normalnych, opis stanu jest bardziej zÃlożony.
Poniżej zamieszczono przykÃlad opisu stanu 2, w którym funkcja g ↪estości prawdopo-
dobieństwa obserwacji jest sum ↪a dwóch rozkÃladów normalnych, pierwszego z wag ↪a
0.4 a drugiego z wag ↪a 0.6.

<State> 2 <NumMixes> 2

<Mixture> 1 0.4

<Mean> 4

1.0 1.0 1.0 1.0

<Variance> 4

1.0 1.0 1.0 1.0

<Mixture> 2 0.6
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<Mean> 4

1.0 1.0 1.0 1.0

<Variance> 4

1.0 1.0 1.0 1.0

W linii rozpoczynaj ↪acej opis stanu pojawia si ↪e dodatkowy znacznik <NumMixes>,
po którym nast ↪epuje liczba określaj ↪aca liczb ↪e rozkÃladów normalnych (naszym przy-
padku jest to 2). Wartości średnie i wariancje dla poszczególnych rozkÃladów, poprze-
dzone s ↪a liniami zawieraj ↪acymi znacznik <Mixture>, po którym nast ↪epuje numer
rozkÃladu (numeracja rozpoczyna si ↪e od 1) i wartość wagi. Wagi mog ↪a przyjmować
dowolne dodatnie wartości, ale ich suma w obr ↪ebie jednego stanu musi być równa 1.

W przypadku, gdy konieczne jest podanie peÃlnej macierzy kowariancji, opis stanu
może wygl ↪adać nast ↪epuj ↪aco:

<State> 2

<Mean> 4

1.0 1.0 1.0 1.0

<InvCovar> 4

1.0 0.1 0.0 0.0

1.0 0.2 0.0

1.0 0.1

1.0

W miejsce znacznika <Variance> wpisujemy teraz znacznik <InvCovar> i po nim
rozmiar macierzy. W nast ↪epnych liniach wpisujemy macierz odwrotn ↪a do macierzy
kowariancji. Ponieważ macierz kowariancji jest symetryczna, wpisujemy tylko jej
cz ↪eść zaczynaj ↪ac od elementu diagonalnego w każdym wierszu.

Zamieszczone przykÃlady pokazuj ↪a tylko cz ↪eść możliwości pakietu HTK, który
pozwala m.in. także na budowanie modeli z wyj́sciem dyskretnym. Kompletny opis
dost ↪epnego w pakiecie j ↪ezyka do konstruowania modeli Markowa różnych typów
można znaleźć w pracy [81].

D.4 Przygotowanie danych

W pakiecie HTK plik z danymi zawiera nagÃlówek i nast ↪epuj ↪ace po nim sekwencje
wektorów cech. NagÃlówek ma 12 bajtów i skÃlada si ↪e z nast ↪epuj ↪acych pól:

nSamples - dÃlugość sekwencji (liczba wektorów w sekwencji) (4 bajty),
sampPeriod - okres próbkowania w jednostkach 100 nanosekundowych (4 bajty),
sampSize - liczba bajtów przypadaj ↪aca na jeden wektor (2 bajty),
parmKind - kod określaj ↪acy rodzaj próbki (2 bajty).

Liczba 9 wpisana jako parmKind oznacza, że s ↪a to dane zdefiniowane przez użyt-
kownika. Po sekcji nagÃlówka umieszczone s ↪a kolejno wektory danych. Wartości w
wektorach s ↪a zapisane w postaciach 4-bajtowych.
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HTK jest pakietem przystosowanym do rozpoznawania mowy i posiada narz ↪edzia
umożliwiaj ↪ace nagranie sygnaÃlu mowy, przetworzenie go w celu wyznaczenia typo-
wych dla przetwarzania mowy wektorów cech i zapisania w odpowiednim formacie.
W przypadku przetwarzania danych o innym charakterze, co miaÃlo miejsce w ni-
niejszej pracy, konieczne jest napisanie wÃlasnych programów, które potrafi ↪a zapisać
otrzymane wektory cech w plikach o opisanym powyżej formacie.

D.5 Uczenie

Uczenie przygotowanych modeli Markowa można przeprowadzić w dwóch etapach.
W pierwszym etapie dokonuje si ↪e wst ↪epnej estymacji parametrów z wykorzystaniem
metody Viterbiego. SÃluży do tego narz ↪edzie HInit. PrzykÃladowe wywoÃlanie HInit

dla modelu hmm_1 mogÃloby wygl ↪adać nast ↪epuj ↪aco:

HInit -S one_training_list hmm_1.hmm

hmm_1_training_list zawiera list ↪e plików z danymi, które zostan ↪a użyte do wst ↪ep-
nej estymacji parametrów modelu hmm_1.hmm przygotowanego zgodnie ze wskazów-
kami w podrozdziale D.3. Jeżeli zaÃlożymy, że do uczenia tego modelu wykorzystamy
dziesi ↪eć sekwencji wektorów cech, przygotowanych zgodnie z opisem w podrozdziale
D.4 i zapisanych w plikach one_1.mfc, one_2.mfc, ..., one_10.mfc, to zawartość
pliku one_training_list powinna być nast ↪epuj ↪aca:

one_1.mfc

one_2.mfc

one_3.mfc

one_4.mfc

one_5.mfc

one_6.mfc

one_7.mfc

one_8.mfc

one_9.mfc

one_10.mfc

Po uczeniu wst ↪epnym przeprowadza si ↪e reestymacj ↪e parametrów z wykorzystaniem
metody Bauma-Welcha. W przypadku rozpoznawania pojedynczych gestów należy
użyć narz ↪edzia HRest. PrzykÃladowe wywoÃlanie dla modelu hmm_1 może mieć postać:

HRest -S one_training_list hmm_1

gdzie hmm_1 jest plikiem z definicj ↪a modelu Markowa po wst ↪epnej estymacji para-
metrów modelu zapisanych w pliku hmm_1.hmm.
W przypadku rozpoznawania sekwencji gestów, uczenie odbywa si ↪e z wykorzysta-
niem embedded training. SÃluży do tego program HERest. Poniżej przedstawiono
wywoÃlanie programu dla przykÃladu D.2.

HERest training_sentences_list -I training_sentences_structures hmms_list
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Plik training_sentences_list zawiera list ↪e plików z sekwencjami wektorów cech
odpowiadaj ↪acymi wszystkim zdaniom ze zbioru ucz ↪acego. W przypadku embedded
tranining modele uczone s ↪a jednocześnie i nie jest wymagana segmentacja poszcze-
gólnych zdań na pojedyncze wyrazy. Konieczna jest jedynie informacja o tym, z
jakich wyrazów skÃlada si ↪e zdanie i w jakiej kolejności te wyrazy wyst ↪epuj ↪a. Infor-
macja ta zawarta jest w pliku training_sentences_structures. Plik hmms_list

zawiera list ↪e nazw wszystkich modeli Markowa odpowiadaj ↪acych pojedynczym wy-
razom. ZaÃlóżmy, że dla przykÃladu D.2 uczenie embedded training odbywa si ↪e z
wykorzystaniem m. in. sekwencji: 123, 23, 321, zapisanych w plikach odpowiednio:
one_two_three.mfc, two_three.mfc i three_two_one.mfc. Odpowiadaj ↪acy tym
sekwencjom fragment pliku training_sentences_list przedstawiono poniżej:

one_two_three.mfc

two_three.mfc

three_two_one.mfc

Fragment pliku training_sentences_structures powinien być nast ↪epuj ↪acy:

#!MLF!#

"one_two_three.lab"

one

two

three

.

"two_three.lab"

two

three

.

"three_two_one.lab"

three

two

one

.

Plik ten rozpoczyna si ↪e od znaków #!MLF!#, po których nast ↪epuj ↪a, rozdzielone zna-
kiem ’.’ definicje struktury poszczególnych sekwencji ze zbioru ucz ↪acego. Każda
struktura opisana jest poprzez podanie nazwy pliku z rozszerzeniem lab zamiast
mfc i nast ↪epnie listy wyrazów wchodz ↪acych w skÃlad danej sekwencji.
Dla przykÃladu D.2 Plik hmms_list powinien zawierać list ↪e modeli odpowiadaj ↪acych
poszczególnym cyfrom:

hmm_1

hmm_2

hmm_3

hmm_4

hmm_5

hmm_6
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hmm_7

hmm_8

hmm_9

hmm_0

Wynikiem dziaÃlania skryptów HRest i HERest s ↪a uaktualnione pliki z definicjami
wyuczonych HMM (w naszym przykÃladzie hmm_1, hmm_2, ..., hmm_0).

D.6 Testowanie i weryfikacja wyników

Rozpoznawanie wykonywane jest z wykorzystaniem algorytmu Viterbiego. SÃluży do
tego skrypt HVite. Dla przykÃladów D.1 - D.3 wywoÃlanie skryptu może mieć postać:

HVite -i wyniki.mlf -I testing_sentences_structures -w word_network

-H newMacros -S testing_data_list dictionary hmms_list

gdzie: hmms_list jest list ↪a ukrytych modeli Markowa, dictionary jest plikiem
sÃlownika, word_network jest plikiem z definicj ↪a struktury modeli utworzonym z
pliku z definicj ↪a gramatyki zadania za pomoc ↪a skryptu HParse, testing_data_list
zawiera list ↪e plików z sekwencjami wektorów cech odpowiadaj ↪acymi zdaniom ze
zbioru testowego. Opis struktury zdań wykorzystanych w testowaniu zawarty jest
w pliku testing_sentences_structures. Format tego pliku jest analogiczny jak
format pliku training_sentences_structures, opisany w podrozdziale D.5. Plik
wyniki.mlf zawiera wyniki rozpoznawania zapisane z wykorzystaniem takiego sa-
mego formatu jak plik testing_sentences_structures.

W celu określenia skuteczności rozpoznawania należy porównać pliki wyniki.mlf
i testing_sentences_structures. SÃluży do tego skrypt HResults. Jego wywoÃlanie
może mieć postać:

HResults -t -I testing_sentences_structures words_list wyniki.mlf

gdzie: words_list jest list ↪a sÃlów. Poniżej przedstawiono przykÃladow ↪a statystyk ↪e
otrzyman ↪a w wyniku wywoÃlania skryptu:

====================== HTK Results Analysis =======================

Date: Thu Jul 29 08:19:45 2004

Ref : testing_sentences_structures

Rec : wyniki.mlf

------------------------ Overall Results --------------------------

SENT: %Correct=90.29 [H=316, S=34, N=350]

WORD: %Corr=92.93, Acc=92.53 [H=1394, D=37, S=69, I=6, N=1500]

===================================================================

Linia rozpoczynaj ↪aca si ↪e od znacznika SENT: zawiera statystyk ↪e dotycz ↪ac ↪a caÃlych
zdań. Po sÃlowie %Correct umieszczona jest skuteczność rozpoznawania, która w
tym przypadku wynosi 90.29%. Nast ↪epnie w nawiasie kwadratowym podane s ↪a sta-
tystyki liczbowe. H=316 oznacza liczb ↪e sentencji rozpoznanych, S liczb ↪e sentencji
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nierozpoznanych, zaś N liczb ↪e wszystkich zdań w zbiorze wykorzystanym do testo-
wania. Skuteczność rozpoznawania określona jest nast ↪epuj ↪aco:

%Correct =
H

N
100% (D.1)

Linia rozpoczynaj ↪aca si ↪e od znacznika WORD: zawiera statystyki dotycz ↪ace pojedyn-
czych sÃlów. Po sÃlowie %Corr umieszczona jest skuteczność rozpoznawania sÃlów,
nast ↪epnie dokÃladność rozpoznawania i umieszczone w nawiasach kwadratowych sta-
tystyki liczbowe. H oznacza teraz liczb ↪e wyrazów rozpoznanych poprawnie, D oznacza
liczb ↪e wyrazów usuni ↪etych z rozpoznawanych zdań, S liczb ↪a wyrazów zast ↪apionych
innymi, I liczb ↪e wyrazów wstawionych do rozpoznawanych zdań i N Ãl ↪aczn ↪a liczb ↪e
wyrazów wchodz ↪acych w skÃlad zdań. DokÃladność rozpoznawania wyrazów określona
jest nast ↪epuj ↪aco.

Acc =
H − I

N
100% (D.2)

W niniejszym dodatku pokazano tylko niewielk ↪a cz ↪eść możliwości pakietu HTK.
Opisywane skrypty maj ↪a liczne przeÃl ↪aczniki i parametry steruj ↪ace oraz mog ↪a być
wywoÃlywane na wiele różnych sposobów. PeÃln ↪a dokumentacj ↪e pakietu można znaleźć
w pracy [81].



Dodatek E

Rozpoznawane wyrazy i zdania

Tab. E.1. Rozpoznawane wyrazy i ich zapis gestograficzny

lp wyraz gestogram I II III
1 analiza LH:25k.PH:25k # XII\II\VII<” k + +
2 angina [PBk:78s+ ## PEo]” s + -
3 aparat PP:77tpp+ # XII\IV-< t + -
4 apteka PA:53k)/LBk:13k # P:IX\VI-¿&PC:51k}{LBk:11k # P:II k + +
5 audiogram t, k + +
6 badać PH:58k|LB:58k+ # P:XIII\IV+<” k + +
7 bezpÃlatny LE:13k}{PE:23k # P:III!;L:IV<! # P5:23k||L5:13k k + +
8 boleć P5z:58k+ # IV¿+ # @ k + -
9 być PA:23k)/LA:53k # P:III- k + +

10 chcieć L5z:11kl..P5z:11kp # II\III”! k + +
11 chory PUm:53k/LUm:53k # P:II+<” k + +
12 codziennie P1:35tp+ # XI\III<” t + -
13 czuć P5z:16k+ # I-<” k + -
14 czy PCz* # V<! k + -
15 do PA:21kp.LB:51kl # P:VI<+! k + +
16 dokÃladny PO:35tpg+ & PO:51kg / LO:51k # P:II+II t, k + +
17 dużo L5:21klg..P5:21kpg # III<” k + +
18 dzisiaj LO:51kl..PO:51kp # II<! k + +
19 gardÃlo PB:78s+ s - -
20 gdzie L5:11kld..P5:11kpd # VII<” k + +
21 gÃlowa PZ:25tppg+ t - -
22 gor ↪aczka P5z:78td+ # XVIII! # P5z:37tpd & LB:35klg)(PZ:35klg # P:I-≤ t, k + +
23 grypa PC:58s+ # II-<” s + -
24 i PZ:23k/LI:13k # P:II<+= k + +
25 ile P5:11kp # XIV k + -
26 inny LI:78kl..PI:78kp # XII\II\VII<** # LI:48klld...PI:48kppd k + +
27 ja PZ:54k+ k - -
28 kaszleć PM:58k+ # XIII\II+<!” k + -
29 katar PU:38t+ # II-<< t + -
30 kosztować PE:13k/LBk:13k # P:II+” k + +
31 krew PG:23kX)/LA:53k # PG*” k + +
32 kropla PX:23k/LOm:53k # P:II<<! k + +

126
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lp wyraz gestogram I II III
33 krople PX:23k/LOm:53k # P:II<<!” k + +
34 lekarstwo PA:53k)/LBk:13k # P:IX\VI-<< k + +
35 lekarz PH:23k/LA:23k # P:XIII\II+<” k + +
36 leżeć PU:13k)/LBk:13k k - +
37 list PIk:3’5tpd+ # III\V! & PA:53k/LBk:13k # P:II+! t, k + +
38 Ãlóżko LNw:51kl.PNw:51kp # IV k + +
39 mieć PB:58k+ k - -
40 mnie PM:58k+ k - -
41 mózg PB:25tw+ t - -
42 musieć PTm:52kp # VI\II>! k + -
43 na PNw:23k/LBk:13k # P:II+ k + +
44 natychmiast LT:51KL..PT:51k # XIII\V≥! # L5:5’1k..P5:5’1kp k + +
45 nie PN:51k # XI\V # PE:71kp k + -
46 o k - -
47 odpoczywać LL:35kl..PL:35kp # IV+< k + +
48 okulary t + +
49 opatrunek PUm:58k/LUm:58k # P:X\III\II k + +
50 operacja LZ:86kd.PZ:86kd # XVI\III\IV” k + +
51 opony PB:25tw+ t - -
52 otrzymać L5z:79kl.P5z:79kp # XII\IV+ # LE:38klg+.PE:38kpg+ k + +
53 paczka LBk:51kl/PBk:51kp ## PBk:58k||LBk:58k k + +
54 palić PUm:78tpd # IV+<<” t + -
55 pan [(PZ:37tp+ # III<)] & LO:53klld+...PO:53kppd+ t, k + +
56 piel ↪egniarka PU:58tlgg # V t + -
57 pisać PE:23k}/LBk:13k # P:III\V<-” k + +
58 pÃlacić PE:13kp # XX # PAw:13kp k + -
59 pÃluca P5:58kl+ ## P5:58kp+ k + -
60 po LZ:75k}{PZ:77k # P:XIII\III # PZ:72k|LZ:35k k + +
61 pobieranie PPs:58kll+ ## P3:58kll k + -
62 poczta PIk:3’5tpd+ # III\V! t + -
63 pocztówka PIk:3’5tpd+ # III\V! & LL:23k}{PL:23k # VII< t, k + +
64 pogotowie PIk:35tpd+ # III< & LT:51kl..PT:51k # XII\V≥! t, k + +

# L5:5’1k..P5:5’1kp
65 pój́sć PL:37tpg # III> # PP:73tpg t + -
66 pokazać PU:38t+ # III & LB:37klg..PB:37kpg # III t, k + +
67 polecony PZ:78tpd+ # XVIII\XI # PZ:37tppd # XII\III\II # PZ:21kpg t, k + -
68 poÃlożyć PU:13k/LBk:13k # P:II+ k + +
69 potrzebny LB:51kl..PBz:58kp # P:VI<+” k + +
70 prosić LB:72k)(PB:7k # XIII\II\I # @ k + +
71 prześwietlenie PEm:58k||L5:58k+ # P:IV+ # P5 k + +
72 przezi ↪ebiony LZ:54kl+.PZ:54kp+ & LA:51k.PA:51k # XVII\VIII k + +
73 przyjmować LBk:21kl..PBk:21kp # IV+ # LE:48kl+..PE:48k+ k + +
74 przyj́sć PZ:38kpg # XII\I;VI;II> # PZ:45kp k + -
75 rachunek PBz:73kp|LA:78k # P:IV\VI+” k + +
76 ratunek L5:13klld...P5:13kppd # I\VIII≥! # LA:13k.PA:13k k + +
77 recepta PA:53k)/LBk:13k # P:IX\VI-<< & PC:51k}{LBk:11k # P:II k + +
78 rodzinny L3:23kld..P3:23kpd # IX\VIII<” k + +
79 rozebrać L500:58k.P500:58kg # XII\I\VII-<” k + +
80 si ↪e P1:25klg+ ## P1:25kpd+ k + -
81 skierowanie PO:23k}/LA:53k # III< k + +
82 sÃluch PZ:25tpp+ t - -
83 sÃlyszeć PZ:25tpp+ t - -
84 szpital LB:78tlg+.PB:78tpg+ ## LBz:58klg+..PBz:58kpg+ t, k + +
85 tabletka PZ:23k}/LBk:13k # P:IX\VI-<< k + +
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lp wyraz gestogram I II III
86 ten PZ:21kp # III\II<! k + -
87 termometr PZ:54kll+ k - -
88 w LBk:58k++PBk:23k k - +
89 wata L5:16k}{P5:16k ## LE..PE k + +
90 wykonać k + +
91 wysyÃlać LZ:58k}{PZ:58k # P:XII\II # PZ:21kpg k + +
92 z ↪ab PX:78tpd+ # PX:78tld+ t + -
93 zapalenie L5:72k/P5:72kd # P:I≥!+I≥! # P5:72kg/L5:72k k + +
94 zast ↪epstwo k + +
95 zastrzyk P3:58kll+ ## PPs:58kll k + -
96 zdrowy LM:88klld...PM:88kppd # I+<<” k + +
97 z ↪eby PX:78tpd+ ## PX:78tld+ t + -
98 źle PBk:51kp # XIII\VI\II≥! k + -
99 znaczek PUm:78td+ & PUm:23kg/LBk:13k # P:II+ t, k + +

100 żoÃl ↪adek P5s:58k # IV+<” k + -
101 zwolnienie k + +

Oznaczenia:
I - miejsce wykonywania znaku (t - twarz, s - szyja, k - klatka piersiowa),
II - znak dynamiczny (+) b ↪adź statyczny (-),
III - znak dwur ↪eczny (+) b ↪adź jednor ↪eczny (-).
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Tab. E.2. Rozpoznawane zdania
lp zdanie
1 Boli mnie gardÃlo.

[ boleć ][ mnie ][ gardÃlo ]
2 Boli mnie gÃlowa.

[ boleć ][ mnie ][ gÃlowa ]
3 Boli mnie z ↪ab.

[ boleć ][ mnie ][ z ↪ab ]
4 Boli mnie żoÃl ↪adek.

[ boleć ][ mnie ][ żoÃl ↪adek ]
5 Jestem chory.

[ być ][ chory ]
6 Chc ↪e otrzymac list.

[ chcieć ][ otrzymać ][ list ]
7 Chc ↪e otrzymać paczk ↪e.

[ chcieć ][ otrzymać ][ paczka ]
8 Chc ↪e zapÃlacić rachunek.

[ chcieć ][ pÃlacić ][ rachunek ]
9 Chc ↪e wysÃlać list.

[ chcieć ][ wysyÃlać ][ list ]
10 Chc ↪e wysÃlac paczk ↪e.

[ chcieć ][ wysyÃlać ][ paczka ]
11 Chc ↪e wysÃlać pocztówk ↪e.

[ chcieć ][ wysyÃlać ][ pocztówka ]
12 Czy dzisiaj przyjmuje lekarz rodzinny?

[ czy ][ dzisiaj ][ przyjmować ][ lekarz ][ rodzinny ]
13 Czy potrzebne jest zwolnienie lekarskie?

[ czy ][ potrzebny ][ być ][ zwolnienie ][ lekarz ]
14 Czy przyjmuje inny lekarz w zast ↪epstwie?

[ czy ][ przyjmować ][ inny ][ lekarz ][ w ][ zast ↪epstwo ]
15 Czy to lekarstwo jest bezpÃlatne?

[ czy ][ ten ][ lekarstwo ][ być ][ bezpÃlatny ]
16 Ile kosztuje wysÃlanie listu?

[ ile ][ kosztować ][ wysyÃlać ][ list ]
17 Ile kosztuje wysÃlanie paczki?

[ ile ][ kosztować ][ wysyÃlać ][ paczka ]
18 Ile kosztuje wysÃlanie pocztówki?

[ ile ][ kosztować ][ wysyÃlać ][ pocztówka ]
19 Ile kosztuje znaczek?

[ ile ][ kosztować ][ znaczek ]
20 Ja nie sÃlysz ↪e po chorobi zapalenia opon mózgowych.

[ ja ][ nie ][ sÃlyszeć ][ po ][ chory ][ zapalenie ][ opony ]
21 Mam gor ↪aczk ↪e.

[ mieć ][ gor ↪aczka ]
22 Musi pan leżec i dużo odpoczywać.

[ musieć ][ pan ][ leżeć ][ i ][ dużo ][ odpoczywać ]
23 Pan jest chory.

[ pan ][ byc ][ chory ]
24 Pan jest chory na angin ↪e i otrzymuje zwolnienie lekarskie.

[ pan ][ być ][ chory ][ na ][ angina ][ i ][ otrzymać ][ zwolnienie ][ lekarz ]
25 Pan jest chory na gryp ↪e i musi leżeć w Ãlóżku.

[ pan ][ być ][ chory ][ na ][ grypa ][ i ][ musieć ][ leżeć ][ w ][ Ãlóżko ]
26 Pan musi codziennie przychodzić do piel ↪egniarki na zastrzyk.

[ pan ][ musieć ][ codziennie ][ przyj́sć ][ do ][ piel ↪egniarka ][ na ][ zastrzyk ]
27 Pan musi pój́sć do szpitala.

[ pan ][ musieć ][ pój́sć ][ do ][ szpital ]
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lp zdanie
28 Wypisz ↪e panu recept ↪e.

[ pisać ][ pan ][ recepta ]
29 Prosz ↪e o skierowanie na badania.

[ prosić ][ o ][ skierowanie ][ na ][ badać ]
30 Prosz ↪e pój́sć do apteki.

[ prosić ][ pój́sć ][ do ][ apteka ]
31 Prosz ↪e pokazać dokÃladnie gdzie pana boli.

[ prosić ][ pokazać ][ dokÃladny ][ gdzie ][ pan ][ boleć ]
32 Prosz ↪e wykonać audiogram.

[ prosić ][ wykonać ][ audiogram ]
33 Prosz ↪e znaczek na list.

[ prosić ][ znaczek ][ na ][ list ]
34 Prosz ↪e znaczek na pocztówk ↪e.

[ prosić ][ znaczek ][ na ][ pocztówka ]
35 Źle si ↪e czuj ↪e.

[ źle ][ si ↪e ][ czuć ]



Dodatek F

Opis zawartości pÃlyty DVD

ZaÃl ↪aczony dysk DVD zawiera przykÃladowe wykonania sÃlów i zdań Polskiego J ↪ezyka
Miganego wykorzystywane w badaniach. Wyróżniono cztery gÃlówne foldery: Words,
Sentences, Words_Image_Processing, Sentences_Image_Processing.

W folderze Words zamieszczono po jednym przykÃladowym wykonaniu wszystkich
101 wykorzystywanych wyrazów, zapisanym w folderze o nazwie odpowiadaj ↪acej
wyrazowi. Każdy folder wyrazu zawiera folder color_left z sekwencj ↪a obrazów
kolorowych z kamery lewej, color_right z sekwencj ↪a obrazów kolorowych z ka-
mery prawej, gray_left z sekwencj ↪a obrazów z poziomami szarości z kamery lewej,
gray_right z sekwencj ↪a obrazów z poziomami szarości z kamery prawej oraz plik
*.mfc z sekwencj ↪a wektora cech.

W folderze Sentences zapisano po jednym przykÃladowym wykonaniu wszystkich
35 wykorzystywanych zdań. Folder podzielony jest na foldery o nazwach odpowia-
daj ↪acych nazwom sekwencji w transkrypcji wykorzystywanej przy rozpoznawaniu.
Organizacja folderu sekwencji jest taka sama jak folderu wyrazu.

Wszystkie obrazy wej́sciowe s ↪a zrektyfikowane. Struktur ↪e pliku *.mfc omówiono
w dodatku D.4.

Foldery Words_Image_Processing i Sentences_Image_Processing zawieraj ↪a
wszystkie obrazy pośrednie generowane w trakcie wyznaczania wektora cech, odpo-
wiednio dla wybranych 15 wyrazów i wszystkich 35 zdań. Zapisane obrazy pośrednie
to obrazy: prawdopodobieństwa (folder probability), binarne (folder binary), po
filtracji OC (folder morph), map dysparycji (folder disparity). DoÃl ↪aczono także ob-
razy wej́sciowe z kamery lewej z zaznaczonymi obszarami rozpoznanymi jako twarz,
dÃloń prawa i dÃloń lewa (folder segment).

Wszystkie obrazy maj ↪a rozdzielczość 320 x 240 i zapisane s ↪a w formacie bmp.
Baza danych wizyjnych wykorzystywanych w niniejszej pracy jest dost ↪epna na

stronie http://wizja.prz-rzeszow.pl/.
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[34] T. Kapuściński, J. Marnik, and M. Wysocki. Problemy rozpoznawania gestów
wykonywanych r ↪ekami. Pomiary, Automatyka, Kontrola 8, 22-25, 1999.
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